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Аннотация

Целью данной статьи является обоснование методологических подходов к оценке 
коммерческой недвижимости на основе интеграции разнородных данных и демонстрация их 
применения на примере сегмента коммерческой недвижимости в Москве. В статье представлена 
методология построения мультимодальной модели автоматизированной оценки стоимости 
недвижимости, основанная на интеграции структурированных, геопространственных и 
семантических данных. Исследование проводилось в сегменте коммерческой недвижимости 
стрит-ритейл (street retail, «уличная торговля») Москвы и включало формирование 
последовательных конфигураций признаков: базовой модели, модели с геопространственными 
характеристиками и модели с дополнительными интерпретируемыми признаками, 
извлеченными из текстовых описаний с использованием языковой модели GigaChat. 
Моделирование выполнено с применением алгоритмов CatBoost и LightGBM с оптимизацией 
гиперпараметров на основе кросс-валидации обучающей выборки и итоговой оценкой качества 
на тестовой выборке. Показано, что включение геопространственных признаков обеспечивает 
статистически значимое снижение средней абсолютной процентной ошибки на 17–20%, а ис-
пользование семантических LLM-признаков повышает точность моделей еще на 1,6–3,3%. 
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Введение

Классическая оценка коммерческой недви-
жимости традиционно относится к сфере 
экспертной деятельности, в которой клю-

чевая роль отводится профессиональному сужде-
нию оценщика, умению интерпретировать раз-
нородную информацию об объекте и рыночной 
конъюнктуре. В сегменте стрит-ритейл (street retail, 
торговые помещения формата «уличной торговли» 
на первых этажах зданий), являющемся ключе-
вой частью городской торговой инфраструктуры 
и базой для залогового кредитования, требования 
к качеству оценки особенно высоки: необходимо 
учитывать местоположение, пешеходные и транс-
портные потоки, состояние помещения, наличие 
витринного остекления, характеристики здания.

С развитием цифровых сервисов недвижимости 
стали доступны крупные массивы рыночных дан-
ных. Однако полный доступ к таким данным, как 

правило, имеют только сами платформы, а получе-
ние их внешними участниками требует значитель-
ных затрат. В этих условиях традиционная ручная 
оценка не только остается трудоемкой и низко-
масштабируемой, но и существенно уступает авто-
матизированным моделям по скорости обработки 
информации и устойчивости к неполному и неод-
нородному составу данных.

Коммерческая недвижимость в деятельности 
банков, девелоперов и компаний-владельцев вы-
ступает не только объектом разовой оценки, но и 
элементом управляемого портфеля активов. Кро-
ме того, предложенный мультимодальный подход 
может быть востребован в системе государствен-
ной кадастровой оценки. В соответствии с Феде-
ральным законом от 3 июля 2016 г. №  237ФЗ «О 
государственной кадастровой оценке» и Методи-
ческими указаниями о государственной кадастро-
вой оценке (утв. приказом Росреестра от 4 августа 
2021 г. №  П/0336), при определении кадастровой 

SHAP-анализ подтверждает ключевую роль пространственных факторов и значимый вклад ка-
чественных характеристик объектов. Предложенный мультимодальный подход обеспечивает 
более высокую точность и интерпретируемость оценочных моделей, демонстрирует его при-
менимость в задачах массовой оценки и обладает практической значимостью для банковского 
сектора, девелоперов и оценочных компаний. Теоретическая значимость работы заключается в 
демонстрации жизнеспособного пути развития методологии оценочной деятельности в эпоху 
цифровых данных. Предложенный подход не подменяет, а усиливает эксперта, предоставляя ему 
инструмент для масштабируемого, воспроизводимого и объективного анализа, обогащенного 
формализованным учетом пространственного и семантического контекста. Результаты имеют 
практическую значимость для сектора кредитования недвижимости (банков), оценочных 
компаний и компаний, владеющих или управляющих коммерческой недвижимостью, а также для 
государственных бюджетных учреждений субъектов Российской Федерации, осуществляющих 
государственную кадастровую оценку, и Росреестра в части совершенствования методологии 
массовой оценки объектов недвижимости.

Ключевые слова: стрит-ритейл, автоматизированная оценка недвижимости, коммерческая 
недвижимость, машинное обучение, геопространственные данные, большие языковые модели, LLM, 
мультимодальные данные

Цитирование: Сериков Д. А., Богданова Н. В. Мультимодальная модель оценки стоимости 
коммерческой недвижимости на основе интеграции геопространственных данных и языковой модели // 
Бизнес-информатика. 2026. Т. 20. № 2. С. 22–37. https://doi.org/10.17323/2587-814X.2026.2.22.37



БИЗНЕС-ИНФОРМАТИКА            Т. 20            № 2         202624

стоимости применяются методы массовой оценки, 
основанные на статистическом (регрессионном) 
моделировании ценообразующих факторов. Раз-
работанная в статье методология, интегрирующая 
геопространственные данные и текстовые призна-
ки, извлеченные с помощью языковых моделей, 
позволяет более полно учитывать факторы, влияю-
щие на стоимость, и повышать точность прогнозов. 
Это открывает возможности для ее использования 
государственными бюджетными учреждениями 
субъектов РФ, осуществляющими кадастровую 
оценку, а также Росреестром при актуализации ме-
тодического обеспечения массовой оценки. Стои-
мостные показатели и их драйверы используются в 
управленческих решениях, включая:

	♦ кредитование и управление залоговым обеспече-
нием;

	♦ мониторинг и пересмотр риск-профиля порт-
феля;

	♦ принятие решений о купле-продаже недвижи-
мости, ребалансировке;

	♦ обоснование арендных ставок и условий догово-
ров;

	♦ планирование инвестиций в модернизацию 
и реновацию на уровне отдельных объектов и 
портфеля в целом.

В этой логике автоматизированная оценка явля-
ется компонентом управленческого контура, по-
зволяющим обеспечить регулярность, сопостави-
мость и масштабируемость измерения стоимости и 
факторов стоимости, что прямо отмечается в про-
фессиональных и надзорных документах по при-
менению автоматизированных моделей и качеству 
оценок.

Отметим, что содержательно задача оценки ком-
мерческой недвижимости не является «самоцелью» 
оценки: в корпоративной и банковской практике 
она выступает элементом управленческого конту-
ра, где стоимость и факторы стоимости использу-
ются для принятия решений. Профессиональные 
стандарты в области оценки также прямо фикси-
руют сценарии, когда в отчете или процессе могут 
использоваться результаты автоматизированной 
оценки, и подчеркивают, что ответственность за 
итоговый результат и профессиональное суждение 
остаются критически важными – то есть «эксперт 
в контуре» является условием внедрения [1]. Сле-
довательно, исследование AVM/ML-моделей для 

коммерческой недвижимости следует рассматри-
вать в плоскости бизнес-информатики как задачу 
построения устойчивых аналитических сервисов 
поддержки принятия управленческих решений.

1. Обзор литературы

Текущие традиционные методологические ос-
новы оценочной деятельности традиционно огра-
ничивают масштабируемость экспертной оценки 
ресурсами специалистов, стоимостью процедур и 
длительностью цикла оценки, что становится кри-
тичным при регулярном мониторинге портфелей 
недвижимости.

В связи с этим в профессиональной среде растет 
интерес к автоматизированным моделям оценки. 
На уровне европейской практики уже отмечается 
значительная распространенность автоматизиро-
ванной оценки и необходимость стандартов их при-
менения, включая контроль качества, систему 
управления, прозрачность и корректность данных. 
Королевский институт дипломированных сюрвей-
еров (RICS) в своих работах отмечает актуальность 
процесса автоматизации оценки и затрагивает тре-
бования корректного применения [1]. Как пока-
зывает Дарье, Шмидт с соавторами, в банковском 
сегменте оценка коммерческой недвижимости яв-
ляется критической частью управления рисками и 
контроля качества залогов; регуляторные и надзор-
ные материалы подчеркивают необходимость ис-
пользования актуальной рыночной информации и 
корректных процедур валидации оценок [2].

На уровне академических исследований совре-
менная литература фиксирует устойчивый переход 
от классических регрессионных моделей к алгорит-
мам машинного обучения, которые лучше работа-
ют с нелинейностями и взаимодействиями призна-
ков [3–7]. Наибольшее теоретическое развитие в 
настоящий момент получили модели построения 
индексов цен, оценивания отдельных объектов 
[3,  4]. Возможностям более комплексного мони-
торинга рынка коммерческой недвижимости при 
помощи моделей машинного обучения посвящена 
работа коллектива авторов из Регенсбургского уни-
верситета [5].

Важным направлением стало развитие интерпре-
тируемых моделей. В ряде работ подчеркивается, 
что выигрыш в точности сам по себе недостаточен 
для внедрения в профессиональную практику: тре-
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буется объяснение вклада факторов (например, че-
рез SHAP/feature attribution) и согласование с логи-
кой оценочной деятельности и риск-контроля [4, 6].

С развитием открытых и коммерческих источ-
ников геоданных, а также средств их обработки, 
значительную роль в оценке недвижимости при-
обрели геопространственные признаки: характе-
ристики доступности, плотности инфраструктуры, 
агломерационных эффектов и пространственной 
автокорреляции цен. Обзорные и методические 
исследования показывают, что GIS-факторы по-
вышают качество оценки и позволяют формали-
зовать то, что ранее часто учитывалось оценщиком 
эвристически [8].

Для моделей машинного обучения геопростран-
ственные данные особенно важны, поскольку по-
зволяют учитывать неоднородность рынков и 
контекста местоположения – ключевого фактора 
стоимости, не сводя его к грубым категориальным 
признакам. Отдельные работы Куклика, Мюллера 
и Беверунгена демонстрируют интеграцию GIS и 
глубокого обучения для автоматизированной оцен-
ки за счет более богатого представления локации и 
окружения [9]. В прикладных исследованиях Кана, 
Чжана и соавторов для задач оценивания и анализа 
динамики цен используются мультиресурсные гео-
данные, включая данные о мобильности, объекты 
интереса (POI) и доступность транспорта, что дает 
прирост качества и объяснимости по сравнению 
с моделями, основанными исключительно на та-
бличных характеристиках объекта [10].

Таким образом, включение геопространствен-
ных данных рассматривается как один из наибо-
лее результативных путей повышения точности и 
устойчивости AVM/ML-моделей, особенно в усло-
виях ограниченной полноты описаний объектов и 
высокой неоднородности городской среды.

Отдельное направление исследований связа-
но с гедоническими моделями, большими дан-
ными и современными ML-подходами к оценке 
недвижимости. Вэй и соавторы показывают раз-
витие гедонических моделей оценки недвижи-
мости в эпоху больших данных, а Хернес, Тутак, 
Надольны и Мазурек рассматривают примене-
ние машинного обучения в задачах оценки не-
движимости как самостоятельное направление 
прикладного моделирования [11,  12]. Эти рабо-
ты показывают, что повышение точности оценки 
достигается не только за счет выбора алгоритма, 

но и за счет расширения признакового простран-
ства, качества подготовки данных и корректной 
постановки задачи прогнозирования стоимости. 
В последнее время акцент теоретических разрабо-
ток сместился в плоскость оптимизации и приме-
нения неструктурированных источников инфор-
мации. Они привлекают внимание исследователей 
как способ извлечь качественные признаки, кото-
рые слабо представлены в табличных данных: со-
стояние отделки, «атмосферу» локации, функци-
ональные характеристики помещения, наличие 
витрин, особенности входной группы и др. Тексто-
вые данные долгое время применялись как вспо-
могательный источник, однако развитие методов 
обработки естественного языка позволило исполь-
зовать их системно для предсказания цен и повы-
шения полноты признакового пространства [13].

Дополнительное развитие получили мультимо-
дальные модели, объединяющие неоднородные 
источники данных и механизмы внимания для бо-
лее точного учета структуры объекта и его окруже-
ния; такой подход представлен, в частности, в работе 
Вана П.-Ю. и соавторов [14]. Современные исследо-
вания Геертса и соавторов оценивают возможности 
и ограничения LLM для оценки недвижимости и 
подчеркивают важность контроля качества, источ-
ников данных и интерпретируемости [15].

Для геопространственного направления от-
дельно фиксируется тренд на мультимодальные и 
LLM-ориентированные модели «геоинтеллекта», 
способные объединять пространственные пред-
ставления, тексты и иные источники для более 
богатого контекстного вывода [16]. Наряду с этим 
развивается направление мультимодальных под-
ходов и систем, ориентированных на объединение 
разных типов данных (табличные признаки, текст, 
геоданные, изображения) в единой архитектуре. 
Обзор Хуана, Ли, Чэня и Ляна подчеркивает, что 
выигрыш достигается прежде всего за счет компле-
ментарности источников и корректного проекти-
рования схемы слияния (fusion) [17]. 

Обзорные исследования по прогнозированию 
цен на недвижимость показывают, что качество 
моделей существенно зависит от состава входных 
данных: структурированных характеристик объек-
та, пространственного контекста, текстовых описа-
ний, изображений и иных источников информации 
[18]. Систематические обзоры AI- и ML-подходов, 
включая работу Текуабу и соавторов, также под-
тверждают, что дальнейшее развитие автомати-
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зированной оценки связано с комбинированием 
различных типов данных, повышением интерпре-
тируемости моделей и проверкой их применимости 
в реальных управленческих процессах [19].

С точки зрения бизнес-информатики важным 
является не только построение модели, но и ее по-
тенциальное встраивание в цифровые сервисы и 
управленческие контуры организаций. Исследова-
ния цифровой трансформации недвижимости по-
казывают, что развитие smart real estate и аналити-
ческих платформ связано с переходом от разовых 
оценочных процедур к регулярному мониторингу 
объектов и портфелей активов [20].

В русскоязычных исследованиях по рынку не-
движимости также отмечается перспектива ме-
тодов машинного обучения, однако сохраняют-
ся ограничения по данным, воспроизводимости и 
внедряемости результатов в управленческие про-
цессы организаций [21–25]. Российские работы 
рассматривают как общие проблемы моделирова-
ния стоимости недвижимости, так и прикладные 
задачи оценки коммерческих объектов, использо-
вания искусственного интеллекта и геоаналитики. 
В то же время сохраняется научный и прикладной 
пробел в воспроизводимых мультимодальных ре-
шениях для коммерческой недвижимости на ло-
кальных рынках при одновременном соблюдении 
требований интерпретируемости и встраивания 
в управленческие процессы организаций. Пио-
нерным направлением в выбранной предметной 
области видится переход всего накопленного те-
оретического и практического опыта в создание 
полноценного аналитического сервиса, поддержи-
вающего управленческие решения в условиях циф-
ровой трансформации отрасли недвижимости.

2. Методы

Методология включает формирование корпу-
са данных, поэтапное обогащение признакового 
пространства геопространственными характери-
стиками (координаты, расстояния) и интерпрети-
руемыми признаками, извлеченными из текстовых 
описаний с помощью русскоязычной языковой 
модели GigaChat. Для моделирования примене-
ны алгоритмы градиентного бустинга CatBoost и 
LightGBM с оптимизацией гиперпараметров на об-
учающей выборке (с использованием кросс-вали-
дации) и финальной проверкой качества на тесто-
вой выборке.

Логика эксперимента основана на последова-
тельном расширении признакового пространства 
модели оценки стоимости коммерческой недвижи-
мости в сегменте стрит-ритейл. Такой подход по-
зволяет изолированно оценить вклад различных 
типов данных в точность прогнозирования. В рам-
ках исследования формируется три взаимосвязан-
ных конфигурации модели, каждая из которых до-
полняет предыдущую.

Первая конфигурация (Baseline) включает толь-
ко структурированные признаки, которые обычно 
присутствуют в объявлениях: площадь помещения, 
этаж, назначение объекта, характеристики здания, 
административный район, а также параметры це-
нового предложения. Эти данные составляют ми-
нимальный набор информации, доступный без об-
ращения к внешним источникам и без применения 
методов обогащения данных.

Вторая конфигурация (Baseline + GEO) расши-
ряет базовую модель за счет включения геопро-
странственных характеристик. Адреса объектов 
преобразуются в координаты, после чего рассчиты-
ваются расстояние до центра города и расстояние 
до ближайшей станции метро. Эти признаки ко-
личественно отражают влияние местоположения, 
которое традиционно учитывается экспертами при 
ручной оценке, но редко формализуется в таблич-
ных данных.

Третья конфигурация (Baseline + GEO + LLM) 
дополняет модель интерпретируемыми качествен-
ными признаками, извлеченными из текстовых 
описаний с применением языковой модели. Тексты 
объявлений содержат важные характеристики – та-
кие как высота потолков, наличие витрин, наличие 
отдельного входа, элементы отделки, которые часто 
отсутствуют в структурированном виде. Использо-
вание языковой модели позволяет систематически 
извлечь эти параметры и интегрировать их в модель, 
формируя мультимодальное признаковое простран-
ство. Такой подход воссоздает часть логики тради-
ционной оценочной практики, в которой качествен-
ные характеристики объекта играют значимую роль.

Таким образом, полный массив собранных дан-
ных включает 18416 объектов стрит-ритейл, распо-
ложенных в г. Москве и Московской области. Он 
содержит 50 признаков различной природы, вклю-
чая структурированные характеристики помеще-
ний, геопространственные данные и интерпрети-
руемые признаки.
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Для всех трех конфигураций применяется еди-
ная схема моделирования на основе градиентно-
го бустинга по решающим деревьям (CatBoost и 
LightGBM). Эти алгоритмы устойчивы к пропу-
скам, способны учитывать нелинейные взаимодей-
ствия между признаками и работают эффективно 
на больших выборках, что делает их подходящими 
для задач оценки недвижимости. Оптимизация ги-
перпараметров проводится с использованием со-
временных процедур автоматизированного пере-
бора, обеспечивающих стабильность результатов.

Качество моделей оценивается по нескольким 
метрикам прогнозирования: средней абсолютной 
процентной ошибке (MAPE), средней абсолют-
ной ошибке (MAE), среднеквадратичной ошибке 
(RMSE) и коэффициенту детерминации (R2). При-
менение нескольких метрик позволяет комплексно 
оценить точность предсказаний, а использование 
статистических тестов для связанных выборок обе-
спечивает проверку значимости различий между 
конфигурациями моделей.

Для интерпретации результатов применяется 
анализ SHAP-значений, позволяющий количе-
ственно оценить вклад каждого признака в прогноз 
стоимости. Такой подход обеспечивает прозрач-
ность модели и делает возможным сопоставление 
ее поведения с профессиональной логикой оценоч-
ной деятельности, где определение факторов стои-
мости и их влияния является ключевым элементом 
экспертного анализа. На вход модели подаются:
1.	 Структурированные характеристики объекта.
2.	 Геопространственные признаки окружения и 

доступности.
3.	 Текстовые описания, из которых автоматически 

извлекаются дополнительные признаки.

Для обеспечения воспроизводимости экспери-
мента в анализируемом массиве данных использо-
вались унифицированные англоязычные названия 
переменных. Переменная price_per_sq_m соот-
ветствует удельной цене объекта, руб./м²; area –  
площади помещения; floor – этажу расположения 
объекта; latitude и longitude – широте и долготе объ-
екта; distance_to_center_km – расстоянию до центра 
Москвы в километрах. Признаки, извлеченные из 
текстовых описаний с помощью языковой модели, 
имеют префикс llm: llm_has_showcase отражает на-
личие витринного остекления, а llm_ceiling_height – 
высоту потолков, извлеченную из описания объяв-
ления.

На выходе формируется прогноз удельной сто-
имости или ставки (в зависимости от постановки), 
а также разложение вклада факторов, интерпре-
тируемое как объяснение результата для контро-
ля качества и принятия решений. Использование 
объяснимости (например, на основе SHAP) по-
зволяет: выявлять ключевые драйверы стоимости, 
проверять устойчивость модели, обнаруживать 
нетипичные объекты/выбросы и формировать ос-
нования для управленческих действий (переоцен-
ка, углубленная проверка, корректировка входных 
данных).

Обработка выбросов проводилась в два этапа. На 
первом этапе, после фильтрации данных по Москве 
и удаления записей с пропусками (объем выборки 
составил n = 14469), был проведен анализ целевой 
переменной – удельной цены price_per_sq_m. Для 
идентификации выбросов использовалось правило 
межквартильного размаха (IQR): выбросами счита-
лись наблюдения со значениями вне интервала:

[Q1 − 1,5 ∙ IQR;  Q3 + 1,5 ∙ IQR], 

где Q1 и Q3 – первый и третий квартили, 

IQR = Q3 − Q1. 

Чтобы устранить влияние экстремальных значе-
ний, но сохранить объем данных, была применена 
винзоризация (winsorization) – все значения ниже 
нижней границы заменялись на нижнюю границу, 
а значения выше верхней границы – на верхнюю.

На втором этапе, уже в рамках эксперимента 
по построению моделей, была реализована про-
цедура обнаружения и удаления выбросов на об-
учающей выборке. После разделения данных на 
обучающую (80%) и тестовую (20%) выборки для 
целевой переменной в обучающей выборке вы-
числялись те же границы IQR. Все объекты, попа-
дающие в интервал выбросов, удалялись только из 
обучающей выборки, при этом тестовая выборка 
оставалась неизменной для объективной оценки 
качества. Такая двухэтапная стратегия гарантиру-
ет, что информация о выбросах не просачивается 
из теста в обучение, и обеспечивает воспроизво-
димость результатов. В нашем случае после пред-
варительной винзоризации выбросы в данных 
отсутствовали, поэтому второй этап не привел к 
дополнительному удалению наблюдений, однако 
он полностью реализован в коде и готов к приме-
нению при работе с исходными необработанными 
данными.
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Исходное распределение удельной цены харак-
теризовалось правосторонней асимметрией (коэф-
фициент асимметрии до обработки составлял 0,83). 
Для приведения распределения к более симметрич-
ному виду и улучшения сходимости моделей гради-
ентного бустинга была применена логарифмическая 
трансформация:

ylog = ln(y), 

где y – удельная цена в руб./м². 

После логарифмирования коэффициент асим-
метрии снизился до –0,23, что свидетельствует о 
близости распределения к нормальному. Все моде-
ли обучались на логарифмированной переменной, 
при расчете итоговых метрик (MAPE, MAE, RMSE, 
R²) прогнозы преобразовывались обратно в исход-
ный масштаб с помощью экспоненцирования.

3. Результаты

Статистические характеристики целевой пере-
менной – удельной цены коммерческой недви-
жимости, после фильтрации данных по Москве и 
удаления записей с пропусками (n  =  14469) пред-
ставлены на рисунке 1. Среднее значение удельной 
стоимости составило 298 тыс. руб./кв. м, медиана –  
268 тыс. руб./кв. м, коэффициент асимметрии  
равен 0,83.

В рамках эксперимента дополнительно реализо-
вана процедура обнаружения выбросов: границы 
межквартильного размаха (IQR) рассчитывались 
исключительно на обучающей выборке. На рисунке 2  
представлено распределение удельной цены после 
применения процедуры винзоризации.

Вертикальная линия на рисунке 2 соответствует 
верхней границе IQR (659 тыс. руб./м²), вычислен-
ной на обучающей выборке в ходе эксперимента.

Логарифмирование целевой переменной позво-
лило дополнительно снизить асимметрию распреде-
ления (коэффициент асимметрии логарифмирован-
ных значений составил –0,23), что способствовало 
более устойчивому обучению моделей градиентного 
бустинга и повышению точности прогнозов.

Для построения моделей машинного обучения 
использовалась фильтрованная подвыборка, объ-
ем которой составляет 14469 наблюдений. Такая 
фильтрация обусловлена необходимостью обе-
спечения однородности рыночных условий, со-
поставимости объектов и корректности геопро-
странственного анализа. Именно эта подвыборка 
применялась для формирования обучающих и те-
стовых выборок, расчета метрик качества и прове-
дения SHAP-анализа.

Для проверки гипотез исследования были 
построены три конфигурации моделей: базовая 
(Baseline), расширенная геопространственными 
признаками (Baseline+GEO) и мультимодальная 
(Baseline+GEO+LLM). Все модели обучались на 
одинаковой выборке, с использованием алгоритмов 
CatBoost и LightGBM. Результаты представлены в 
таблице 1.

Сравнение моделей демонстрирует устойчи-
вое улучшение качества прогнозирования по мере 
расширения признакового пространства. Добавле-
ние геопризнаков приводит к наиболее значимо-
му снижению ошибки: для CatBoost улучшение со-
ставляет 4,38 процентных пункта MAPE (≈17,3%), 

Рис. 1. Распределение удельной цены (тыс. руб./м²) до винзоризации.
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для LightGBM – 5,02 процентных пункта (≈20,1%), 
что подтверждается значениями R² на рисунке 3. 
Наблюдается рост объясняющей способности мо-
делей после добавления локальных факторов. Эта 
часть эксперимента полностью подтверждает ги-

потезу о значимости пространственного контекста 
для стоимости стрит-ритейл, а также согласуется с 
SHAP-анализом, где признаки, связанные с рас-
стоянием до центра и координатами, занимают ве-
дущие позиции.

Рис. 2. Распределение удельной цены (тыс. руб./м²) после винзоризации.

Таблица 1.
Метрики точности моделей в трех конфигурациях признаков

Набор признаков Алгоритм MAPE, % MAE, руб. R2

Baseline CatBoost 25,28 66717 0,6024

Baseline LightGBM 24,99 64536 0,6433

Baseline + GEO CatBoost 20,90 55372 0,7135

Baseline + GEO LightGBM 19,97 51815 0,7409

Baseline + GEO + LLM CatBoost 20,57 54665 0,7261

Baseline + GEO + LLM LightGBM 19,32 50271 0,7615

Рис. 3. Сравнение ошибки MAPE и коэффициента R2 для моделей CatBoost и LightGBM.
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Дополнение модели интерпретируемыми тек-
стовыми признаками, извлеченными языковой 
моделью, обеспечивает умеренное, но устойчивое 
улучшение качества: снижение MAPE на 0,33 п. п. 
для CatBoost и на 0,65 п. п. для LightGBM, что соот-
ветствует относительному улучшению на 1,6–3,3%. 
Несмотря на меньший масштаб влияния по срав-
нению с геоданными, эффект остается статистиче-
ски значимым по результатам парного t-критерия 
и критерия Уилкоксона (p  <  0,05). Эти результа-
ты указывают, что семантические характеристики 
объектов, отражающие их функциональное каче-
ство, несут дополнительную информативность, не-
доступную в табличных данных.

Интерпретация влияния факторов проводилась 
на основе SHAP-анализа для обеих финальных 
моделей. Ранг важности признаков для LightGBM 
(рис. 4) подтверждает ключевую роль геопростран-
ственных переменных: distance_to_center_km –  
расстояния до центра Москвы в километрах, longi-
tude – долготы объекта и latitude – широты объекта. 
Эти признаки формируют ядро модели и отражают 
влияние пространственного положения объекта на 
его стоимость. Структурные признаки, такие как 
area – площадь помещения и floor – этаж распо-
ложения объекта, сохраняют стабильное влияние, 
характерное для классических подходов оценки. 
Особый интерес представляет позиция LLM-при-
знаков: llm_has_showcase – наличие витринного 
остекления и llm_ceiling_height – высота потолков, 

извлеченная из текстового описания объявления, 
занимают 8–9 места в рейтинге важности, что под-
тверждает их вклад в итоговые прогнозы.

Аналогичная структура значимости наблюдается 
в модели CatBoost (рис. 5), что подчеркивает устой-
чивость выводов независимо от алгоритма.

Таким образом, результаты эксперимента по-
казывают, что включение геопространственных 
данных обеспечивает наиболее значимый прирост 
точности и объясняющей способности модели, 
тогда как интеграция LLM-признаков позволяет 
дополнительно улучшить прогноз за счет выявле-
ния важных качественных характеристик объек-
тов, отсутствующих в структуре исходных данных. 
Наилучшие результаты получены для LightGBM 
с полным набором признаков, что делает данную 
мультимодальную конфигурацию предпочтитель-
ной для практических задач автоматизированной 
оценки коммерческой недвижимости в сегменте 
стрит-ритейл.

Для визуальной оценки качества предсказаний 
на рисунке 6 представлена диаграмма рассеяния 
фактических и предсказанных значений удель-
ной цены на тестовой выборке для лучшей модели 
(LightGBM с полным набором признаков после оп-
тимизации гиперпараметров). Большинство точек 
концентрируется вдоль линии идеального пред-
сказания, что свидетельствует о высокой точности 
модели. Отклонения от линии возрастают с ростом 

Рис. 4. Распределение влияния признаков (SHAP values) LightGBM (Optimized).
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Рис. 6. Сравнение фактических и предсказанных  
значений удельной цены на тестовой выборке  

для модели LightGBM с полным набором признаков  
после оптимизации гиперпараметров.

цены, что характерно для моделей, обученных на 
логарифмированной целевой переменной. Значе-
ния MAPE и R², приведенные на графике, подтвер-
ждают эффективность предложенного подхода.

4. Дискуссия

Полученные результаты демонстрируют, что 
использование мультимодального набора данных 
принципиально меняет качество и структуру мо-

Рис. 5. Топ-15 самых важных признаков CatBoost (Optimized).

дели оценки стоимости коммерческой недвижи-
мости. Наибольший вклад в повышение точности 
обеспечивают геопространственные признаки, 
что подтверждает фундаментальную для класси-
ческой оценочной теории роль местоположения. 
Формализованное включение расстояния до цен-
тра города, координат и других пространствен-
ных характеристик позволяет преобразовать ин-
туитивно-прикладные представления экспертов в 
воспроизводимый количественный формат. Су-
щественное снижение ошибки после добавления 
геопризнаков (17–20% в зависимости от алгоритма)  
свидетельствует, что пространственный контекст 
является ключевой детерминантой рыночной стои-
мости в условиях крупного мегаполиса с выражен-
ной полицентричной структурой.

Дополнение модели интерпретируемыми семан-
тическими признаками, извлеченными из тексто-
вых описаний с использованием языковой модели 
GigaChat, приводит к дополнительному приросту 
точности, хотя и меньшего масштаба по сравне-
нию с геопространственными характеристиками. 
Этот результат логичен: качественные особенности 
помещений – высота потолков, наличие витрин, 
входные группы – действительно учитываются 
рынком, но влияние этих факторов менее универ-
сально, чем влияние пространственного положе-
ния. Текстовые компоненты объявлений содержат 
скрытую структурируемую информацию, традици-
онно анализируемую экспертами вручную, и сей-
час доступную для включения в модель в автомати-
ческом формате.
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Интересным наблюдением является смеще-
ние значений SHAP для некоторых семантических 
признаков, например, наличия витрин. Это может 
отражать специфику выборки: витрины зачастую 
характерны для помещений на периферии, в соста-
ве торговых галерей или объектов повседневного 
спроса, что может снижать их влияние на удельную 
стоимость. Такой результат подчеркивает важность 
контекстной интерпретации и демонстрирует, что 
мультимодальная модель не заменяет эксперта, а 
требует его участия в анализе факторов, связанных 
с качественными особенностями объектов.

Структура важности признаков подтверждает 
согласованность трех типов данных. Предложен-
ная конфигурация отражает экономическую при-
роду ценообразования коммерческих помещений 
уличного формата: стоимость определяется ком-
плексом факторов, среди которых пространствен-
ный контекст является доминирующим, тогда как 
качественные характеристики усиливают или осла-
бляют базовый эффект.

Одним из распространенных аргументов против 
применения методов машинного обучения в оце-
ночной деятельности является опасение относи-
тельно воспроизводимости результатов и их соответ-
ствия требованиям федеральных стандартов оценки 
(ФСО). В данном исследовании мы уделили особое 
внимание обеспечению воспроизводимости: во всех 
экспериментах фиксировался генератор случайных 
чисел (SEED = 42), что гарантирует идентичное раз-
биение выборок при повторении расчетов. Параме-
тры алгоритмов (количество итераций, глубина де-
ревьев, скорость обучения и др.) описаны в тексте и 
могут быть непосредственно использованы други-
ми исследователями. Применение кроссвалидации 
с фиксированным разбиением также способствует 
устойчивости и повторяемости оценок.

При этом важно подчеркнуть, что предлагаемый 
подход не противоречит, а дополняет традицион-
ную экспертную оценку. Роль профессионально-
го суждения остается ключевой, а автоматизация 
лишь формализует учет большого числа факторов, 
включая геопространственные и текстовые призна-
ки. Действующие стандарты (например, ФСО № 7) 
допускают использование математических моделей 
при условии их обоснованности и проверки адек-
ватности. Мы полагаем, что развитие технологий (в 
том числе методов машинного обучения) неизбежно 
приведет к совершенствованию нормативной базы, 
и данная работа демонстрирует один из возможных 

путей такого развития, способствуя повышению 
точности и объективности оценки коммерческой 
недвижимости.

Следует также отметить, что в настоящее вре-
мя оценочное сообщество часто ограничено в ре-
сурсах для внедрения современных аналитических 
инструментов. Однако накопление открытых дан-
ных, доступность вычислительных сред и появление 
удобных программных интерфейсов постепенно 
снижают этот барьер. Представленная методоло-
гия может служить основой для создания доступных 
сервисов поддержки оценки, не требующих от экс-
перта глубоких навыков программирования.

Заключение

Включение геопространственных признаков обе-
спечивает статистически значимое (p  <  0,05) сни-
жение средней абсолютной процентной ошибки 
(MAPE) на 17,3% (CatBoost) и 20,1% (LightGBM) от-
носительно базовой модели. Интеграция LLM-при-
знаков (высота потолков, наличие витрин) дает до-
полнительное значимое улучшение точности на 
1,6% и 3,3% соответственно. Наилучший резуль-
тат продемонстрировала мультимодальная модель 
LightGBM (MAPE = 19,32%, R² = 0,7615). Предло-
женная мультимодальная методология, объединя-
ющая табличные, геопространственные и тексто-
вые признаки, обеспечивает существенный прирост 
точности и воспроизводимости модели, формализуя 
и автоматизируя учет факторов, традиционно оста-
вавшихся в сфере экспертного суждения. SHAP-ана- 
лиз подтверждает ключевую роль пространственных 
факторов и значимый вклад качественных характе-
ристик объектов.

Экспериментальные результаты, полученные на 
репрезентативной выборке по Москве, позволяют 
сделать следующие выводы:

	♦ геопространственный контекст является ключе-
вым драйвером стоимости;

	♦ текстовые данные содержат скрытую семантиче-
скую информацию, значимую для оценки;

	♦ мультимодальный подход эффективен.

Перспективы дальнейших исследований свя-
заны с расширением мультимодального подхода 
за счет включения новых типов данных (напри-
мер, изображений фасадов), углубленного анализа 
транспортной и пешеходной доступности, адапта-
ции методологии к сегменту жилой недвижимости 
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в сочетании с совершенствованием методов вали-
дации и калибровки LLM для задач анализа при-
влекательности и определения оценочной стоимо-
сти объектов недвижимости.

Предложенный подход может быть также 
адаптирован для задач государственной кадастро-
вой оценки. Его применение позволит повысить 
объективность и экономическую обоснованность 
кадастровой стоимости объектов коммерческой 
недвижимости, что соответствует современным 

требованиям к качеству массовой оценки, установ-
ленным законодательством РФ.

Важным направлением дальнейших исследова-
ний является интеграция официальных данных о 
сделках с недвижимостью, доступ к которым рас-
ширяется в рамках государственной политики от-
крытых данных. Это позволит повысить точность 
моделей, в частности за счет учета скидок на торг, и 
обеспечит более надежную валидацию результатов 
массовой оценки. 
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Abstract

The aim of this paper is to substantiate methodological approaches to commercial real estate valuation 
through the integration of heterogeneous data, and to demonstrate their application within the Moscow 
market. A methodology for constructing a multimodal automated valuation model (AVM) is presented, 
built on the integration of structured, geospatial, and semantic data. The study was conducted in the street 
retail segment of the Moscow commercial real estate market. Three sequential feature configurations 
were developed: a baseline model, a model extended with geospatial characteristics, and a model further 
augmented with interpretable features extracted from property text descriptions via the GigaChat 
language model. Modeling was performed with CatBoost and LightGBM algorithms. Hyperparameters 
were optimized through cross-validation on the training sample, and final model quality was assessed on 
a held-out test set. Adding geospatial features reduces the mean absolute percentage error by 17–20% for 
both algorithms-a significant reduction. The inclusion of LLM-derived semantic features yields a further 
accuracy gain of 1.6–3.3%. SHAP analysis confirms the dominant role of spatial factors, while qualitative 
property characteristics also contribute meaningfully to model output. The multimodal approach 
delivers higher accuracy and interpretability than conventional single-source models, demonstrating its 
applicability to mass appraisal tasks and its practical value for the banking sector, real estate developers, 
and valuation firms. The theoretical contribution of this work lies in identifying a viable direction for 
the development of valuation methodology in the era of digital data. The approach does not substitute 
for expert judgment. It reinforces it, providing practitioners with a scalable, reproducible, and objective 
analytical instrument that formally incorporates both spatial and semantic context. The results have 
practical relevance for real estate lending institutions, valuation companies, and entities owning or 
managing commercial property portfolios. They are also directly applicable to regional state budgetary 
institutions of the Russian Federation responsible for cadastral valuation, and to Rosreestr (the Federal 
Service for State Registration, Cadaster and Cartography) in its efforts to advance mass property appraisal 
methodology at the national level.
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