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Аннотация

Качественное и оперативное предсказание выручки имеет ключевое значение для инвесторов 
публичных компаний, принимающих инвестиционные решения на основе модели дисконтиро-
вания их денежных потоков. По сложившейся на рынке практике, финансовые аналитики стро-
ят финансовые модели компаний оценивая рост выручки в первом году прогнозного периода, 
вес которого в формуле денежного потока является наибольшим, прибегая к методу экспертных 
оценок на основе уже опубликованных ежеквартальных данных. При этом, возможности совре-
менных технических средств анализа данных текущего квартала, в том числе, с помощью мето-
дов машинного обучения, в основе которых лежит линейная аппроксимация нелинейных дан-
ных, как правило, игнорируются. Настоящее исследование заключалось в разработке исходного 
кода для прогнозирования выручки с помощью регрессии опорных векторов спектра Гильберта 
(Hilbert spectrum Support Vector Regression, HSVR). Тестирование HSVR на данных компаний, 
акции которых обращаются на Мосбирже, и сравнение метрик качества HSVR с классической 
регрессией опорных векторов (Support Vector Regression, SVR), позволило сделать вывод о воз-
можности промышленного применения HSVR в целях прогнозирования выручки публичных 
компаний на основе новостных векторов – векторных представлений (эмбеддингов) новостей.
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Введение

В инвестиционном бизнесе – инвестиционных 
банках и управляющих компаниях, задача 
прогнозирования выручки входит в круг обя-

занностей финансового аналитика, ответственного 
за определенный сектор экономики. По мере рас-
крытия публичными компаниями своих финан-
совых и производственных результатов, аналитик 
строит финансовые модели в приложении MS Excel 
на основе фактических опубликованных показате-
лей. Для того, чтобы применить метод дисконтиро-
вания денежных потоков компании (discounted cash 
flow, DCF) [1], специалисту необходимо перейти от 
ретроспективных финансовых показателей к их зна-
чению в течение ближайших пяти лет прогнозного 
периода. Для того, чтобы определить рост выручки 
первого года прогнозного периода относительно 
соответствующего периода опубликованных дан-
ных финансовый аналитик использует метод экс-
пертных оценок. Иными словами, эксперт опреде-
ляет индекс роста будущих финансовых показателей 
компании, включая выручку, основываясь лишь на 
собственном опыте. При этом, по сложившейся 
практике, текущий незавершенный год относится к 
первому году прогнозного периода. А значит, с уче-
том формулы денежного потока [1]:

,	 (1)

выручка в первый год прогнозного периода оказы-
вает на финансовую модель компании наибольшее 
влияние, будучи подверженной дисконтированию 
в наименьшей степени.

Оценку выручки трудно недооценить – ведь со-
впадение прогноза выручки позволит финансово-
му аналитику наиболее корректно определить це-
левую цену акций компании, что, в свою очередь, 
будет способствовать своевременной корректиров-
ке собственной позиции банка. Своевременное же 
доведение обновленной аналитической информа-
ции до клиентов банка, позволит им скорректиро-
вать свои позиции в акциях. Важно отметить, что 
прогнозирование выручки, в данном случае, дает 
возможность пользователям этой информации об-
новить DCF модели компаний, согласно обнов-
ленным прогнозам выручки, и в соответствие со 
скорректированной таким образом целевой ценой 
акций принять решения в отношении соответству-
ющих открытых позиций по акциям этих компа-

ний. Таким образом, изменение позиции инвесто-
ра в акциях компании становится возможным до 
публикации компанией финансовой отчетности за 
очередной период.

И, наоборот, отсутствие своевременного об-
новления DCF моделей компаний, по акциям ко-
торых у бизнес-подразделения открыта позиция, 
может привести к существенным негативным по-
следствиям. Так, при фактическом снижении вы-
ручки может возникнуть отрицательная переоцен-
ка портфеля вследствие снижения рыночной цены 
акций компании. Отсутствие действий управляю-
щего портфелем по коррекции позиции до публи-
кации отчетности может привести к существенно 
более худшим ценам закрытия позиций ввиду на-
личия большего количества продавцов данных ак-
ций после публикации компанией фактических не-
гативных данных о выручке.

Тем не менее, как показано в [2], серьезным не-
достатком метода дисконтирования денежных по-
токов является невозможность достаточно точного 
прогнозирования роста. Задача прогнозирования 
роста становится еще менее разрешимой, учиты-
вая, что прогнозы различных экспертов могут при-
водить к разным результатам [3]. Таким образом, 
применение метода экспертных оценок для опре-
деления роста выручки в инвестиционном бизне-
се может иметь существенные негативные послед-
ствия. Немаловажным недостатком использования 
только лишь MS Excel для определения справедли-
вой стоимости компаний является ограниченность 
метрик качества, позволяющих сравнивать различ-
ные сценарии DCF модели между собой. Обычно, 
в отсутствии вероятностной оценки, финансовые 
аналитики ограничиваются лишь несколькими ва-
риантами ставки дисконтирования (CAPM), ро-
ста выручки и капитальных затрат (CAPEX) при 
формировании пессимистичного, базового и оп-
тимистичного сценария. Применение же количе-
ственного подхода позволит использовать метрики 
качества при тестировании обученных моделей ма-
шинного обучения, и, таким образом, снизить за-
висимость качества прогноза от субъективного че-
ловеческого фактора.

Настоящая работа имеет следующую структуру.  
В целях обоснования выбора HSVR и SVR для про-
гнозирования выручки, приведем систематиза-
цию используемых в машинном обучении методов 
предсказания выручки и представим ее обобще-
ние. Сформулируем задачу регрессии опорных но-
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востных векторов SVR и покажем, как ее решение 
можно улучшить с помощью HSVR. Проиллюстри-
руем, каким образом может быть вычислен спектр 
Гильберта векторных представлений новостей на 
примере данных по заявкам на пособие по безра-
ботице, используемый в качестве плотности рас-
пределения признаков в HSVR. Приведем строгие 
математические условия использования HSVR и 
SVR для прогнозирования выручки, которые с тех-
нической точки зрения однозначно указывают на 
недопустимость социально-экономического трак-
тования текстового представления нелинейных 
нестационарных процессов, коими являются век-
торные представления новостей. Оговорим метри-
ки качества, используемые для оценки обученных 
моделей. Спрогнозируем рост выручки компаний, 
торгующихся на Московской бирже с помощью 
HSVR и SVR, использовав для обучения векторные 
представления новостей. Сравним метрики каче-
ства прогнозирования выручки – HSVR, SVR, а 
также других современных моделей машинного об-
учения, таких как сверточная нейронная сеть, сеть 
долгой краткосрочной памяти и большие языковые 
модели. Наконец, опишем, каким образом приме-
нение HSVR метода может быть встроено в биз-
нес-процессы инвестиционного бизнеса.

1. Систематизация и обобщение  
методов прогнозирования выручки

Договоримся о критериях отбора работ и оцен-
ки применяемых в них методов прогнозирования 
выручки. Отбор работ проводился в базе данных 
webofscience.com за период с 2011 по 2021 год по 
состоянию на 01 апреля 2022 года. При установле-
нии критериев поиска статей использовались клю-
чевые слова:

	♦ «sales» OR «revenue»;
	♦ «machine» OR «deep» AND «learning».

В результате обработки запроса был получен пе-
речень научных статей, по каждой из которых рас-
считан индекс цитирования (ACR) [4]. Статьи с 
наибольшим индексом цитирования ACR были 
проанализированы.

В 2011 году Chen и Ou [5] предложили систему для 
оценки данных о продажах в сфере розничной тор-
говли, основанную на нейронной сети прямого рас-
пространения с одним скрытым слоем, в которой в 
качестве входных векторов используются векторы, 
показавшие наибольшее относительное расстояние 

от эталонного. Результаты проведенных авторами 
экспериментов показали, что предложенная систе-
ма превосходит методы прогнозирования продаж, 
основанных на нейронных сетях с обратным рас-
пространением.

Shi и др. в 2012 [6], предложили гибридную модель 
для прогнозирования скорости и энергии ветра. Ис-
следователи применили модель авторегрессии ин-
тегрированного скользящего среднего (ARIMA) для 
прогнозирования линейной составляющей времен-
ных рядов, искусственную нейронную сеть (ANN) и 
метод опорных векторов (SVM) для прогнозирова-
ния нелинейной составляющей данных временных 
рядов. Результаты проведенной работы показали, 
что гибридная модель по качеству превосходит ка-
ждую из работ в отдельности.

В 2013 году Arias и соавторы продолжили иссле-
дование нелинейности [7], применив линейную 
регрессию, нейронную сеть и метод опорных век-
торов к данным Twitter. SVM с нелинейным сигмо-
идным ядром затмила нейронные сети, и оставила 
далеко позади линейную регрессию.

В 2014 году, работая над краткосрочным прогно-
зированием спроса на высокоскоростные железно-
дорожные перевозки, Jiang и др. [8] объединили ан-
самблевую эмпирическую декомпозицию (EEMD) 
и метод опорных векторов (SVM). Точность ги-
бридной модели превзошла точность метода опор-
ных векторов.

Гибридные модели на основе метода опорных 
векторов продолжили демонстрировать высокие 
результаты в 2015 году. Так, гибрид метода опор-
ных векторов и вейвлет-декомпозиции [9], приме-
ненный для прогнозирования фотоэлектрической 
мощности, превзошел по качеству рекуррентную 
нейронную сеть.

В 2016 году работа по прогнозированию спро-
са и оптимизации цен в розничной торговле была 
продолжена Ferreira и др. [10], которые добились 
роста выручки на 9,7%, применив дерево решений. 
По мнению авторов работы именно нелинейность 
деревьев решений позволила описать нелинейную 
зависимость между спросом и ценой товара.

В 2017 году проблема классификации мошен-
ничества с финансовой отчетностью была рассмо-
трена с использованием широкого спектра методов 
машинного обучения. Результаты показали пре-
восходство байесовской сети доверия над SVM и 
многослойным перцептроном [11].
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Глубокие нейронные сети снова были исполь-
зованы для прогнозирования продаж в сфере роз-
ничной торговли модной одеждой в 2018 году [12]. 
Среди регрессии опорных векторов (SVR), деревь-
ев решений, глубокой нейронной сет и случайно-
го леса последние два метода получили наимень-
шую среднюю абсолютную процентную ошибку 
(MAPE). И случайный лес [13], и глубокая нейрон-
ная сеть [14] относятся к нелинейным методам об-
работки данных.

При анализе спроса в секторе коммунальных ус-
луг в 2019 году метод опорных векторов использо-
вался для краткосрочного прогнозирования потре-
бления газа и превзошел по качеству нейронную 
сеть [15].

В 2020 году, при прогнозе спроса на электроэ-
нергию с помощью различных методов машинно-
го обучения [16], наименьшая средняя абсолютная 
процентная ошибка была достигнута при исполь-
зовании модели долгой краткосрочной памяти и 
автоэнкодера – 3,04%, которая опередила SVM, 
имеющего ошибку MAPE 7,12%.

Наконец, в 2021 году для прогнозирования роз-
ничных продаж была использована двухканаль-
ная сверточная нейронная сеть [17], обученная по-
верх прогнозов линейных и нелинейных моделей 
машинного обучения. Двухканальная сверточная 
нейронная сеть превзошла метод опорных векто-
ров, который был одним из базовых прогнозистов.

По итогам систематизации индекс ACR вышеу-
казанных работ был сведен в таблице 1 в отноше-
нии каждого из упомянутых методов.

Таблица 1.
Индекс ACR работ 

 по прогнозированию выручки,  
сгруппированный по методам  

машинного обучения.

№ п/п Метод машинного обучения ACR

1 Метод опорных векторов 100

2 Нейронная сеть прямого распространения 87

3 Деревья решений 68

4 Авторегрессионная модель ARIMA 57

5 Линейная регрессия 28

6 Байесовская сеть доверия 21

7 Сеть долгой краткосрочной памяти 7

На основании вышеприведенного обзора мето-
дов прогнозирования выручки можно сделать вы-
вод, что зависимость выручки от определяющих ее 
признаков имеет нелинейный характер. Для анали-
за выручки успешно применяются различного вида 
нейронные сети, в узлах которых расположены не-
линейные активационные функции, метод опор-
ных векторов с нелинейным ядром и нелинейные 
алгоритмы классификации. Качество результата 
применяемых нелинейных методов может быть су-
щественно улучшено посредством предваритель-
ной обработки данных ансамблевой эмпирической 
или вейвлет декомпозицией. Тем не менее, качество 
прогнозирования выручки нелинейными методами, 
такими как – метод опорных векторов, нейронная 
сеть прямого распространения, деревья решений, 
сеть долгой краткосрочной памяти – колеблется во-
круг близких друг другу значений ошибок, что мо-
жет говорить о схожей природе вышеуказанных не-
линейных методов.

Действительно, как показано в работе [18], задача 
выявления нелинейной зависимости для нестаци-
онарного нелинейного процесса может быть реше-
на в Гильбертовом пространстве, воспроизводящем 
функцию ядра, RKHS, в котором определены нели-
нейные ядерные функции SV(M)R метода. Для обоб-
щения пространства RKHS на нейронную сеть, в 
каждом слое которой находится уникальная актива-
ционная функция, может быть использовано бозон-
ное пространство Фока квантовой теории поля [19]. 
Так, в бозонном пространстве Фока, изоморфном 
Гильбертову пространству, каждое квантовое состо-
яние бозона является уникальным Гильбертовым 
пространством с присущим ему воспроизводящим 
ядром [20]. Действие основных теорем пространства 
RKHS доказывается в пространстве Сигала–Барг-
манна [21], изоморфном пространству Фока.

В конечном итоге, для обобщения нелинейных ме-
тодов машинного обучения может быть использовано 
пространство Сигала–Баргманна, изоморфное про-
странству Фока и пространству RKHS. В простран-
стве Сигала–Баргманна функция ядра принимает 
вид, уникальный для каждого количества ядер k:

                       .	 (2)

Частным случаем ядерной функции пространства 
Сигала–Баргманна, полного на множестве ком-
плексных чисел, , для SVR является функция ядра 
при k = 1 на множестве вещественных чисел, :
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                                      .	 (3)

Таким образом, с учетом вышепоказанной изо-
морфности SVR нелинейным методам машинно-
го обучения, таким как байесовская сеть доверия 
[22], сеть прямого распространения [23], сверточ-
ная нейронная сеть [24], сеть долгой краткосроч-
ной памяти [25], деревья решений [26], что под-
тверждается недавними работами, для выявления 
нелинейной зависимости при прогнозировании 
выручки достаточно использовать регрессию опор-
ных векторов при удовлетворительном уровне ме-
трик качества.

2. Постановка SVR и HSVR проблем 
 выявления нелинейной зависимости

Метод опорных векторов (SVM), изначально 
изобретенный для распознавания образов в 1963 
году [27], был доработан для решения нелинейных 
задач SVM в 1992 году [28]. Интересующая нас вер-
сия SVM для решения проблемы восстановления 
зависимости была предложена в 1997 году [29] и 
получила название «регрессия опорных векторов» 
(SVR).

Известно, что проблема восстановления нели-
нейной зависимости решается посредством мини-
мизации функционала [30]:

              ,	 (4)

в котором yt – рост выручки в периоде t относитель-
но периода (t – 1) при подаче в модель векторных 
представлений новостей размерности d в периоде t. 

Согласно [30] задача восстановления плотно-
сти распределения вероятности  сводится 
к некорректно поставленной задаче численного 
дифференцирования функции распределения ве-
роятности. Поэтому, с учетом недостаточности ин-
формации об искомой плотности распределения 
вероятности, лучшая аппроксимация регрессии 
обеспечивается минимизацией ε-нечувствитель-
ной функцией потерь:

        ,	 (5)

или, как показано в [31], максимизацией функции 
Лагранжа с нелинейным ядром :

       ,	 (6)

при условии:

                             .	 (7)

Однако, согласно [30], в случае наличия боль-
шого количества априорной информации об ис-
комой плотности распределения вероятности, 
задача ее поиска перестает быть некорректно по-
ставленной. К такому случаю как раз относится 
возможность вычисления спектра Гильберта век-
торного представления новостей. Идея исполь-
зования спектра Гильберта в качестве плотности 
распределения основана на работах [8, 9], в ко-
торых метрики качества гибридных моделей на 
основе SVM с применением эмпирической мо-
довой (Empirical Mode Decomposition, EMD) и 
вейвлет (Wavelet Decomposition) декомпозиции 
превзошли оценки оригинального SVM. С учетом 
того, что, как показано в [31], спектр Гильберта  

(x(t)) векторного представления новостей отве-
чает свойствам плотности вероятности распреде-
ления новостных векторов, в формуле (4) можно 
произвести следующую замену:

                 .	 (8)

Тогда, с учетом отбрасывания комплексной 
части в целях упрощения вычислений, ε-нечув-
ствительная функция примет вид:

  .	 (9)

Подлежащая максимизации формула Лагранжа 
будет преобразована:

.  (10)

Условия (7) останутся без изменений.

Таким образом, применение спектра Гильбер-
та в качестве плотности распределения признаков 
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в HSVR методе [32], может существенно улучшить 
метрики качества по сравнению с оригинальным 
SVR методом.

3. Вычисление спектра Гильберта  
векторного представления новостей

Для получения векторных представлений при-
знаков – новостных векторов, использовался API 
интерфейс Yandex GPT [33]. В качестве призна-
ков использовались векторные представления но-
востей, среди которых были еженедельные данные 
Министерства труда США по заявкам на пособие 
по безработице (далее – Payrolls, xt ). После векто-
ризации данные по пособиям по безработице при-
обрели вид 256-мерных векторов. Внимательный 
читатель может задаться вопросом, насколько це-
лесообразно инвесторам в российские акции ори-
ентироваться на данные зарубежных экономик. 
Мы, в свою очередь, не будем обращать внимание 
читателя на то, какое значение данные по безра-
ботице имеют в крупнейшей экономике мира для 
рынка сырьевых товаров [34], а лишь акцентируем 
его внимание на технические условия применения 
векторных представлений в HSVR и SVR и инте-
ресные результаты прогнозирования выручки на 
основе Payrolls, описанные ниже.

Множество значений i-ой координаты новост-
ного вектора образуют нестационарный случайный 
процесс (далее – сигнал). На рисунке 1 представлен 
сигнал Xt, образованный множеством значений ну-
левой координаты 256-мерного новостного векто-
ра Payrolls, xt .

Рис. 1. Сигнал, образованный множеством значений  
нулевой координаты новостного вектора Payrolls.

Рис. 2. Пятая осцилляционная IMF компонента  
сигнала, образованного множеством значений  

нулевой координаты новостного вектора Payrolls.

Каждый из 256 сигналов, образованных но-
востными векторами, подвергался EMD (empiri-
cal mode decomposition) декомпозиции [35], мето-
ду, предложенному Норденом Хуангом в 1995 году. 
Метод EMD – неотъемлемая часть преобразования 
Гильберта–Хуанга (Hilbert–Huang transform, HHT) 
[36]. Преобразование производится в два этапа: 
сначала с помощью алгоритма EMD находятся 
IMF (intrinsic mode function), на втором этапе при 
помощи преобразования Гильберта определяют-
ся спектры Гильберта полученных IMF. В нашем 
случае – определяется 256 спектров Гильберта для 
256-ти координат векторных представлений ново-
стей. Наконец, совершается суммирование спек-
тров Гильберта для получения плотности распреде-
ления исходных данных.

На рисунке  2 изображена одна из IMF (intrinsic 
mode function) – пятая осцилляционная IMF ком-
понента сигнала нулевой координаты 256-мерного 
новостного вектора Payrolls. Пятая осцилляцион-
ная IMF компонента сигнала нулевой координа-
ты имеет вид нестационарного процесса и является 
более сглаженной, чем исходный сигнал нулевой 
координаты (рис. 1).

Таким образом, сигналы координат новостно-
го вектора Payrolls были разложены на 6 IMF (Cj(t)) 
функций и остаток rn(t) – монотонную функцию (11):

                          .	 (11)

Для нахождения спектра Гильберта (x(t)), к 
нормализованным на отрезке [0, 1] значениям IMF 
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функций применяется преобразование Гильбер-
та–Хуанга [36,  37], в результате чего вычисляется 
спектр Гильберта для каждой j-ой IMF (12, 13):

                                                Cj = xj,	 (12)

                .	 (13)

Таким образом, полученный спектр Гильберта, 
с одной стороны, является сверткой по 1/πt [38], 
IMF, которая представлена нестационарным про-
цессом, как показано на рисунке 2; с другой сторо-
ны, может быть использован в качестве плотности 
распределения в методе SVR, дополняя последний 
до метода HSVR [31, 32].

4. Условия применения SVR и HSVR  
для прогнозирования выручки

Условия применения метода HSVR аналогичны 
условиям применения метода SVR для выявления 
нелинейной зависимости. В частности, необхо-
димо выполнение основных теорем пространства 
RKHS.

Теорема Мура–Аронштайна об уникальности. Для 
положительно определенного K над полем X  су-
ществует уникальное Гильбертово пространство   
функций, для которых K является воспроизводя-
щей функцией [39].

Теорема Мерсера. Пусть положительно опреде-
ленное ядро K   над полем  огра-
ничено:

                                     ,	 (14)

тогда ядро может быть записано как бесконечная 
сходящаяся сумма произведений собственных чи-
сел и собственных функций ядра, непрерывных на 

 [40]:

                           .	 (15)

Воспроизводящая теорема. Любая оптимизаци-
онная проблема, в которой  – регуляризационный 
параметр штрафа :

       ,        (16)

может быть решена с помощью ядра K   над по-
лем X  [41].

Вследствие необходимости минимизации опти-
мизационной проблемы Воспроизводящей теоре-
мы, а также, явно из теоремы Мерсера следует тре-
бование о непрерывности векторных представлений 
новостей . С учетом положительно определенного 
ядра в теореме Мура–Аронштайна и теореме Мер-
сера, необходимо, чтобы векторные представления 
новостей  и целевая переменная yt принимали 
строго положительные значения.

5. Метрики качества  
HSVR и SVR

Для мониторинга качества обучения моделей на 
тестовой выборке рассчитывались следующие кри-
терии [42, 43], (  – прогнозное значение,  – сред-
нее значение, y – фактическое, t – номер периода): 
коэффициент детерминации:

                              ,	 (17)

квадратный корень из средней квадратичной 
ошибки:

                          ,	 (18)

средняя абсолютная процентная ошибка:

                          .	 (19)

Обучение SVR и HSVR моделей и их тестирова-
ние проводились на непересекающихся временных 
отрезках по данным за период с 2004 по 2019 год в 
отношении 35 компаний, акции которых обраща-
ются на Московской бирже.

6. Результаты  
прогнозирования выручки

Обучение и тестирование SVR и HSVR моде-
лей проводились на векторных представлениях 
новостей с 2004 по 2019 годы. Из новостного да-
тасета были отобраны восемь датасетов, удовлет-
воряющие условиям применения SVR и HSVR. 
Поскольку, как было показано выше, векторные 
представления новостей являются нелинейными и 
нестационарными процессами, отражающими из-
менения составляющих их координат, и при этом 
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сами новости описывают некий социально эконо-
мический процесс, будем называть отобранные да-
тасеты индексами.

Два индекса были подготовлены с использова-
нием модуля «re» для фильтрации текстовых дан-
ных – вышеупомянутый Payrolls, и данные по за-
пасам нефти и нефтепродуктов Международного 
энергетического агентства (далее – Reserves).

Шесть датасетов были сгенерированы в четыре 
этапа. На первом этапе с помощью TF-IDF анали-
за [44], были выявлены ключевые фразы, наибо-
лее часто встречающиеся в новостях с 2004 по 2019 
годы. На втором – выявленные ключевые фразы 
были векторизованы с помощью Yandex GPT. На 
третьем этапе между векторным представлением 
каждой новости в исходном датасете и векторным 
представлением ключевой фразы вычислялось ко-
синусное расстояние [45]. Новости, косинусное 
расстояние которых до ключевой фразы превыша-
ло пороговое значение, равное 0,6, добавлялись в 
индекс ключевой фразы.

Для того, чтобы соблюсти требования Воспро-
изводящей теоремы и теоремы Мерсера к индек-
сам была применена HDBSCAN кластеризация 
[46]. Таким образом, были получены индексы 
ключевых фраз. В численном названии индекса 
отражено количество значений соответствующего 
индекса:

	♦ 9446 – ключевая фраза «аукцион размещение 
летний государственный облигация»;

	♦ 7342 – ключевая фраза «индекс деловой актив-
ность производственный сектор»;

	♦ 6505 – ключевая фраза «баррель итог торги 
вырастать баррель»;

	♦ 5451 – ключевая фраза «баррель напоминать 
цена фьючерс итог»;

	♦ 3867 – ключевая фраза «markit индекс деловой 
активность производственный»;

	♦ 3150 – ключевая фраза «итог торги вырастать 
баррель итог».

В целях выполнения условий теоремы Мура– 
Аронштайна и теоремы Мерсера значения коор-
динат индексов были нормализованы на отрезке 
[0,  1], а в качестве целевой переменной были ис-
пользованы отношения квартальной выручки про-
гнозного года к выручке квартала публикации но-
вости.

Итак, после обучения моделей методами SVR и 
HSVR по вышеуказанным индексам и их тестиро-
вания на отложенной выборке были получены зна-
чения ошибок (17, 18, 19), сведенные в таблицы 
А.1–А.8 Приложения А. В этих таблицах использо-
ваны следующие обозначения:

	♦ столбец «name» содержит торговые тикеры ком-
паний, торгующихся на Московской бирже;

	♦ столбец «y_mean» показывает распределение 
относительного изменения квартальной выручки 
компаний, торгующихся на Московской бирже;

	♦ в столбцах, обозначенных как «rmse», «mape», «r2» 
и «h_rmse», «h_mape», «h_r2», рассчитаны, соот-
ветственно, ошибки на тестовой выборке моде-
лей SVR и HSVR;

	♦ в столбце «r2 growth» вычисляется разность между 
коэффициентом детерминации модели HSVR и 
коэффициентом детерминации модели SVR.

Анализируя результаты проведенной работы 
важно сделать несколько оговорок. Во-первых, по-
скольку мы имеем дело с нестационарными и не-
линейными данными, то использовать R2 следует 
с осторожностью, так как он существенно подвер-
жен влиянию выбросов [43] и шума в данных [47]. 
Во-вторых, при работе с нестационарными и не-
линейными данными имеет смысл использовать 
RMSE и MAE, так как эти ошибки менее чув-
ствительны к искажению данных [43]. В результа-
те очистки данных обычными методами (вычита-
ние инфляции [47], исключение выбросов [43]) R2, 
RMSE и MAE снижаются до более низких значе-
ний, показывая неадекватность использования R2. 
Напротив, применение вероятностного подхода к 
очистке нелинейных данных, как было показано в 
работе [48] с помощью Metropolis–Hastings Markov 
Chain Monte Carlo [49], приводит к существенному 
росту R2 – c 0,62 до 0,956 на многомерных данных 
синтетического датасета и на реальных данных по-
требления воды с 0,185 до 0,90. Кроме того, в рабо-
те [50] отмечено, что R2 имеет смысл дополнить ве-
роятностными метриками AIC, AICc, и BIC.

Коэффициент детерминации, рассчитывае-
мый по формуле (17), определяется как отноше-
ние дисперсии целевой переменной, объясняемой 
моделью, к общей дисперсии целевой переменной 
[42]. Таким образом, если допустить, что с помо-
щью плотности распределения признаков в моде-
ли HSVR, нам удастся исключить выбросы, а зна-
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чит обученная модель будет учитывать дисперсию 
признаков без шума, то коэффициент детермина-
ции может быть определен как частота, с которой 
обученная модель дает приемлемый ответ. При-
емлемость ответа может быть оценена с помощью 
ошибок RMSE и MAPE, линейно зависимой от 
MAE. Иными словами, по своему смыслу коэф-
фициент детерминации приближается к вероят-
ности использования данной модели для предска-
зания целевой переменной в пространстве RKHS.

Модель HSVR, обученная по индексу Payrolls, 
показала наибольшее среди остальных индексов 
среднее значение R2, равное 0,94, в то время как 
модель SVR показала R2 равный 0,55. Важно, что 
при переходе от модели SVR к HSVR средняя абсо-
лютная ошибка, MAPE, снизилась в три раза с 0,09 
до 0,03, RMSE снизилась с 0,14 до 0,05.

Еще более драматичный результат был достиг-
нут при тестировании модели, обученной по ин-
дексу Reserves. Так, вследствие перехода к ис-
пользованию HSVR от SVR, существенно более 
низкий, чем в случае с Payrolls, средний R2 моде-
ли SVR, равный 0,31, достиг 0,81, при почти двух-
кратном снижении RMSE и MAPE.

Модели, обученные на сгенерированных TF-
IDF индексах, подтверждают превосходство HSVR 
по сравнению с SVR и подчеркивают устойчивость 
предложенного метода. Для того, чтобы оценить 
MAPE моделей HSVR позволим себе привести крат-
кий обзор данной метрики самых современных мо-
делей машинного обучения, применяемых для обра-
ботки нелинейных нестационарных данных.

При выборе модели для использования в про-
изводстве одним из важнейших критериев являет-
ся ее автономность и интерпретируемость [59, 60]. 
Поэтому, для сравнения HSVR с современными 
моделями будем рассматривать HSVR, обученные 
на автоматически сгенерированных индексах. Сре-
ди TF-IDF индексных HSVR моделей наиболь-
шую среднюю MAPE, равную 0,08, имеют моде-
ли, обученные на индексе 9446, сформированном 
ключевыми словами «аукцион размещение летний 
государственный облигация». Наименьшую сред-
нюю MAPE, равную 0,06, имеют модели HSVR, 
обученные на индексе 7342, образованном ключе-
выми словами «индекс деловой активность про-
изводственный сектор» и индексе 5451 – «бар-
рель напоминать цена фьючерс итог». Согласно 
таблице 2 MAPE, равную 0,06 и ниже, имеют:

Таблица 2.
Современные модели  

для прогнозирования выручки

№  
п/п

Метод  
машинного обучения MAPE Год,  

источник

1 Сверточная нейронная сеть,  
СNN 0,02 2025, [51]

2 Байесовская сеть, BN 0,01 2021, [52]

3 Сеть долгой краткосрочной  
памяти, LSTM 0,11, 0,07 2025, [53], 

2024, [54]

4 Байесовская сеть прямого 
распространен, BRNN 0,16 2021, [55]

5 Регрессия опорных  
векторов, SVR 0,16 2021, [55]

6 Гибрид CNN+LSTM 0,04 2025, [56]

7 Гибрид СNN+TCN 0,02 2025, [51]

8 Гибрид EEMD+BRNN 0,08 2021, [55]

9 Большая языковая модель  
GPT-4, LLM GPT-4 0,03 2024, [57]

10 Квантильная регрессия  
эмбеддингов LLM Mistral 7-B 0,06 2025, [58]

	♦ сверточная нейронная сеть (MAPE 0,02) [51] и ее 
различные гибриды [56];

	♦ байесовская сеть (MAPE 0,01) [52];

	♦ большая языковая модель GPT-4 (MAPE 0,03) 
[57];

	♦ квантильная регрессия эмбеддингов большой 
языковой модели Mistral 7-B (MAPE 0,06) [58].

Таким образом, можно сделать вывод о работе 
HSVR на уровне качества лучших мировых моде-
лей по выявлению нелинейной зависимости. Не-
превзойденным преимуществом HSVR остается 
интерпретируемость, автономность и фундамен-
тальная обоснованность основополагающего мето-
да SVR [30].

Возвращаясь к вопросу о допустимости приме-
нения Payrolls, MAPE которой составила 0,03, на 
уровне современных языковых моделей, и которая 
кратно ниже MAPE относительно «российского» 
индекса 9446 («аукцион размещение летний госу-
дарственный облигация»), 0,08, для прогнозирова-
ния выручки российских компаний, можно лишь 
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констатировать незыблемость законов природы, 
согласно которым в гильбертовом пространстве 
для нелинейных нестационарных процессов суще-
ствуют лишь вышеуказанные технические ограни-
чения применения HSVR [31, 32] и SVR.

7. Место HSVR в бизнес-процессах 
инвестиционного бизнеса 

Практическим сценарием применения HSVR в 
инвестиционном бизнесе может быть применение 
прогнозов выручки обученных моделей в программ-
ной реализации DCF тензора на языке Python. В 
отличие от обычной DCF модели в MS Excel, DCF 
тензор рассчитывается по мере обновления индек-
са векторных представлений, то есть на каждую но-
вость строится уникальный прогнозный период с 
предсказанным ростом его первого года. Поскольку 
нелинейные нестационарные векторные представ-
ления новостей, то есть индексы, предположитель-
но имеют квантовую природу – волновая функция 
компании находится в суперпозиции относительно 
ряда их DCF тензоров, итог вычисления которых –  
целевые цены, взвешиваются по квадрату спек-
тра Гильберта соответствующего векторного пред-
ставления индекса. Коллапс полученной волновой 
функции происходит при публикации квартальной 
отчетности компании. Таким образом, с помощью 
волновой функции разработанное программное 
обеспечение генерирует целевую цену компании 
при обновлении индексов, изменение которой явля-
ется, в свою очередь, торговым сигналом на покупку 
или на продажу акций компании, или поводом для 
внесения изменений в обычную DCF модель ком-
пании, построенную финансовым аналитиком в MS 
Excel. Разработка исходного кода, обучение моде-
лей, их тестирование и, самое главное, доказатель-
ство квантовой природы используемых в обучении 
нелинейных нестационарных процессов заслужива-
ет отдельного исследования.

Заключение

Мы рассмотрели применение на практике разра-
ботанного на основе регрессии опорных векторов 
(SVR) метода регрессии опорных векторов спектра 
Гильберта (HSVR) [31,  32]. Отличительной чертой 
метода является его вероятностная природа благода-
ря использованию выявленной с помощью эмпири-
ческой модовой декомпозиции (EEMD) плотности 
распределения признаков. В теоретической части ра-
боты, на основе анализа научного опыта, обосновано 
использование SVR как эффективного и интерпре-
тируемого метода выявления нелинейной зависи-
мости, сформулирована гипотеза об изоморфности 
нелинейных методов машинного обучения, приве-
дены ограничения на применение метода. В практи-
ческой части работы приведены метрики качества, 
которые, с одной стороны, свидетельствуют о пре-
восходстве HSVR над оригинальным SVR, с другой –  
ставят HSVR в один ряд со сверточными нейронны-
ми, байесовской сетью и большими языковыми мо-
делями.

Ни один из вышеуказанных методов не может 
превзойти HSVR в интерпретируемости, напро-
тив, эмбеддинги (векторные представления) плот-
ности распределения признаков позволяют легко 
улучшить качество метода за счет добавления к 
ним эмбеддингов, генерируемых современными 
большими языковыми моделями, без усложнения 
метода. Поэтому вопрос обобщения нелинейных 
методов машинного обучения, в частности – свер-
точной нейронной сети, на основе их изоморфно-
сти пространству RKHS с целью совершенствова-
ния качества и обоснованности HSVR, остается 
открытым.

Тем не менее, с учетом вышеизложенного, мож-
но рекомендовать применение HSVR в производ-
стве для прогнозирования выручки и спроса. 
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Таблица А.1. 
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу Payrolls

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,31 0,20 0,05 0,10 0,03 0,50 0,96 0,46

ALRS 1,12 0,21 0,07 0,15 0,04 0,36 0,94 0,58

VTBR 1,15 0,14 0,05 0,08 0,03 0,55 0,95 0,40

BSPB 1,09 0,12 0,04 0,08 0,03 0,58 0,95 0,37

AFKS 1,03 0,15 0,06 0,12 0,04 0,72 0,95 0,23

GAZP 1,11 0,09 0,03 0,06 0,02 0,47 0,94 0,47

MAGN 1,04 0,16 0,04 0,12 0,03 0,63 0,98 0,35

MTLR 1,11 0,12 0,04 0,07 0,03 0,85 0,98 0,13

MTSS 1,04 0,06 0,03 0,04 0,02 0,53 0,90 0,37

MOEX 1,11 0,16 0,07 0,11 0,05 0,44 0,90 0,46

LKOH 1,13 0,12 0,04 0,08 0,02 0,39 0,94 0,55

NLMK 1,15 0,13 0,05 0,09 0,03 0,56 0,94 0,38

RTKM 1,07 0,12 0,04 0,07 0,02 0,54 0,95 0,41

SBER 1,14 0,09 0,03 0,06 0,02 0,65 0,95 0,30

CHMF 0,99 0,21 0,06 0,14 0,04 0,48 0,96 0,48

FLOT 1,07 0,12 0,07 0,09 0,06 0,43 0,79 0,36

TGKA 1,08 0,07 0,03 0,05 0,02 0,50 0,91 0,41

TRNFP 1,13 0,08 0,03 0,04 0,02 0,74 0,96 0,22

HYDR 1,03 0,06 0,02 0,04 0,02 0,21 0,86 0,65

PHOR 1,13 0,17 0,06 0,11 0,05 0,34 0,91 0,57

ELFV 1,04 0,06 0,03 0,05 0,02 0,66 0,93 0,27

MSNG 1,07 0,07 0,03 0,05 0,02 0,62 0,92 0,30

Приложение

В таблицах использованы следующие обозначения:

	♦ столбец «name» содержит торговые тикеры компаний, торгующихся на Московской бирже;

	♦ столбец «y_mean» показывает распределение относительного изменения квартальной выручки компа-
ний, торгующихся на Московской бирже;

	♦ в столбцах, обозначенных как «rmse», «mape», «r2» и «h_rmse», «h_mape», «h_r2», рассчитаны, соответ-
ственно, ошибки на тестовой выборке моделей SVR и HSVR;

	♦ в столбце «r2 growth» вычисляется разность между коэффициентом детерминации модели HSVR и 
коэффициентом детерминации модели SVR.
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

NVTK 1,28 0,14 0,06 0,08 0,03 0,40 0,90 0,50

ROSN 1,22 0,16 0,05 0,11 0,03 0,60 0,97 0,37

TATN 1,10 0,12 0,05 0,08 0,03 0,68 0,94 0,26

AKRN 1,14 0,14 0,05 0,09 0,03 0,54 0,95 0,41

OGKB 1,15 0,17 0,09 0,12 0,07 0,79 0,95 0,16

MRKZ 1,05 0,17 0,04 0,12 0,03 0,39 0,97 0,58

TRMK 0,99 0,10 0,03 0,07 0,02 0,27 0,93 0,66

BANE 1,19 0,33 0,17 0,19 0,08 0,68 0,91 0,23

SIBN 1,12 0,10 0,03 0,07 0,02 0,54 0,96 0,42

GCHE 1,13 0,08 0,03 0,05 0,02 0,46 0,93 0,47

KOGK 1,24 0,33 0,10 0,23 0,06 0,44 0,95 0,51

MGNT 1,25 0,05 0,02 0,03 0,01 0,86 0,98 0,12

NMTP 1,09 0,15 0,06 0,09 0,03 0,78 0,97 0,19

Среднее 1,12 0,14 0,05 0,09 0,03 0,55 0,94 0,39

Таблица А.2.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу Reserves

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,29 0,18 0,06 0,08 0,03 0,57 0,96 0,39

ALRS 1,08 0,23 0,19 0,19 0,17 0,20 0,47 0,27

VTBR 1,14 0,15 0,07 0,08 0,05 0,42 0,86 0,44

BSPB 1,10 0,13 0,07 0,09 0,06 0,45 0,82 0,37

AFKS 0,97 0,20 0,09 0,19 0,09 –0,04 0,78 0,82

GAZP 1,07 0,10 0,03 0,07 0,03 0,26 0,92 0,66

MAGN 0,99 0,15 0,04 0,12 0,03 0,51 0,96 0,45

MTLR 0,96 0,13 0,08 0,11 0,07 0,40 0,79 0,39

MTSS 1,04 0,05 0,02 0,03 0,02 0,41 0,84 0,43

MOEX 1,13 0,14 0,07 0,09 0,05 0,54 0,89 0,35

LKOH 1,11 0,13 0,04 0,08 0,03 0,37 0,94 0,57

NLMK 1,10 0,17 0,12 0,13 0,10 0,06 0,53 0,47

RTKM 1,07 0,11 0,04 0,08 0,02 0,59 0,96 0,37

SBER 1,15 0,08 0,03 0,05 0,02 0,69 0,94 0,25

CHMF 0,95 0,15 0,05 0,11 0,04 0,58 0,95 0,37

FLOT 1,09 0,12 0,05 0,07 0,03 0,52 0,91 0,39

TGKA 1,06 0,08 0,06 0,07 0,06 0,12 0,50 0,38

TRNFP 1,07 0,06 0,03 0,04 0,02 0,37 0,87 0,50

HYDR 1,04 0,06 0,03 0,04 0,02 0,28 0,82 0,54

PHOR 1,16 0,21 0,09 0,14 0,07 0,18 0,84 0,66

ELFV 1,02 0,07 0,03 0,06 0,02 0,27 0,89 0,62

MSNG 1,02 0,06 0,03 0,04 0,03 0,36 0,80 0,44

NVTK 1,24 0,16 0,07 0,10 0,05 0,22 0,85 0,63

ROSN 1,18 0,25 0,19 0,18 0,16 0,11 0,46 0,35
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

TATN 1,00 0,16 0,09 0,13 0,08 0,26 0,79 0,53

AKRN 1,08 0,15 0,07 0,10 0,06 0,19 0,82 0,63

OGKB 1,01 0,15 0,08 0,13 0,07 0,14 0,74 0,60

MRKZ 1,03 0,15 0,06 0,11 0,04 0,52 0,93 0,41

TRMK 1,01 0,10 0,06 0,07 0,06 0,25 0,70 0,45

BANE 1,12 0,49 0,17 0,28 0,11 0,00 0,88 0,88

SIBN 1,10 0,10 0,03 0,07 0,03 0,47 0,94 0,47

GCHE 1,13 0,10 0,03 0,06 0,02 –0,04 0,88 0,92

KOGK 1,18 0,36 0,25 0,33 0,24 0,39 0,69 0,30

MGNT 1,21 0,04 0,03 0,03 0,02 0,85 0,94 0,09

NMTP 0,98 0,11 0,09 0,07 0,03 0,14 0,47 0,33

Среднее 1,08 0,15 0,07 0,10 0,06 0,33 0,81 0,48

Таблица А.3.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 9446

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,38 0,17 0,11 0,09 0,06 0,26 0,68 0,42

ALRS 1,17 0,22 0,14 0,17 0,10 0,05 0,65 0,60

VTBR 1,22 0,20 0,12 0,11 0,07 0,22 0,71 0,49

BSPB 1,11 0,14 0,09 0,10 0,06 0,29 0,74 0,45

AFKS 1,10 0,21 0,13 0,16 0,10 0,34 0,75 0,41

GAZP 1,12 0,10 0,07 0,07 0,05 0,28 0,66 0,38

MAGN 1,07 0,19 0,11 0,13 0,07 0,52 0,85 0,33

MTLR 1,06 0,19 0,11 0,13 0,09 0,59 0,86 0,27

MTSS 1,06 0,07 0,05 0,04 0,03 0,26 0,66 0,40

MOEX 1,21 0,20 0,13 0,13 0,09 0,37 0,74 0,37

LKOH 1,15 0,11 0,06 0,07 0,04 0,26 0,75 0,49

NLMK 1,16 0,17 0,12 0,13 0,09 0,28 0,64 0,36

RTKM 1,01 0,13 0,08 0,09 0,07 0,06 0,61 0,55

SBER 1,19 0,12 0,07 0,08 0,05 0,40 0,77 0,37

CHMF 0,99 0,28 0,15 0,20 0,11 0,30 0,78 0,48

FLOT 1,11 0,15 0,11 0,10 0,07 0,24 0,64 0,40

TGKA 1,07 0,10 0,06 0,07 0,04 0,14 0,73 0,59

TRNFP 1,14 0,15 0,08 0,09 0,05 0,36 0,83 0,47

HYDR 1,04 0,06 0,05 0,05 0,04 0,09 0,41 0,32

PHOR 1,13 0,20 0,13 0,14 0,10 0,18 0,65 0,47

ELFV 1,07 0,08 0,04 0,05 0,03 0,25 0,76 0,51

MSNG 1,07 0,09 0,05 0,07 0,04 0,37 0,77 0,40

NVTK 1,30 0,16 0,11 0,11 0,08 0,17 0,56 0,39

ROSN 1,28 0,25 0,15 0,16 0,10 0,17 0,67 0,50

TATN 1,07 0,18 0,10 0,15 0,08 0,25 0,76 0,51

AKRN 1,15 0,19 0,10 0,13 0,07 0,25 0,78 0,53
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

OGKB 1,14 0,30 0,15 0,19 0,10 0,36 0,85 0,49

MRKZ 1,04 0,11 0,06 0,08 0,04 0,44 0,84 0,40

TRMK 1,04 0,12 0,08 0,08 0,06 0,16 0,62 0,46

BANE 1,19 0,64 0,63 0,30 0,47 0,01 0,05 0,04

SIBN 1,13 0,11 0,06 0,08 0,04 0,48 0,85 0,37

GCHE 1,17 0,10 0,07 0,07 0,05 0,18 0,60 0,42

KOGK 1,15 0,37 0,26 0,32 0,23 0,34 0,66 0,32

MGNT 1,31 0,07 0,04 0,04 0,03 0,56 0,83 0,27

NMTP 1,07 0,24 0,12 0,15 0,08 0,36 0,85 0,49

Среднее 1,13 0,18 0,11 0,12 0,08 0,28 0,70 0,42

Таблица А.4.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 7342

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,29 0,16 0,09 0,09 0,05 0,56 0,88 0,32

ALRS 1,12 0,22 0,14 0,17 0,11 0,19 0,69 0,50

VTBR 1,16 0,17 0,09 0,09 0,05 0,41 0,82 0,41

BSPB 1,08 0,13 0,06 0,08 0,04 0,42 0,86 0,44

AFKS 1,07 0,17 0,09 0,13 0,06 0,53 0,87 0,34

GAZP 1,11 0,11 0,07 0,08 0,05 0,21 0,69 0,48

MAGN 1,08 0,19 0,09 0,13 0,06 0,54 0,90 0,36

MTLR 1,08 0,17 0,09 0,11 0,06 0,65 0,90 0,25

MTSS 1,05 0,07 0,04 0,04 0,03 0,28 0,72 0,44

MOEX 1,12 0,18 0,08 0,11 0,05 0,43 0,88 0,45

LKOH 1,14 0,14 0,08 0,09 0,06 0,17 0,70 0,53

NLMK 1,15 0,17 0,10 0,12 0,07 0,30 0,77 0,47

RTKM 1,06 0,14 0,06 0,09 0,05 0,37 0,86 0,49

SBER 1,14 0,11 0,05 0,07 0,04 0,52 0,88 0,36

CHMF 1,02 0,26 0,13 0,17 0,08 0,29 0,82 0,53

FLOT 1,06 0,14 0,08 0,10 0,06 0,24 0,75 0,51

TGKA 1,08 0,10 0,08 0,08 0,06 0,20 0,55 0,35

TRNFP 1,14 0,12 0,07 0,07 0,04 0,50 0,85 0,35

HYDR 1,03 0,06 0,03 0,04 0,03 0,07 0,72 0,65

PHOR 1,15 0,20 0,12 0,14 0,09 0,19 0,70 0,51

ELFV 1,05 0,08 0,05 0,06 0,03 0,37 0,80 0,43

MSNG 1,07 0,08 0,05 0,06 0,03 0,44 0,81 0,37

NVTK 1,29 0,16 0,10 0,10 0,06 0,22 0,73 0,51

ROSN 1,24 0,21 0,13 0,14 0,09 0,31 0,72 0,41

TATN 1,07 0,16 0,07 0,12 0,06 0,44 0,88 0,44

AKRN 1,14 0,17 0,12 0,13 0,09 0,30 0,68 0,38

OGKB 1,17 0,28 0,14 0,15 0,08 0,50 0,87 0,37

MRKZ 1,04 0,20 0,10 0,15 0,08 –0,04 0,72 0,76
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

TRMK 1,01 0,12 0,06 0,08 0,04 0,17 0,80 0,63

BANE 1,17 0,49 0,23 0,16 0,12 0,14 0,81 0,67

SIBN 1,14 0,12 0,06 0,08 0,04 0,41 0,87 0,46

GCHE 1,14 0,08 0,05 0,05 0,03 0,16 0,74 0,58

KOGK 1,24 0,45 0,29 0,38 0,23 0,21 0,68 0,47

MGNT 1,27 0,07 0,04 0,04 0,02 0,71 0,92 0,21

NMTP 1,09 0,23 0,10 0,13 0,06 0,46 0,89 0,43

Среднее 1,12 0,17 0,09 0,11 0,06 0,34 0,79 0,45

Таблица А.5.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 6505

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,29 0,17 0,11 0,10 0,07 0,51 0,79 0,28

ALRS 1,11 0,24 0,15 0,18 0,12 0,23 0,69 0,46

VTBR 1,16 0,17 0,11 0,10 0,07 0,34 0,74 0,40

BSPB 1,07 0,12 0,07 0,09 0,05 0,45 0,83 0,38

AFKS 1,12 0,20 0,12 0,14 0,07 0,52 0,84 0,32

GAZP 1,11 0,10 0,06 0,07 0,04 0,34 0,79 0,45

MAGN 1,12 0,20 0,11 0,14 0,07 0,58 0,88 0,30

MTLR 1,15 0,19 0,11 0,14 0,07 0,62 0,89 0,27

MTSS 1,06 0,09 0,07 0,05 0,05 0,28 0,49 0,21

MOEX 1,12 0,16 0,09 0,10 0,05 0,57 0,88 0,31

LKOH 1,15 0,13 0,07 0,08 0,04 0,26 0,79 0,53

NLMK 1,16 0,16 0,10 0,12 0,07 0,33 0,74 0,41

RTKM 1,07 0,14 0,07 0,10 0,05 0,44 0,86 0,42

SBER 1,13 0,10 0,06 0,07 0,04 0,53 0,85 0,32

CHMF 1,04 0,27 0,16 0,20 0,11 0,31 0,77 0,46

FLOT 1,05 0,12 0,09 0,09 0,07 0,33 0,67 0,34

TGKA 1,08 0,10 0,08 0,07 0,05 0,17 0,48 0,31

TRNFP 1,14 0,12 0,08 0,07 0,05 0,50 0,73 0,23

HYDR 1,03 0,06 0,05 0,05 0,03 0,06 0,54 0,48

PHOR 1,12 0,19 0,12 0,14 0,09 0,16 0,66 0,50

ELFV 1,04 0,09 0,06 0,06 0,05 0,31 0,65 0,34

MSNG 1,08 0,09 0,06 0,07 0,04 0,46 0,79 0,33

NVTK 1,28 0,17 0,11 0,11 0,07 0,25 0,71 0,46

ROSN 1,26 0,21 0,14 0,14 0,09 0,31 0,67 0,36

TATN 1,11 0,17 0,09 0,13 0,06 0,33 0,82 0,49

AKRN 1,14 0,17 0,10 0,12 0,07 0,30 0,73 0,43

OGKB 1,15 0,26 0,16 0,18 0,10 0,52 0,82 0,30

MRKZ 1,04 0,17 0,07 0,13 0,05 0,31 0,88 0,57

TRMK 1,02 0,11 0,09 0,08 0,06 0,25 0,57 0,32

BANE 1,18 0,51 0,30 0,20 0,13 0,15 0,69 0,54
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

SIBN 1,15 0,12 0,07 0,08 0,04 0,49 0,85 0,36

GCHE 1,15 0,09 0,06 0,06 0,04 0,32 0,73 0,41

KOGK 1,28 0,39 0,27 0,32 0,21 0,33 0,69 0,36

MGNT 1,27 0,07 0,04 0,04 0,03 0,72 0,90 0,18

NMTP 1,09 0,25 0,12 0,16 0,08 0,36 0,84 0,48

Среднее 1,13 0,17 0,10 0,11 0,07 0,37 0,75 0,38

Таблица А.6.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 5451

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,29 0,17 0,10 0,10 0,06 0,49 0,84 0,35

ALRS 1,13 0,24 0,15 0,19 0,12 0,14 0,67 0,53

VTBR 1,17 0,18 0,11 0,10 0,07 0,35 0,73 0,38

BSPB 1,06 0,13 0,07 0,10 0,05 0,34 0,81 0,47

AFKS 1,11 0,19 0,10 0,14 0,07 0,43 0,85 0,42

GAZP 1,13 0,11 0,06 0,08 0,04 0,31 0,81 0,50

MAGN 1,12 0,19 0,10 0,14 0,06 0,51 0,86 0,35

MTLR 1,13 0,19 0,11 0,13 0,07 0,57 0,87 0,30

MTSS 1,05 0,08 0,06 0,05 0,03 0,19 0,62 0,43

MOEX 1,10 0,17 0,09 0,11 0,05 0,49 0,87 0,38

LKOH 1,16 0,14 0,07 0,09 0,04 0,17 0,77 0,60

NLMK 1,17 0,17 0,09 0,12 0,06 0,29 0,78 0,49

RTKM 1,05 0,13 0,07 0,09 0,04 0,41 0,85 0,44

SBER 1,13 0,11 0,06 0,07 0,04 0,50 0,86 0,36

CHMF 1,04 0,27 0,17 0,19 0,12 0,29 0,73 0,44

FLOT 1,04 0,12 0,09 0,09 0,07 0,33 0,65 0,32

TGKA 1,08 0,10 0,08 0,08 0,06 0,16 0,54 0,38

TRNFP 1,16 0,14 0,08 0,08 0,04 0,51 0,85 0,34

HYDR 1,03 0,06 0,04 0,04 0,03 0,19 0,66 0,47

PHOR 1,12 0,19 0,12 0,14 0,09 0,12 0,64 0,52

ELFV 1,06 0,08 0,05 0,06 0,03 0,33 0,77 0,44

MSNG 1,08 0,09 0,05 0,07 0,04 0,37 0,79 0,42

NVTK 1,30 0,18 0,11 0,11 0,07 0,21 0,70 0,49

ROSN 1,26 0,22 0,11 0,14 0,06 0,20 0,80 0,60

TATN 1,10 0,18 0,09 0,14 0,06 0,36 0,85 0,49

AKRN 1,15 0,17 0,10 0,11 0,06 0,34 0,79 0,45

OGKB 1,18 0,31 0,15 0,22 0,10 0,44 0,87 0,43

MRKZ 1,04 0,17 0,06 0,13 0,04 0,19 0,89 0,70

TRMK 1,04 0,12 0,09 0,08 0,06 0,33 0,68 0,35

BANE 1,21 0,57 0,32 0,23 0,17 0,13 0,72 0,59

SIBN 1,16 0,13 0,06 0,09 0,04 0,43 0,85 0,42
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

GCHE 1,15 0,09 0,05 0,06 0,04 0,29 0,75 0,46

KOGK 1,23 0,40 0,23 0,31 0,17 0,30 0,76 0,46

MGNT 1,28 0,07 0,04 0,04 0,02 0,72 0,91 0,19

NMTP 1,15 0,26 0,12 0,16 0,07 0,42 0,87 0,45

Среднее 1,13 0,17 0,10 0,12 0,06 0,34 0,78 0,44

Таблица А.7.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 3867

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,26 0,15 0,10 0,10 0,06 0,59 0,84 0,25

ALRS 1,09 0,21 0,13 0,17 0,11 0,26 0,72 0,46

VTBR 1,13 0,17 0,09 0,09 0,05 0,35 0,83 0,48

BSPB 1,08 0,13 0,08 0,09 0,06 0,38 0,78 0,40

AFKS 0,99 0,16 0,08 0,13 0,06 0,47 0,86 0,39

GAZP 1,10 0,11 0,05 0,08 0,04 0,09 0,79 0,70

MAGN 1,04 0,22 0,12 0,16 0,09 0,37 0,82 0,45

MTLR 1,01 0,14 0,08 0,10 0,06 0,62 0,87 0,25

MTSS 1,05 0,06 0,04 0,03 0,02 0,07 0,63 0,56

MOEX 1,09 0,19 0,08 0,11 0,06 0,34 0,87 0,53

LKOH 1,13 0,17 0,10 0,12 0,07 0,11 0,67 0,56

NLMK 1,14 0,18 0,09 0,13 0,06 0,20 0,80 0,60

RTKM 1,09 0,14 0,06 0,09 0,04 0,38 0,90 0,52

SBER 1,12 0,10 0,05 0,07 0,03 0,50 0,89 0,39

CHMF 1,01 0,23 0,13 0,16 0,08 0,34 0,80 0,46

FLOT 1,04 0,13 0,09 0,09 0,07 0,22 0,63 0,41

TGKA 1,08 0,09 0,05 0,07 0,04 0,11 0,69 0,58

TRNFP 1,10 0,08 0,05 0,05 0,03 0,56 0,86 0,30

HYDR 1,03 0,06 0,04 0,04 0,02 0,13 0,64 0,51

PHOR 1,16 0,19 0,10 0,14 0,07 0,28 0,78 0,50

ELFV 1,03 0,08 0,06 0,06 0,05 0,38 0,58 0,20

MSNG 1,05 0,07 0,05 0,05 0,04 0,19 0,68 0,49

NVTK 1,26 0,17 0,10 0,10 0,07 0,14 0,67 0,53

ROSN 1,19 0,22 0,13 0,15 0,09 0,26 0,73 0,47

TATN 1,04 0,15 0,07 0,11 0,05 0,40 0,88 0,48

AKRN 1,11 0,18 0,11 0,12 0,09 0,21 0,68 0,47

OGKB 1,11 0,21 0,12 0,11 0,06 0,47 0,84 0,37

MRKZ 1,05 0,20 0,09 0,16 0,07 0,00 0,79 0,79
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

TRMK 1,02 0,15 0,08 0,09 0,06 0,15 0,78 0,63

BANE 1,12 0,39 0,28 0,22 0,16 –0,09 0,45 0,54

SIBN 1,13 0,13 0,08 0,09 0,06 0,29 0,71 0,42

GCHE 1,14 0,10 0,07 0,07 0,05 0,17 0,62 0,45

KOGK 1,20 0,50 0,29 0,45 0,26 0,15 0,71 0,56

MGNT 1,22 0,07 0,04 0,04 0,02 0,70 0,92 0,22

NMTP 1,04 0,15 0,09 0,09 0,05 0,58 0,86 0,28

Среднее 1,10 0,16 0,09 0,11 0,07 0,30 0,76 0,46

Таблица А.8.
Результаты тестирования моделей SVR и HSVR, обученных по индексу 3150

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,33 0,20 0,11 0,10 0,05 0,35 0,80 0,45

ALRS 1,12 0,26 0,17 0,21 0,14 0,14 0,60 0,46

VTBR 1,17 0,19 0,12 0,10 0,08 0,32 0,72 0,40

BSPB 1,07 0,13 0,08 0,09 0,05 0,38 0,76 0,38

AFKS 1,13 0,23 0,13 0,16 0,08 0,44 0,81 0,37

GAZP 1,13 0,11 0,06 0,08 0,04 0,26 0,78 0,52

MAGN 1,13 0,20 0,12 0,14 0,07 0,57 0,86 0,29

MTLR 1,11 0,18 0,10 0,13 0,06 0,69 0,90 0,21

MTSS 1,07 0,09 0,06 0,06 0,04 0,20 0,63 0,43

MOEX 1,13 0,18 0,09 0,11 0,05 0,44 0,85 0,41

LKOH 1,15 0,13 0,07 0,08 0,04 0,23 0,80 0,57

NLMK 1,15 0,16 0,11 0,12 0,08 0,40 0,73 0,33

RTKM 1,05 0,14 0,08 0,10 0,05 0,35 0,79 0,44

SBER 1,15 0,11 0,06 0,07 0,04 0,54 0,84 0,30

CHMF 1,04 0,28 0,18 0,21 0,13 0,26 0,70 0,44

FLOT 1,08 0,13 0,09 0,09 0,07 0,36 0,65 0,29

TGKA 1,08 0,10 0,08 0,08 0,06 0,13 0,46 0,33

TRNFP 1,15 0,13 0,09 0,07 0,05 0,48 0,78 0,30

HYDR 1,03 0,06 0,05 0,05 0,03 0,13 0,53 0,40

PHOR 1,10 0,18 0,12 0,13 0,09 0,15 0,63 0,48

ELFV 1,05 0,09 0,06 0,06 0,04 0,32 0,71 0,39

MSNG 1,08 0,10 0,06 0,07 0,04 0,42 0,77 0,35

NVTK 1,30 0,19 0,12 0,12 0,08 0,21 0,69 0,48

ROSN 1,28 0,22 0,14 0,15 0,09 0,28 0,71 0,43

TATN 1,09 0,17 0,08 0,14 0,06 0,40 0,86 0,46

AKRN 1,14 0,16 0,11 0,11 0,08 0,36 0,69 0,33

OGKB 1,13 0,28 0,16 0,22 0,11 0,48 0,83 0,35

MRKZ 1,03 0,19 0,07 0,14 0,05 0,25 0,90 0,65

TRMK 1,03 0,10 0,07 0,07 0,05 0,26 0,63 0,37

BANE 1,23 0,71 0,46 0,31 0,23 0,13 0,63 0,50
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

SIBN 1,16 0,13 0,07 0,09 0,04 0,45 0,85 0,40

GCHE 1,15 0,09 0,07 0,06 0,05 0,23 0,57 0,34

KOGK 1,30 0,39 0,25 0,27 0,16 0,30 0,70 0,40

MGNT 1,29 0,08 0,05 0,05 0,03 0,66 0,86 0,20

NMTP 1,08 0,26 0,11 0,16 0,06 0,30 0,87 0,57

Среднее 1,13 0,18 0,11 0,12 0,07 0,34 0,74 0,40

Об авторе

Иван Георгиевич Легенчук 
главный исполнительный директор, Iron Capital Ltd., Республика Казахстан, 010000, г. Астана, район Есиль, ул. Динмухамед 
Конаева, д. 12/1;
Email: ivan@ironcapital.kz
ORCID: 0009-0007-6802-7540

Hilbert spectrum support  
vector regression for public  
companies’ sales forecast

Ivan Georgievich Legenchuk
Email: ivan@ironcapital.kz

Iron Capital Ltd., Astana, Kazakhstan

Abstract

Accurate and timely revenue forecasting is of critical importance to investors in public companies, 
who base their investment decisions on the Discounted Cash Flow (DCF) model. Market practice dictates 
that financial analysts develop financial models by focusing on revenue growth projections for the first 
year of the forecast horizon, which holds the highest weighting in discounted cash flow calculations. 
These projections are typically derived through expert assessment of publicly available quarterly 
reporting. However, the potential of contemporary data science tools, particularly machine learning 
approaches that employ linear approximation techniques to model nonlinear patterns to enhance current 
quarter revenue analysis is largely underutilized. The present study focused on developing source code 
to apply the Hilbert Spectrum Support Vector Regression (Hilbert spectrum SVR, HSVR) method for 
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sales prediction. Testing HSVR on data of companies listed on the Moscow Exchange and comparing 
its performance metrics with those of classical Support Vector Regression (SVR), led to the conclusion 
that HSVR can be deployed in industrial settings for revenue forecasting of public companies using news 
vectors – vector representations (embeddings) of news articles.

Keywords: embeddings, support vector regression, Hilbert spectrum support vector regression, nonlinearity, non-
stationarity, Hilbert spectrum, features density distribution, revenue forecast
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