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Аннотация

ИИ-агенты к началу 2026 года перестали быть экспериментальными инструментами и стали 
рассматриваться как одна из форм автоматизации бизнес-процессов. На основе анализа результатов 
глубинных интервью, экспертной сессии и количественного опроса российских компаний, а также 
с учетом источников, отражающих российский и зарубежный опыт внедрения ИИ-агентов, была 
разработана пятиуровневая модель зрелости. Данная модель включает следующие уровни: на-
чальный, повторяемый, определенный, управляемый и оптимизируемый. Представленная модель 
зрелости позволяет диагностировать готовность организации к промышленному использованию 
агентных систем. Выявлено, что полная автономность ИИ-агентов в российской практике 
практически не встречается, доминируют гибридные операционные модели с чётким определением 
порогов участия человека. Дефицит квалифицированных специалистов является главным 
ограничением. Наибольший потенциал ИИ-агентов наблюдается в повторяемых операционных 
задачах, где редко встречаются нестандартные ситуации. Оценивать эффект от внедрения ИИ-
агентов чаще всего целесообразно не в виде прямого сокращения затрат, а в оценке повышения 
эффективности работы команд. Основными факторами успешного внедрения являются качество 
данных и глубина интеграции с корпоративным ИТ-ландшафтом.

1	 Cloud.ru – российский провайдер облачных платформ и технологий искусственного 
интеллекта. Официальный сайт: https://cloud.ru.
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Введение

Согласно данным исследования «Аксеникс» 
и МГУ, представленным на конференции 
AI Journey, затраты на внедрение ИИ-аген-

тов в течение трех лет существенно различаются 
в зависимости от масштаба бизнеса: для корпо-
раций они превысят 950 млн рублей, для круп-
ных компаний составят 200–300 млн рублей, для 
среднего бизнеса – 30–60 млн рублей, а для малых 
предприятий – 5–15 млн рублей. Совокупная эко-
номия от внедрения таких систем оценивается в 
15–40% в зависимости от отрасли. Наибольшую 
эффективность эксперты прогнозируют в финан-
совом секторе, где ускорение процессов может 
достичь 25–45%, снижение ошибок – 15–30%, 
а экономия на фонде оплаты труда – 10–35%. В 
розничной торговле косвенные эффекты, такие 
как персонализация предложений, ведут к росту 
конверсии на 10–25% [1].

Согласно исследованию МТС, мировой рынок 
ИИ-агентов демонстрирует взрывной рост: с $25 
млрд в 2024 году он может достичь $755 млрд к 2030 
году, что соответствует среднегодовому темпу роста 
в 76%. Ключевыми драйверами выступают венчур-
ные инвестиции, которые в 2024 году составили $9,7 
млрд (рост 46% CAGR), при этом уже в первом квар-
тале 2025 года вложения достигли $2,8 млрд. Рос-
сийский рынок пока находится на начальной ста-
дии: совокупные инвестиции в ИИ составили $530 
млн (+62% год к году), из которых 70% пришлось на 
крупные технологические компании (Яндекс, Сбер, 
МТС). Исследователи МТС выделяют четыре зоны 
автоматизации бизнес-функций, отмечая, что наи-
больший потенциал ИИ-агентов – в операцион-
но-ориентированных задачах с высокой частотой 
повторения и низкой потребностью в эмпатии [2].

Мировой опыт также подтверждает востребо-
ванность ИИ-агентов. Согласно исследованию 
Cloudera, проведенному среди 1484 руководителей 
ИТ-компаний в 14 странах, 96% организаций наме-

рены расширять использование ИИ-агентов в тече-
ние ближайших 12 месяцев, а примерно половина –  
масштабировать эти системы на свои компании 
[3]. Отчеты McKinsey фиксируют, что 88% опро-
шенных организаций используют ИИ хотя бы в од-
ной бизнес-функции, при этом наиболее активной 
сферой инвестиций является автономная автома-
тизация процессов [4]. Параллельно с этим анали-
тики Gartner предупреждают: более 40% проектов 
по внедрению ИИ-агентов могут быть закрыты к 
концу 2027 года из-за недостаточной «зрелости» 
данных, низкой устойчивости бизнес-процессов и 
завышенных ожиданий [5]. А в Deloitte подчерки-
вают, что автономность агентов порождает новые 
классы рисков: непреднамеренные действия, не-
стабильность поведения, отсутствие прозрачности 
и трудность аудита [6].

ИИ-агенты к концу 2025 года перестали быть 
экспериментальными инструментами и стали все 
чаще рассматриваться как одна из форм автомати-
зации бизнес-процессов. На российском исследо-
вательском пространстве сложилась ситуация, ког-
да научные исследования и результаты прикладных 
проектов показывают возможность применения 
технологий искусственного интеллекта в рамках 
ИИ-агентов для бизнеса, однако, компании дале-
ко не всегда могут идентифицировать бизнес-цен-
ность и конкретные процессы для внедрения, а 
также оценить дальнейшие перспективы использо-
вания и потребности в развитии ИТ-архитектуры. 
На момент проведения исследования существо-
вало пять типов ИИ-агентов, разрабатываемых и 
внедряемых российскими компаниями: ассистент 
оператора бизнес-процесса, агент-оркестратор или 
агент-интегратор, аналитический агент, агент под-
держки клиента, агент-наблюдатель (мониторинг 
процессов). Чаще всего разрабатывались и вне-
дрялись аналитические ИИ-агенты, реже – аген-
ты-наблюдатели, агенты поддержки и ассистенты 
оператора бизнес-процесса. При этом эксперты 
СберАналитики отмечают, что ИИ-ассистентов и 

Ключевые слова: ИИ-агент, типы ИИ-агентов, модель зрелости, факторы успеха, внедрение, цифровая 
трансформация, управление рисками
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ИИ-агентов используют уже 39% российских ком-
паний [7].

В связи с этим возникают следующие исследова-
тельские вопросы:
1.	 На основе каких характеристик компании мож-

но выявить факторы, влияющие на успешность 
внедрения ИИ-агентов?

2.	 Какие конкретные факторы влияют на внедре-
ние ИИ-агентов?

Ответом на данные вопросы послужила разрабо-
танная модель зрелости компании, состоящая из 5 
уровней: начальный, повторяемый, определенный, 
управляемый и оптимизируемый. Для каждого из 
уровней определены характеристики компании, 
которые влияют на выявление отдельных факторов 
успешности внедрения ИИ-агентов.

Предложенная модель зрелости создает основу 
для будущих исследований внутрикорпоративных 
изменений, трансформации бизнес-процессов, 
влияющих на изменение зрелости компаний в рам-
ках внедрения ИИ-агентов.

Статья организована следующим образом. В раз-
деле 1 представлена методология исследования. 
Раздел 2 описывает предлагаемую модель зрелости 
компании. В разделе 3 представлены факторы, вли-
яющие на внедрение ИИ-агентов.

1. Методологические основы  
разработки модели зрелости

Для достижения цели исследования – разработ-
ки модели зрелости и выявления факторов успеха 
внедрения ИИ-агентов – был применен смешан-
ный подход, сочетающий качественные и количе-
ственные методы сбора и анализа данных. Выбор 
данного подхода обусловлен сложностью и но-
визной предметной области, где требуется одно-
временно глубинное понимание причинно-след-
ственных связей (качественная составляющая) 
и выявление статистических закономерностей  
(количественная составляющая).

Эмпирическую базу модели составили дан-
ные, полученные из четырех взаимодополняющих 
источников.
1.	 Глубинные интервью с экспертами-практика-

ми. Было проведено 30 глубинных полуструк-
турированных интервью с руководителями 
ИИ-направлений, техническими директорами 

и ведущими специалистами компаний из раз-
личных секторов экономики. География вклю-
чала предприятия из любых городов РФ, а охват 
по отраслям включал десять отраслей: финансо-
вый сектор, ритейл, телекоммуникации, ИТ и 
разработку, производственный сектор (включая 
добывающую отрасль), а также отрасль образо-
вательных технологий. Отбор респондентов – 
целевой с критерием наличия опыта внедрения 
ИИ-агентов. Методика интервью опиралась на 
подходы, описанные в работах по качественным 
исследованиям в сфере ИТ и инноваций. Струк-
тура интервью охватывала 13 ключевых темати-
ческих блоков, оценивающих специфику рабо-
ты с ИИ-технологиями, а также их влияние на 
различные процессы в компаниях [8].

2.	 Экспертная сессия с представителями российско-
го бизнеса, в которой приняли участие представи-
тели крупных российских компаний. Экспертная 
сессия прошла под модерацией представителей 
Высшей школы бизнеса НИУ ВШЭ [8].

3.	 Количественный опрос представителей ком-
паний (106 респондентов). Учитывались отве-
ты только тех респондентов, чьи компании уже 
имеют хотя бы одного ИИ-агента в промышлен-
ной эксплуатации. Значительная часть вопросов 
была основана на использовании шкалы Ликер-
та, при помощи которой определяется согласие 
или несогласие респондента с утверждением по 
шкале от 1 (полностью не согласен) до 7 (полно-
стью согласен). Целевую аудиторию опроса со-
ставили представители компаний, численность 
которых составляет свыше 100 человек. Учиты-
вались только ответы респондентов, которые 
относятся к топ-руководству компании или к 
категории ИТ-специалистов. Для повышения 
репрезентативности ответов участники опроса 
были сбалансированы по уровню цифровой зре-
лости их предприятий [8].

4.	 Дополнительно были проанализированы более 
100 источников литературы, отражающих рос-
сийский и зарубежный опыт внедрения ИИ- 
агентов. Особое внимание было уделено анали-
зу корпоративных публикаций и стратегических 
документов ведущих технологических компа-
ний, включая Huawei, Alibaba Group, Tencent, 
Baidu, Meituan, Ant Group и ByteDance, были из-
учены отраслевые отчеты и аналитические мате-
риалы международных исследовательских и кон-
салтинговых организаций: Cloudera, McKinsey, 
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IBM, Deloitte, Gartner, а также профильные на-
учные публикации по тематике ИИ-агентов.

Полученные качественные данные позволили 
выявить глубинные причинно-следственные свя-
зи, объясняющие успех или неудачу проектов.

2. Модель зрелости 
 внедрения ИИ-агентов

ИИ в первую очередь выполняет консульта-
тивные, предсказательные и классификационные 
функции, поддерживая, но не заменяя целиком 
управленческие задачи [9]. ИИ может ускорять при-
нятие решений и иногда пропускать промежуточ-
ные уровни принятия решений, но ответственность 
за принятые решения остаётся за человеком [10].

Анализ практик внедрения [8], собранных в ходе 
исследования, подтверждает, что успех масштаби-
рования напрямую зависит от уровня цифровой 
зрелости компании. На основе описанной эмпи-
рической базы была разработана пятиуровневая 
модель цифровой зрелости, которая поможет ком-
паниям диагностировать свое текущее состояние, 
выявлять узкие места и формировать дорожную 
карту внедрения агентных ИИ-решений. Разрабо-
танная модель опирается на классические подходы 
к зрелости процессов [11–13] и адаптирована для 
специфики ИИ-агентов [14–16]. Предлагаемая мо-
дель оценивает готовность бизнеса к внедрению 
ИИ-агентов по четырем ключевым характеристи-
кам: технологическая готовность (инфраструктура 
и данные), организационная готовность (процессы 
и экспертиза), управленческая готовность (страте-
гия и финансирование) и культурная готовность 
(принятие и доверие к автономным системам).

Уровень 1: Начальный.

На этом этапе компания характеризуется наличи-
ем единичных, часто инициативных пилотных про-
ектов с ИИ-агентами, которые реализуются в низ-
корисковых, изолированных сферах. Системные 
процессы управления такими инициативами отсут-
ствуют. Интеграция агентов с корпоративными си-
стемами не проводится, экспертиза сконцентриро-
вана в руках отдельных энтузиастов, а не выделена в 
отдельную команду или центр компетенций. Стра-
тегическое видение роли ИИ-агентов в бизнесе от-
сутствует, а инвестиции носят разовый, несистем-
ный характер. Культура компании характеризуется 
высоким уровнем неопределенности и насторожен-
ности в отношении автономных систем.

Уровень 2: Повторяемый.

Компания переходит к осознанным экспери-
ментам с ИИ-агентами. На этом уровне у компа-
нии уже имеется несколько успешных кейсов вне-
дрения ИИ-агентов, что позволяет сформировать 
первые повторяемые подходы. Появляются фор-
мализованные, но не закрепленные в стандартах, 
процессы отбора и предварительной оценки про-
ектов по созданию агентов. Начинается интегра-
ция ИИ-агентов с отдельными корпоративны-
ми системами через API. Формируется команда 
специалистов, отвечающая за развитие направле-
ния. Руководство начинает проявлять интерес и 
поддерживать инициативы, однако финансиро-
вание остается единичным. В компании начинает 
складываться понимание потенциальной ценности 
ИИ-агентов.

Уровень 3: Определенный.

Главная характеристика этого уровня – инсти-
туциализация практик работы с ИИ-агентами. 
ИИ-агенты начинают внедряться в бизнес-про-
цессы, выходя за рамки простых экспериментов. В 
компании утверждены корпоративные стандарты 
разработки, тестирования и внедрения ИИ-аген-
тов. Налажены базовые процессы мониторинга ка-
чества работы моделей, лежащих в основе агентов, 
и их технической поддержки. Создан центр компе-
тенций или специальное подразделение, которое 
аккумулирует экспертизу по ИИ-агентам и распро-
страняет лучшие практики. Появляется понятная 
стратегия и дорожная карта развития ИИ-агентов, 
а инвестиции начинают планироваться в средне-
срочной перспективе. Сотрудники проходят обуче-
ние работе с ИИ-агентами и уровень доверия к тех-
нологии повышается.

Уровень 4: Управляемый.

На этом этапе компания переходит от про-
стой автоматизации отдельных задач к сквоз-
ной оркестрации процессов с помощью многоа-
гентных ИИ-систем. Внедрена система ключевых  
показателей эффективности для оценки влияния  
ИИ-агентов на операционные и финансовые  
показатели бизнеса. Управление рисками стано-
вится проактивным: внедрены механизмы кон-
троля действий, цензурирования, полного логи-
рования и аудита действий агентов. Успешные 
практики масштабируются на все подразделения 
компании. ИИ-агенты становятся неотъемлемой 
частью операционной модели, а инвестиции в это 
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направление рассматриваются как стратегические. 
С точки зрения корпоративной культуры компа-
ния готова к экспериментам и быстрой интеграции  
решений с участием ИИ-агентов.

Уровень 5: Оптимизируемый.

Это высший уровень зрелости, который харак-
теризуется переходом компании к модели, управ-
ляемой данными и автономными системами. 
Бизнес-процессы становятся адаптивными и само-
оптимизирующимися благодаря взаимодействию 
множества специализированных ИИ-агентов, спо-
собных к самообучению на основе накапливаемого 
опыта, что создает устойчивое конкурентное пре-
имущество, которое сложно скопировать. Техно-
логия ИИ-агентов глубоко интегрирована во все 
аспекты деятельности – от разработки продук-
тов до взаимодействия с клиентами и партнерами. 
Компания обладает культурой непрерывных ин-
новаций, а сотрудники всех уровней владеют ком-
петенциями для эффективной работы в симбиозе 
с ИИ-агентами. На этом уровне ИИ-агенты ста-
новятся движущей силой стратегии и основой для 
формирования новых бизнес-моделей.

На основе проведенного анализа кейсов рос-
сийских компаний и результатов опроса, согласно 
данной модели, можно выявить факторы, которые 
влияют на внедрение ИИ-агентов и их промыш-
ленное использование.

3. Факторы успешного 
 внедрения ИИ-агентов

В рамках данного раздела рассматриваются 
выявленные факторы, влияющие на внедрение 
ИИ-агентов, на основе интерпретации опросов 
респондентов методом TURF-анализа. Внедрение 
ИИ-агентов также затрагивало процесс их разра-
ботки, с учетом всех этапов разработки, где мо-
гут быть использованы большие языковые моде-
ли. Клоппер и др. [17] полагают, что все проекты 
по разработке программного обеспечения (вклю-
чая ИИ-агентов) проходят через следующие этапы 
жизненного цикла: планирование, анализ требова-
ний, проектирование и дизайн, кодинг и код-ре-
вью, тестирование и интеграция, поддержка и 
устранение неполадок, формирование документа-
ции. На каждом из этапов большие языковые мо-
дели могут вносить вклад в автоматизацию и повы-
шение эффективности.

Планирование: этот этап включает определе-
ние объема проекта, целей и ограничений. В него 
входят идентификация заинтересованных сторон, 
установление каналов коммуникации и определе-
ние требований к ресурсам. Менеджеры проектов 
и заинтересованные стороны создают план проек-
та, который включает задачи, временные рамки и 
бюджеты. Языковые модели на этом этапе можно 
использовать для планирования и оценки усилий 
по проекту, назначая сотрудников на задачи на 
основе их опыта и способностей, определяя взаи-
мосвязи между задачами и оценивая длительность 
задач таким образом, чтобы уложиться в сроки за-
вершения проекта. Согласно исследованию Дэ-
венпорт и Ронанки [18], большие языковые мо-
дели могут улучшить планирование проекта через 
интеллектуальное прогнозирование, что приведет 
к более точным оценкам времени и бюджета за-
вершения проекта.

Анализ требований: на этом этапе команда, 
с помощью различных инструментом, пытается  
понять проблему клиента цифрового продукта. 
Согласно исследованию [19], большие языковые 
модели могут способствовать автоматизации про-
цесса выявления требований, что приведет к луч-
шему пониманию между заинтересованными сто-
ронами.

Проектирование и дизайн продукта: этот этап 
включает создание плана программного решения 
на основе требований, собранных на этапе ана-
лиза. Архитекторы программного обеспечения и 
дизайнеры сотрудничают для создания высокоу-
ровневых и детализированных проектов, включая 
системную архитектуру, пользовательские интер-
фейсы и модели данных. Используя возможности 
больших языковых моделей, можно генерировать 
и оптимизировать проекты, анализируя существу-
ющие модели систем, обеспечивая их надежность 
и качество.

Кодинг и код-ревью: на этом этапе происходит 
непосредственное написание кода. Большие язы-
ковые модели улучшают данный шаг, предлагая за-
вершение кода, прогнозируя фрагменты и быстро 
идентифицируя ошибки или уязвимости [20].

Тестирование и интеграция: этот этап обеспе-
чивает функциональность, производительность и 
совместимость программного обеспечения. LLM 
может помочь автоматизировать тестирование или 
писать стратегию тестирования [21].
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Поддержка системы и устранение неполадок: 
большие языковые модели могут служить инстру-
ментом технической поддержки, предоставляя от-
веты на вопросы разработчиков, предлагая помощь 
в устранении неполадок и рекомендуя лучшие 
практики.

Формирование документации – разработка за-
крывающих документов, описывающих процесс 
проведённой работы.

Исходя из данного подхода выявлялись факто-
ры, которые также влияли и на процесс разработки 
ИИ-агентов.

3.1. Данные и интеграция

Качество данных и глубина интеграции с корпо-
ративным ИТ-ландшафтом являются основными 
факторами, определяющими успешность внедре-
ния и масштабирования ИИ-агентов [22]. Анали-
тики РБК отмечают, что фрагментация данных и 
проблемы с интеграцией в целом являются кри-
тическими проблемами для российских компа-
ний, принявших решение разработать и внедрить  
ИИ-агента [23].

Основным ограничением для большинства ор-
ганизаций остается неполнота данных, сложность 
их получения и низкое качество. Практически все 
респонденты проведенного исследования (81%), 
чьи компании сумели внедрить в свою деятель-
ность ИИ-агентов, указывают на качество данных, 
достаточное для промышленного использования 
в ИИ-решениях. Напротив, практически никто 
из респондентов не оценил качество данных как 
низкое. Компании с низким качеством данных не 
смогли разработать ИИ-агента.

Значительной проблемой часто становится инте-
грация с унаследованными системами. Практически 
все респонденты, чьи компании успешно разработа-
ли и внедрили ИИ-агентов, оценивают уровень ин-
теграции информационных систем выше среднего.

3.2. Инженерные навыки  
и платформа разработки

Дефицит квалифицированных кадров и незре-
лость инструментов разработки являются одними 
из главных факторов, замедляющих переход от пи-
лотных проектов к промышленной эксплуатации. 
Отчасти это компенсируется наличием на рынке 

готовых решений: в 2025 году аналитики CNews вы-
пустили первый рейтинг российских ИИ-агентов 
[24]. В него вошли такие решения, как GigaARPA 
(бывший SaluteRPA), Robin RPA, Primo RPA, Pix 
RPA, Sherpa RPA, Puzzle RPA и Lexema RPA.

В российских компаниях сегодня наблюдается 
значительный дефицит экспертизы, что вынуждает 
бизнес достаточно часто привлекать внешних по-
ставщиков для разработки агентных ИИ-решений –  
об этом заявило более половины респондентов. Де-
фицит компетенций и квалифицированных кадров 
на предприятии сильно ощутим: более 70% респон-
дентов отметили, что компания часто обращается к 
услугам внешних разработчиков.

Крупные игроки зачастую идут по пути создания 
собственных платформенных решений. Платфор-
ма позволяет стандартизировать процесс создания 
агентов, повторно использовать разработанные 
компоненты и снижать требования к квалифика-
ции разработчиков. Крупные китайские техноло-
гические компании, такие как Tencent, развивают 
специализированные платформенные решения для 
разработки ИИ-агентов, которые включают боль-
шую языковую модель, усиление знаний через из-
влечение дополнительной генерации и поддержку 
многоагентных конфигураций [25]. А в экосисте-
ме Alibaba Cloud ИИ-агенты рассматриваются как 
логическое продолжение развития облачных сер-
висов, что обеспечивает их масштабируемость и 
возможность интеграции в существующие корпо-
ративные ИТ-ландшафты [26].

Респонденты чаще всего указывали три важ-
ных фактора при выборе между собственной раз-
работкой: безопасность и соответствие требовани-
ям, скорость получения эффекта и адаптация под 
специфику бизнес-процессов. Важным способом 
обеспечить для компании эволюцию собственных 
инженерных практик становится разработка, под-
держание и развитие внутренних ресурсов по ИИ и 
ML-инжинирингу. Более половины организаций, 
сумевших успешно внедрить ИИ-агентов, заявля-
ют о наличии подобных ресурсов.

3.3. Доверие к ИИ-агентам  
и контроль автономности

Можно ожидать, что клиенты крупных ком-
паний в целом одобрительно отнесутся к приме-
нению ИИ-агентов в рамках бизнес-процессов и 
сервисов, взаимодействующих напрямую с кли-
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ентом. Как показали данные агентства FAVES 
Communications, почти половина россиян доверяет 
ответам нейросетей в поисковиках [27, 28].

Российские компании редко используют полно-
стью автономных ИИ-агентов – более половины 
(55%) имеют уровень 2 (средняя автономность), а 
суммарная доля агентов высокой и полной авто-
номности составляет лишь 33% [8].

В финансовом секторе и производстве, где цена 
ошибки высока, доминируют ИИ-агенты с низкой 
автономностью, выполняющие 1–4 простых дей-
ствия и требующие постоянного контроля челове-
ка. В телекоммуникациях и отдельных банковских 
сервисах встречаются ИИ-агенты с высокой авто-
номностью, способные самостоятельно вести диа-
лог или обрабатывать заявки. Однако даже в этих 
случаях сохраняется возможность вмешательства 
человека. В целом можно констатировать, что пол-
ная автономность практически не встречается.

Одним из способов управления уровнем авто-
номности ИИ-агента является определение по-
рогов участия человека в принятии решений с ис-
пользованием ИИ. Больше 80% респондентов 
отметили, что в их компаниях четко определены 
соответствующие пороги.

Для ограничения автономности ИИ-агентов 
компании внедряют специальные технические 
средства. Широкое распространение получила 
практика цензурирования. Дополнительно исполь-
зуются многоуровневые системы проверки, когда 
один ИИ-агент выступает цензором для другого. 
Часто практикуется запуск ИИ-агентов в изолиро-
ванных контейнерных средах с ограниченным (бе-
лым) списком разрешенных команд, что исключает 
возможность несанкционированных действий.

Фундаментальным требованием к агентным си-
стемам становится полная прослеживаемость их 
действий. Российские организации, которые вне-
дрили ИИ-агентов, обычно ведут логирование в 
том или ином виде, причем его интенсивность за-
висит от области применения ИИ-агентов. Бо-
лее трети респондентов заявили о первостепенной 
важности логирования в их организации.

Интерфейсные решения используются для по-
вышения доверия к агентам. Компании внедряют 
индикаторы уверенности ИИ-агента в ответе (на-
пример, вероятность точности), кнопки экстрен-
ной остановки и паузы, явные уведомления о том, 

что действие выполняется ИИ-агентом, а не чело-
веком. В ряде случаев, если уверенность модели в 
ответе низкая, система автоматически подключает 
человека к диалогу. Визуализация процесса выпол-
нения (этапы, текущий статус) также способствует 
повышению прозрачности и, как следствие, дове-
рия пользователей.

3.4. Экономика внедрения  
и масштабирования

При оценке экономической эффективности 
ИИ-агентов зарубежные предприятия нередко стал-
киваются с трудностями измерения эффекта, что 
часто приводит к фиксированию проектов на пи-
лотной стадии [29]. Но следует четко понимать, что 
затраты на разработку и внедрение ИИ-агентов –  
это серьезные инвестиции в развитие ключевых 
бизнес-процессов. Эксперты из «Яков и Партне-
ры» и «Яндекса» отмечают, что 78% опрошенных 
компаний наблюдают реальный экономический 
эффект от внедрения ИИ [30].

Подавляющее большинство российских ком-
паний сталкивается с тем или иным уровнем нео-
пределенности, что обусловлено в первую очередь 
новизной и сложностью технологии. Менее трети 
участников опроса подтверждает наличие четко 
определенных и прозрачных бюджетов на проекты 
по разработке и внедрению ИИ-агентов.

Фактором успеха становится способность компа-
нии измерять не прямое сокращение затрат, а изме-
нения в эффективности сотрудников. Большинство 
российских предприятий ориентируются на пять 
факторов при оценке эффективности ИИ-агентов: 
сокращение трудозатрат, рост выручки, снижение 
доли ошибок и связанных с ними затрат, сниже-
ние регуляторных рисков, рост пропускной спо-
собности процессов. При этом чаще всего бизнес 
ориентируется на снижение трудозатрат, а реже –  
на рост пропускной способности процессов.

Опрос показывает, что сроки окупаемости про-
ектов серьезно варьируются. Быстрые проекты 
(простая автоматизация, внедрение готовых ре-
шений) могут окупиться менее чем за 12 месяцев. 
Средние проекты с необходимостью донастройки и 
интеграции требуют 12–24 месяцев. Крупные ин-
фраструктурные инициативы, связанные с созда-
нием собственных платформ и моделей, имеют го-
ризонт окупаемости более 24 месяцев.
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На основе анализа успешных кейсов [8] были 
выделены несколько факторов, обеспечивающих 
положительную экономику внедрения:
1)	 четкая приоритизация процессов с измеримым 

эффектом: ускорение клиентского пути, сниже-
ние ошибок;

2)	 использование итеративного подхода с бы-
стрым запуском минимально жизнеспособных 
продуктов и последующим дообучением лежа-
щих в основе моделей на реальных данных;

3	 применение готовых платформенных решений 
и открытого программного обеспечения (ПО) 
на начальном этапе для снижения CAPEX (ана-
литические материалы указывают, что исполь-
зование платформенных решений позволяет 
снизить порог входа и ускорить получение пер-
вых результатов [31]);

4)	 выстраивание прозрачной системы учета эф-
фекта с фиксацией как прямой экономии, так и 
непрямых выгод (рост удовлетворенности кли-
ентов, снижение регуляторных рисков и пр.).

3.5. Процессная готовность  
и операционная модель

Согласно международным отраслевым отчетам, 
успешные компании перестраивают свои операци-
онные модели под возможности агентных систем, 
переходя от линейных цепочек к распределенным 
адаптивным схемам, где агенты динамически рас-
пределяют задачи в зависимости от контекста [32]. 
Интервьюирование и анализ кейсов подтверждают 
[8], что чаще всего внедрение ИИ-агента приводит 
к необходимости изменить бизнес-процесс. Добив-
шиеся успеха в применении ИИ-агентов предприя-
тия в целом склонны к адаптации бизнес-процессов 
по результатам внедрения: об этом сообщили 86% 
опрошенных. Эксперты косвенно свидетельствуют 
о том, что перестройка операционных моделей не-
избежна. Если сегодня ИИ-агенты часто использу-
ются как «вторая рука» исполнителя-человека (т. е. 
действуют под его присмотром), то в будущем ИИ-а-
генты станут полноценными исполнителями [33].

Анализ отраслевых различий демонстрирует 
прямую зависимость: чем выше степень форма-
лизованности процессов, тем успешнее внедрение 
ИИ-агентов. Опрос [8] показывает, что российские 
компании предпочитают использовать ИИ-агентов 
в четко определенных задачах, где их применение 

позволит сэкономить ресурсы предприятия: каж-
дый третий респондент отметил, что этому вопросу 
уделяется максимальное внимание. Организации 
стремятся выявлять процессы, в которых примене-
ние ИИ-агентов создает наибольшую ценность.

Переход от успешного пилота к масштабному 
внедрению требует наличия утвержденных подхо-
дов и стандартов и имеет критическое значение, 
поскольку практически всегда (в 60–85% случаев) 
проекты по разработке и внедрению ИИ-агентов 
зарождаются в формате пилотов или ограниченных 
экспериментов. При этом российские компании 
стремятся обеспечивать четкое понимание будуще-
го ИИ-агентов даже в случае, когда они разрабаты-
ваются в формате пилотных проектов: больше по-
ловины респондентов сообщили о наличии метрик 
даже для пилотных проектов.

3.6. ИТ-инфраструктура  
и эксплуатация

В материалах Huawei подчеркивается, что ре-
ализация агентно-ориентированной модели не-
возможна без радикальной трансформации вы-
числительной инфраструктуры, включая развитие 
оптических, нейроморфных и квантовых вы-
числений для обеспечения работы миллионов  
ИИ-агентов [34]. Согласно техническим докумен-
там Alibaba Cloud, агентные системы должны быть 
облачно-ориентированными, что обеспечивает 
их масштабируемость и возможность интеграции 
в существующие корпоративные ИТ-ландшафты 
без необходимости перестройки ИТ-инфраструк-
туры [26].

Как отмечают отдельные эксперты, на текущий 
момент доля ИИ-нагрузки в российских ЦОДах 
достаточно низкая, однако в обозримом будущем 
на нее может прийтись до 30–40% от общей про-
изводительности аппаратного обеспечения [35]. 
При этом российские производители уже пытают-
ся предложить готовые решения для корпоратив-
ного ИИ, которые включают в том числе аппарат-
ные платформы от Yadro, Delta Computers, FPlus 
или R-Style [36].

Недостаточная готовность ИТ-инфраструкту-
ры становится одним из ключевых барьеров [8]. 
Компании, не сумевшие обеспечить готовность 
собственной ИТ-инфраструктуры к внедрению 
ИИ-агентов, практически всегда оказывались не-
способными их внедрить. Более четверти респон-
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дентов оценили степень готовности как максималь-
ную, и 80% суммарно оценили ее выше средней.

Поскольку ИИ-агенты получают доступ к кор-
поративным данным и могут инициировать дей-
ствия, влияющие на бизнес-процессы, безопасность 
ИТ-инфраструктуры становится приоритетом. 
Опрос показал, что 40% организаций в течение по-
следнего года сталкивались с необходимостью от-
ключить часть функций ИИ-агента или откатить его 
до предыдущей версии из-за проблем с безопасно-
стью, а 31% организаций столкнулись с инцидента-
ми в области безопасности из-за действий ИИ-аген-
тов, которые потребовали оперативной реакции.

Эксплуатация агентных систем требует принци-
пиально иных подходов к мониторингу по сравне-
нию с алгоритмическим ПО. Опрос показал, что 
практически треть компаний вынуждена вручную 
отменять 5–10% действий ИИ-агентов, а сотруд-
ники каждого десятого предприятия вручную отме-
няют более 10% действий ИИ-агентов. Этот факт 
делает обязательным условием разработку инстру-
ментов и внедрение процессов, которые обеспе-
чат наблюдаемость и мониторинг используемых 
ИИ-агентов.

Масштабная эксплуатация ИИ-агентов требу-
ет формализованных процессов управления их 
жизненным циклом. Помимо стандартных прак-
тик управления жизненным циклом, российский 
бизнес стремится выделить отдельную роль ответ-
ственного представителя бизнес-подразделения, 
принимающего решение о масштабировании: 37% 
опрошенных заявили о наличии четко выделенной 
формальной роли.

3.7. Риски, безопасность  
и соответствие требованиям  

законодательства

Требования регуляторов могут существенно 
ограничивать развитие ИИ-агентов. Так, регуля-
торные требования в сфере здравоохранения огра-
ничивают автономность ИИ-агентов, допуская их 
использование только в ассистирующем режиме 
с сохранением окончательного решения за чело-
веком [37]. В зарубежной практике особое внима-
ние уделяется вопросам кибербезопасности при 
внедрении агентных систем: международные стан-
дарты требуют внедрения механизмов аутентифи-
кации и аудита, обеспечивающих прозрачность 
действий агентов [38].

Экспертные интервью и аналитические матери-
алы фиксируют широкий спектр рисков [8], свя-
занных с эксплуатацией ИИ-агентов: технологи-
ческие, организационные, регуляторные и риски 
кибербезопасности. Изоляция ИИ-агентов позво-
ляет значительно снизить их влияние на непрерыв-
ность бизнес-процессов. Это делает критически 
важными требования к обеспечению безопасно-
сти исполнения ИИ-агентов. Также рекомендуется 
формировать требования к прослеживаемости дан-
ных. 85% респондентов считают важность просле-
живаемости данных выше средней, причем более 
четверти респондентов считают ее критической.

Полученные данные свидетельствуют о том, что 
требования регулятора все еще нельзя назвать аб-
солютно понятными и прозрачными для россий-
ского бизнеса [39]. Однако говорить о давлении со 
стороны регулятора не приходится. Ощутимая доля 
респондентов (50%) заявила о том, что не наблю-
дает значимого давления со стороны регуляторов 
или стандартов по соблюдению требований в сфере 
применения ИИ.

Помимо технических средств, компании выстра-
ивают организационные механизмы контроля. В 
одном из банков, например, если в ходе тестирова-
ния находят уязвимости, которые могут создать ри-
ски для бренда, ИИ-агент отзывается на доработку. 
Более половины российских компаний, сумевших 
внедрить в свою деятельность ИИ-агентов, в целом 
сообщают о достаточно высокой степени внедрения 
политик использования агентных решений.

Заключение

Проведённое исследование позволило сформи-
ровать пятиуровневую модель зрелости внедре-
ния ИИ-агентов и выделить четыре типа готовно-
сти бизнеса: технологическую, организационную, 
управленческую и культурную.

Установлено, что ключевыми факторами успе-
ха внедрения ИИ-агентов выступают качество и 
доступность данных, глубина интеграции с корпо-
ративным ИТ-ландшафтом, наличие инженерных 
компетенций и платформенных решений, фор-
мализованные политики управления данными, 
технические механизмы контроля автономности, 
интерфейсные паттерны доверия, а также способ-
ность компаний перестраивать бизнес-процессы 
под возможности агентных систем.
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Выявлено, что полная автономность ИИ-агентов 
в российской практике практически не встречается –  
доминируют гибридные операционные модели с 
чётким определением порогов участия человека. Де-
фицит квалифицированных специалистов является 
главным ограничением, сдерживающим переход от 
пилотных проектов к промышленной эксплуатации.

Экономические эффекты от внедрения ИИ-аген-
тов целесообразно оценивать не через прямое сокра-
щение затрат, а через повышение эффективности ра-
боты команд. При этом сроки окупаемости крупных 
инфраструктурных проектов более 24 месяцев.

Результаты исследования могут быть использо-
ваны российскими компаниями для диагностики 
текущего уровня зрелости, выбора приоритетных 
направлений автоматизации и формирования до-
рожных карт внедрения ИИ-агентов. 
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Abstract

By early 2026, AI agents ceased to be experimental tools and began to be considered as a form of 
business process automation. Based on the analysis of in-depth interviews, an expert session, a quantitative 
survey of Russian companies, and sources reflecting Russian and foreign experience in the deployment 
of AI agents, a fivelevel maturity model was developed. This model includes the following levels: initial, 
repeatable, defined, managed, and optimizing. The model allows diagnosing an organization’s readiness 
for industrial use of agent systems. It was revealed that full autonomy of AI agents is virtually nonexistent 
in Russian practice; hybrid operating models with clearly defined humanintheloop thresholds dominate. 
The shortage of qualified specialists is the main constraint. The greatest potential of AI agents is observed 
in repetitive operational tasks where nonstandard situations are rare. The effect of implementing AI 
agents should most often be assessed not as direct cost reduction, but as an increase in team efficiency. 
The main success factors are data quality and depth of integration with the corporate IT landscape.
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transformation, risk management
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Аннотация

Целью данной статьи является обоснование методологических подходов к оценке 
коммерческой недвижимости на основе интеграции разнородных данных и демонстрация их 
применения на примере сегмента коммерческой недвижимости в Москве. В статье представлена 
методология построения мультимодальной модели автоматизированной оценки стоимости 
недвижимости, основанная на интеграции структурированных, геопространственных и 
семантических данных. Исследование проводилось в сегменте коммерческой недвижимости 
стрит-ритейл (street retail, «уличная торговля») Москвы и включало формирование 
последовательных конфигураций признаков: базовой модели, модели с геопространственными 
характеристиками и модели с дополнительными интерпретируемыми признаками, 
извлеченными из текстовых описаний с использованием языковой модели GigaChat. 
Моделирование выполнено с применением алгоритмов CatBoost и LightGBM с оптимизацией 
гиперпараметров на основе кросс-валидации обучающей выборки и итоговой оценкой качества 
на тестовой выборке. Показано, что включение геопространственных признаков обеспечивает 
статистически значимое снижение средней абсолютной процентной ошибки на 17–20%, а ис-
пользование семантических LLM-признаков повышает точность моделей еще на 1,6–3,3%. 
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Введение

Классическая оценка коммерческой недви-
жимости традиционно относится к сфере 
экспертной деятельности, в которой клю-

чевая роль отводится профессиональному сужде-
нию оценщика, умению интерпретировать раз-
нородную информацию об объекте и рыночной 
конъюнктуре. В сегменте стрит-ритейл (street retail, 
торговые помещения формата «уличной торговли» 
на первых этажах зданий), являющемся ключе-
вой частью городской торговой инфраструктуры 
и базой для залогового кредитования, требования 
к качеству оценки особенно высоки: необходимо 
учитывать местоположение, пешеходные и транс-
портные потоки, состояние помещения, наличие 
витринного остекления, характеристики здания.

С развитием цифровых сервисов недвижимости 
стали доступны крупные массивы рыночных дан-
ных. Однако полный доступ к таким данным, как 

правило, имеют только сами платформы, а получе-
ние их внешними участниками требует значитель-
ных затрат. В этих условиях традиционная ручная 
оценка не только остается трудоемкой и низко-
масштабируемой, но и существенно уступает авто-
матизированным моделям по скорости обработки 
информации и устойчивости к неполному и неод-
нородному составу данных.

Коммерческая недвижимость в деятельности 
банков, девелоперов и компаний-владельцев вы-
ступает не только объектом разовой оценки, но и 
элементом управляемого портфеля активов. Кро-
ме того, предложенный мультимодальный подход 
может быть востребован в системе государствен-
ной кадастровой оценки. В соответствии с Феде-
ральным законом от 3 июля 2016 г. №  237ФЗ «О 
государственной кадастровой оценке» и Методи-
ческими указаниями о государственной кадастро-
вой оценке (утв. приказом Росреестра от 4 августа 
2021 г. №  П/0336), при определении кадастровой 

SHAP-анализ подтверждает ключевую роль пространственных факторов и значимый вклад ка-
чественных характеристик объектов. Предложенный мультимодальный подход обеспечивает 
более высокую точность и интерпретируемость оценочных моделей, демонстрирует его при-
менимость в задачах массовой оценки и обладает практической значимостью для банковского 
сектора, девелоперов и оценочных компаний. Теоретическая значимость работы заключается в 
демонстрации жизнеспособного пути развития методологии оценочной деятельности в эпоху 
цифровых данных. Предложенный подход не подменяет, а усиливает эксперта, предоставляя ему 
инструмент для масштабируемого, воспроизводимого и объективного анализа, обогащенного 
формализованным учетом пространственного и семантического контекста. Результаты имеют 
практическую значимость для сектора кредитования недвижимости (банков), оценочных 
компаний и компаний, владеющих или управляющих коммерческой недвижимостью, а также для 
государственных бюджетных учреждений субъектов Российской Федерации, осуществляющих 
государственную кадастровую оценку, и Росреестра в части совершенствования методологии 
массовой оценки объектов недвижимости.

Ключевые слова: стрит-ритейл, автоматизированная оценка недвижимости, коммерческая 
недвижимость, машинное обучение, геопространственные данные, большие языковые модели, LLM, 
мультимодальные данные
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стоимости применяются методы массовой оценки, 
основанные на статистическом (регрессионном) 
моделировании ценообразующих факторов. Раз-
работанная в статье методология, интегрирующая 
геопространственные данные и текстовые призна-
ки, извлеченные с помощью языковых моделей, 
позволяет более полно учитывать факторы, влияю-
щие на стоимость, и повышать точность прогнозов. 
Это открывает возможности для ее использования 
государственными бюджетными учреждениями 
субъектов РФ, осуществляющими кадастровую 
оценку, а также Росреестром при актуализации ме-
тодического обеспечения массовой оценки. Стои-
мостные показатели и их драйверы используются в 
управленческих решениях, включая:

	♦ кредитование и управление залоговым обеспече-
нием;

	♦ мониторинг и пересмотр риск-профиля порт-
феля;

	♦ принятие решений о купле-продаже недвижи-
мости, ребалансировке;

	♦ обоснование арендных ставок и условий догово-
ров;

	♦ планирование инвестиций в модернизацию 
и реновацию на уровне отдельных объектов и 
портфеля в целом.

В этой логике автоматизированная оценка явля-
ется компонентом управленческого контура, по-
зволяющим обеспечить регулярность, сопостави-
мость и масштабируемость измерения стоимости и 
факторов стоимости, что прямо отмечается в про-
фессиональных и надзорных документах по при-
менению автоматизированных моделей и качеству 
оценок.

Отметим, что содержательно задача оценки ком-
мерческой недвижимости не является «самоцелью» 
оценки: в корпоративной и банковской практике 
она выступает элементом управленческого конту-
ра, где стоимость и факторы стоимости использу-
ются для принятия решений. Профессиональные 
стандарты в области оценки также прямо фикси-
руют сценарии, когда в отчете или процессе могут 
использоваться результаты автоматизированной 
оценки, и подчеркивают, что ответственность за 
итоговый результат и профессиональное суждение 
остаются критически важными – то есть «эксперт 
в контуре» является условием внедрения [1]. Сле-
довательно, исследование AVM/ML-моделей для 

коммерческой недвижимости следует рассматри-
вать в плоскости бизнес-информатики как задачу 
построения устойчивых аналитических сервисов 
поддержки принятия управленческих решений.

1. Обзор литературы

Текущие традиционные методологические ос-
новы оценочной деятельности традиционно огра-
ничивают масштабируемость экспертной оценки 
ресурсами специалистов, стоимостью процедур и 
длительностью цикла оценки, что становится кри-
тичным при регулярном мониторинге портфелей 
недвижимости.

В связи с этим в профессиональной среде растет 
интерес к автоматизированным моделям оценки. 
На уровне европейской практики уже отмечается 
значительная распространенность автоматизиро-
ванной оценки и необходимость стандартов их при-
менения, включая контроль качества, систему 
управления, прозрачность и корректность данных. 
Королевский институт дипломированных сюрвей-
еров (RICS) в своих работах отмечает актуальность 
процесса автоматизации оценки и затрагивает тре-
бования корректного применения [1]. Как пока-
зывает Дарье, Шмидт с соавторами, в банковском 
сегменте оценка коммерческой недвижимости яв-
ляется критической частью управления рисками и 
контроля качества залогов; регуляторные и надзор-
ные материалы подчеркивают необходимость ис-
пользования актуальной рыночной информации и 
корректных процедур валидации оценок [2].

На уровне академических исследований совре-
менная литература фиксирует устойчивый переход 
от классических регрессионных моделей к алгорит-
мам машинного обучения, которые лучше работа-
ют с нелинейностями и взаимодействиями призна-
ков [3–7]. Наибольшее теоретическое развитие в 
настоящий момент получили модели построения 
индексов цен, оценивания отдельных объектов 
[3,  4]. Возможностям более комплексного мони-
торинга рынка коммерческой недвижимости при 
помощи моделей машинного обучения посвящена 
работа коллектива авторов из Регенсбургского уни-
верситета [5].

Важным направлением стало развитие интерпре-
тируемых моделей. В ряде работ подчеркивается, 
что выигрыш в точности сам по себе недостаточен 
для внедрения в профессиональную практику: тре-
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буется объяснение вклада факторов (например, че-
рез SHAP/feature attribution) и согласование с логи-
кой оценочной деятельности и риск-контроля [4, 6].

С развитием открытых и коммерческих источ-
ников геоданных, а также средств их обработки, 
значительную роль в оценке недвижимости при-
обрели геопространственные признаки: характе-
ристики доступности, плотности инфраструктуры, 
агломерационных эффектов и пространственной 
автокорреляции цен. Обзорные и методические 
исследования показывают, что GIS-факторы по-
вышают качество оценки и позволяют формали-
зовать то, что ранее часто учитывалось оценщиком 
эвристически [8].

Для моделей машинного обучения геопростран-
ственные данные особенно важны, поскольку по-
зволяют учитывать неоднородность рынков и 
контекста местоположения – ключевого фактора 
стоимости, не сводя его к грубым категориальным 
признакам. Отдельные работы Куклика, Мюллера 
и Беверунгена демонстрируют интеграцию GIS и 
глубокого обучения для автоматизированной оцен-
ки за счет более богатого представления локации и 
окружения [9]. В прикладных исследованиях Кана, 
Чжана и соавторов для задач оценивания и анализа 
динамики цен используются мультиресурсные гео-
данные, включая данные о мобильности, объекты 
интереса (POI) и доступность транспорта, что дает 
прирост качества и объяснимости по сравнению 
с моделями, основанными исключительно на та-
бличных характеристиках объекта [10].

Таким образом, включение геопространствен-
ных данных рассматривается как один из наибо-
лее результативных путей повышения точности и 
устойчивости AVM/ML-моделей, особенно в усло-
виях ограниченной полноты описаний объектов и 
высокой неоднородности городской среды.

Отдельное направление исследований связа-
но с гедоническими моделями, большими дан-
ными и современными ML-подходами к оценке 
недвижимости. Вэй и соавторы показывают раз-
витие гедонических моделей оценки недвижи-
мости в эпоху больших данных, а Хернес, Тутак, 
Надольны и Мазурек рассматривают примене-
ние машинного обучения в задачах оценки не-
движимости как самостоятельное направление 
прикладного моделирования [11,  12]. Эти рабо-
ты показывают, что повышение точности оценки 
достигается не только за счет выбора алгоритма, 

но и за счет расширения признакового простран-
ства, качества подготовки данных и корректной 
постановки задачи прогнозирования стоимости. 
В последнее время акцент теоретических разрабо-
ток сместился в плоскость оптимизации и приме-
нения неструктурированных источников инфор-
мации. Они привлекают внимание исследователей 
как способ извлечь качественные признаки, кото-
рые слабо представлены в табличных данных: со-
стояние отделки, «атмосферу» локации, функци-
ональные характеристики помещения, наличие 
витрин, особенности входной группы и др. Тексто-
вые данные долгое время применялись как вспо-
могательный источник, однако развитие методов 
обработки естественного языка позволило исполь-
зовать их системно для предсказания цен и повы-
шения полноты признакового пространства [13].

Дополнительное развитие получили мультимо-
дальные модели, объединяющие неоднородные 
источники данных и механизмы внимания для бо-
лее точного учета структуры объекта и его окруже-
ния; такой подход представлен, в частности, в работе 
Вана П.-Ю. и соавторов [14]. Современные исследо-
вания Геертса и соавторов оценивают возможности 
и ограничения LLM для оценки недвижимости и 
подчеркивают важность контроля качества, источ-
ников данных и интерпретируемости [15].

Для геопространственного направления от-
дельно фиксируется тренд на мультимодальные и 
LLM-ориентированные модели «геоинтеллекта», 
способные объединять пространственные пред-
ставления, тексты и иные источники для более 
богатого контекстного вывода [16]. Наряду с этим 
развивается направление мультимодальных под-
ходов и систем, ориентированных на объединение 
разных типов данных (табличные признаки, текст, 
геоданные, изображения) в единой архитектуре. 
Обзор Хуана, Ли, Чэня и Ляна подчеркивает, что 
выигрыш достигается прежде всего за счет компле-
ментарности источников и корректного проекти-
рования схемы слияния (fusion) [17]. 

Обзорные исследования по прогнозированию 
цен на недвижимость показывают, что качество 
моделей существенно зависит от состава входных 
данных: структурированных характеристик объек-
та, пространственного контекста, текстовых описа-
ний, изображений и иных источников информации 
[18]. Систематические обзоры AI- и ML-подходов, 
включая работу Текуабу и соавторов, также под-
тверждают, что дальнейшее развитие автомати-
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зированной оценки связано с комбинированием 
различных типов данных, повышением интерпре-
тируемости моделей и проверкой их применимости 
в реальных управленческих процессах [19].

С точки зрения бизнес-информатики важным 
является не только построение модели, но и ее по-
тенциальное встраивание в цифровые сервисы и 
управленческие контуры организаций. Исследова-
ния цифровой трансформации недвижимости по-
казывают, что развитие smart real estate и аналити-
ческих платформ связано с переходом от разовых 
оценочных процедур к регулярному мониторингу 
объектов и портфелей активов [20].

В русскоязычных исследованиях по рынку не-
движимости также отмечается перспектива ме-
тодов машинного обучения, однако сохраняют-
ся ограничения по данным, воспроизводимости и 
внедряемости результатов в управленческие про-
цессы организаций [21–25]. Российские работы 
рассматривают как общие проблемы моделирова-
ния стоимости недвижимости, так и прикладные 
задачи оценки коммерческих объектов, использо-
вания искусственного интеллекта и геоаналитики. 
В то же время сохраняется научный и прикладной 
пробел в воспроизводимых мультимодальных ре-
шениях для коммерческой недвижимости на ло-
кальных рынках при одновременном соблюдении 
требований интерпретируемости и встраивания 
в управленческие процессы организаций. Пио-
нерным направлением в выбранной предметной 
области видится переход всего накопленного те-
оретического и практического опыта в создание 
полноценного аналитического сервиса, поддержи-
вающего управленческие решения в условиях циф-
ровой трансформации отрасли недвижимости.

2. Методы

Методология включает формирование корпу-
са данных, поэтапное обогащение признакового 
пространства геопространственными характери-
стиками (координаты, расстояния) и интерпрети-
руемыми признаками, извлеченными из текстовых 
описаний с помощью русскоязычной языковой 
модели GigaChat. Для моделирования примене-
ны алгоритмы градиентного бустинга CatBoost и 
LightGBM с оптимизацией гиперпараметров на об-
учающей выборке (с использованием кросс-вали-
дации) и финальной проверкой качества на тесто-
вой выборке.

Логика эксперимента основана на последова-
тельном расширении признакового пространства 
модели оценки стоимости коммерческой недвижи-
мости в сегменте стрит-ритейл. Такой подход по-
зволяет изолированно оценить вклад различных 
типов данных в точность прогнозирования. В рам-
ках исследования формируется три взаимосвязан-
ных конфигурации модели, каждая из которых до-
полняет предыдущую.

Первая конфигурация (Baseline) включает толь-
ко структурированные признаки, которые обычно 
присутствуют в объявлениях: площадь помещения, 
этаж, назначение объекта, характеристики здания, 
административный район, а также параметры це-
нового предложения. Эти данные составляют ми-
нимальный набор информации, доступный без об-
ращения к внешним источникам и без применения 
методов обогащения данных.

Вторая конфигурация (Baseline + GEO) расши-
ряет базовую модель за счет включения геопро-
странственных характеристик. Адреса объектов 
преобразуются в координаты, после чего рассчиты-
ваются расстояние до центра города и расстояние 
до ближайшей станции метро. Эти признаки ко-
личественно отражают влияние местоположения, 
которое традиционно учитывается экспертами при 
ручной оценке, но редко формализуется в таблич-
ных данных.

Третья конфигурация (Baseline + GEO + LLM) 
дополняет модель интерпретируемыми качествен-
ными признаками, извлеченными из текстовых 
описаний с применением языковой модели. Тексты 
объявлений содержат важные характеристики – та-
кие как высота потолков, наличие витрин, наличие 
отдельного входа, элементы отделки, которые часто 
отсутствуют в структурированном виде. Использо-
вание языковой модели позволяет систематически 
извлечь эти параметры и интегрировать их в модель, 
формируя мультимодальное признаковое простран-
ство. Такой подход воссоздает часть логики тради-
ционной оценочной практики, в которой качествен-
ные характеристики объекта играют значимую роль.

Таким образом, полный массив собранных дан-
ных включает 18416 объектов стрит-ритейл, распо-
ложенных в г. Москве и Московской области. Он 
содержит 50 признаков различной природы, вклю-
чая структурированные характеристики помеще-
ний, геопространственные данные и интерпрети-
руемые признаки.
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Для всех трех конфигураций применяется еди-
ная схема моделирования на основе градиентно-
го бустинга по решающим деревьям (CatBoost и 
LightGBM). Эти алгоритмы устойчивы к пропу-
скам, способны учитывать нелинейные взаимодей-
ствия между признаками и работают эффективно 
на больших выборках, что делает их подходящими 
для задач оценки недвижимости. Оптимизация ги-
перпараметров проводится с использованием со-
временных процедур автоматизированного пере-
бора, обеспечивающих стабильность результатов.

Качество моделей оценивается по нескольким 
метрикам прогнозирования: средней абсолютной 
процентной ошибке (MAPE), средней абсолют-
ной ошибке (MAE), среднеквадратичной ошибке 
(RMSE) и коэффициенту детерминации (R2). При-
менение нескольких метрик позволяет комплексно 
оценить точность предсказаний, а использование 
статистических тестов для связанных выборок обе-
спечивает проверку значимости различий между 
конфигурациями моделей.

Для интерпретации результатов применяется 
анализ SHAP-значений, позволяющий количе-
ственно оценить вклад каждого признака в прогноз 
стоимости. Такой подход обеспечивает прозрач-
ность модели и делает возможным сопоставление 
ее поведения с профессиональной логикой оценоч-
ной деятельности, где определение факторов стои-
мости и их влияния является ключевым элементом 
экспертного анализа. На вход модели подаются:
1.	 Структурированные характеристики объекта.
2.	 Геопространственные признаки окружения и 

доступности.
3.	 Текстовые описания, из которых автоматически 

извлекаются дополнительные признаки.

Для обеспечения воспроизводимости экспери-
мента в анализируемом массиве данных использо-
вались унифицированные англоязычные названия 
переменных. Переменная price_per_sq_m соот-
ветствует удельной цене объекта, руб./м²; area –  
площади помещения; floor – этажу расположения 
объекта; latitude и longitude – широте и долготе объ-
екта; distance_to_center_km – расстоянию до центра 
Москвы в километрах. Признаки, извлеченные из 
текстовых описаний с помощью языковой модели, 
имеют префикс llm: llm_has_showcase отражает на-
личие витринного остекления, а llm_ceiling_height – 
высоту потолков, извлеченную из описания объяв-
ления.

На выходе формируется прогноз удельной сто-
имости или ставки (в зависимости от постановки), 
а также разложение вклада факторов, интерпре-
тируемое как объяснение результата для контро-
ля качества и принятия решений. Использование 
объяснимости (например, на основе SHAP) по-
зволяет: выявлять ключевые драйверы стоимости, 
проверять устойчивость модели, обнаруживать 
нетипичные объекты/выбросы и формировать ос-
нования для управленческих действий (переоцен-
ка, углубленная проверка, корректировка входных 
данных).

Обработка выбросов проводилась в два этапа. На 
первом этапе, после фильтрации данных по Москве 
и удаления записей с пропусками (объем выборки 
составил n = 14469), был проведен анализ целевой 
переменной – удельной цены price_per_sq_m. Для 
идентификации выбросов использовалось правило 
межквартильного размаха (IQR): выбросами счита-
лись наблюдения со значениями вне интервала:

[Q1 − 1,5 ∙ IQR;  Q3 + 1,5 ∙ IQR], 

где Q1 и Q3 – первый и третий квартили, 

IQR = Q3 − Q1. 

Чтобы устранить влияние экстремальных значе-
ний, но сохранить объем данных, была применена 
винзоризация (winsorization) – все значения ниже 
нижней границы заменялись на нижнюю границу, 
а значения выше верхней границы – на верхнюю.

На втором этапе, уже в рамках эксперимента 
по построению моделей, была реализована про-
цедура обнаружения и удаления выбросов на об-
учающей выборке. После разделения данных на 
обучающую (80%) и тестовую (20%) выборки для 
целевой переменной в обучающей выборке вы-
числялись те же границы IQR. Все объекты, попа-
дающие в интервал выбросов, удалялись только из 
обучающей выборки, при этом тестовая выборка 
оставалась неизменной для объективной оценки 
качества. Такая двухэтапная стратегия гарантиру-
ет, что информация о выбросах не просачивается 
из теста в обучение, и обеспечивает воспроизво-
димость результатов. В нашем случае после пред-
варительной винзоризации выбросы в данных 
отсутствовали, поэтому второй этап не привел к 
дополнительному удалению наблюдений, однако 
он полностью реализован в коде и готов к приме-
нению при работе с исходными необработанными 
данными.
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Исходное распределение удельной цены харак-
теризовалось правосторонней асимметрией (коэф-
фициент асимметрии до обработки составлял 0,83). 
Для приведения распределения к более симметрич-
ному виду и улучшения сходимости моделей гради-
ентного бустинга была применена логарифмическая 
трансформация:

ylog = ln(y), 

где y – удельная цена в руб./м². 

После логарифмирования коэффициент асим-
метрии снизился до –0,23, что свидетельствует о 
близости распределения к нормальному. Все моде-
ли обучались на логарифмированной переменной, 
при расчете итоговых метрик (MAPE, MAE, RMSE, 
R²) прогнозы преобразовывались обратно в исход-
ный масштаб с помощью экспоненцирования.

3. Результаты

Статистические характеристики целевой пере-
менной – удельной цены коммерческой недви-
жимости, после фильтрации данных по Москве и 
удаления записей с пропусками (n  =  14469) пред-
ставлены на рисунке 1. Среднее значение удельной 
стоимости составило 298 тыс. руб./кв. м, медиана –  
268 тыс. руб./кв. м, коэффициент асимметрии  
равен 0,83.

В рамках эксперимента дополнительно реализо-
вана процедура обнаружения выбросов: границы 
межквартильного размаха (IQR) рассчитывались 
исключительно на обучающей выборке. На рисунке 2  
представлено распределение удельной цены после 
применения процедуры винзоризации.

Вертикальная линия на рисунке 2 соответствует 
верхней границе IQR (659 тыс. руб./м²), вычислен-
ной на обучающей выборке в ходе эксперимента.

Логарифмирование целевой переменной позво-
лило дополнительно снизить асимметрию распреде-
ления (коэффициент асимметрии логарифмирован-
ных значений составил –0,23), что способствовало 
более устойчивому обучению моделей градиентного 
бустинга и повышению точности прогнозов.

Для построения моделей машинного обучения 
использовалась фильтрованная подвыборка, объ-
ем которой составляет 14469 наблюдений. Такая 
фильтрация обусловлена необходимостью обе-
спечения однородности рыночных условий, со-
поставимости объектов и корректности геопро-
странственного анализа. Именно эта подвыборка 
применялась для формирования обучающих и те-
стовых выборок, расчета метрик качества и прове-
дения SHAP-анализа.

Для проверки гипотез исследования были 
построены три конфигурации моделей: базовая 
(Baseline), расширенная геопространственными 
признаками (Baseline+GEO) и мультимодальная 
(Baseline+GEO+LLM). Все модели обучались на 
одинаковой выборке, с использованием алгоритмов 
CatBoost и LightGBM. Результаты представлены в 
таблице 1.

Сравнение моделей демонстрирует устойчи-
вое улучшение качества прогнозирования по мере 
расширения признакового пространства. Добавле-
ние геопризнаков приводит к наиболее значимо-
му снижению ошибки: для CatBoost улучшение со-
ставляет 4,38 процентных пункта MAPE (≈17,3%), 

Рис. 1. Распределение удельной цены (тыс. руб./м²) до винзоризации.
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для LightGBM – 5,02 процентных пункта (≈20,1%), 
что подтверждается значениями R² на рисунке 3. 
Наблюдается рост объясняющей способности мо-
делей после добавления локальных факторов. Эта 
часть эксперимента полностью подтверждает ги-

потезу о значимости пространственного контекста 
для стоимости стрит-ритейл, а также согласуется с 
SHAP-анализом, где признаки, связанные с рас-
стоянием до центра и координатами, занимают ве-
дущие позиции.

Рис. 2. Распределение удельной цены (тыс. руб./м²) после винзоризации.

Таблица 1.
Метрики точности моделей в трех конфигурациях признаков

Набор признаков Алгоритм MAPE, % MAE, руб. R2

Baseline CatBoost 25,28 66717 0,6024

Baseline LightGBM 24,99 64536 0,6433

Baseline + GEO CatBoost 20,90 55372 0,7135

Baseline + GEO LightGBM 19,97 51815 0,7409

Baseline + GEO + LLM CatBoost 20,57 54665 0,7261

Baseline + GEO + LLM LightGBM 19,32 50271 0,7615

Рис. 3. Сравнение ошибки MAPE и коэффициента R2 для моделей CatBoost и LightGBM.
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Дополнение модели интерпретируемыми тек-
стовыми признаками, извлеченными языковой 
моделью, обеспечивает умеренное, но устойчивое 
улучшение качества: снижение MAPE на 0,33 п. п. 
для CatBoost и на 0,65 п. п. для LightGBM, что соот-
ветствует относительному улучшению на 1,6–3,3%. 
Несмотря на меньший масштаб влияния по срав-
нению с геоданными, эффект остается статистиче-
ски значимым по результатам парного t-критерия 
и критерия Уилкоксона (p  <  0,05). Эти результа-
ты указывают, что семантические характеристики 
объектов, отражающие их функциональное каче-
ство, несут дополнительную информативность, не-
доступную в табличных данных.

Интерпретация влияния факторов проводилась 
на основе SHAP-анализа для обеих финальных 
моделей. Ранг важности признаков для LightGBM 
(рис. 4) подтверждает ключевую роль геопростран-
ственных переменных: distance_to_center_km –  
расстояния до центра Москвы в километрах, longi-
tude – долготы объекта и latitude – широты объекта. 
Эти признаки формируют ядро модели и отражают 
влияние пространственного положения объекта на 
его стоимость. Структурные признаки, такие как 
area – площадь помещения и floor – этаж распо-
ложения объекта, сохраняют стабильное влияние, 
характерное для классических подходов оценки. 
Особый интерес представляет позиция LLM-при-
знаков: llm_has_showcase – наличие витринного 
остекления и llm_ceiling_height – высота потолков, 

извлеченная из текстового описания объявления, 
занимают 8–9 места в рейтинге важности, что под-
тверждает их вклад в итоговые прогнозы.

Аналогичная структура значимости наблюдается 
в модели CatBoost (рис. 5), что подчеркивает устой-
чивость выводов независимо от алгоритма.

Таким образом, результаты эксперимента по-
казывают, что включение геопространственных 
данных обеспечивает наиболее значимый прирост 
точности и объясняющей способности модели, 
тогда как интеграция LLM-признаков позволяет 
дополнительно улучшить прогноз за счет выявле-
ния важных качественных характеристик объек-
тов, отсутствующих в структуре исходных данных. 
Наилучшие результаты получены для LightGBM 
с полным набором признаков, что делает данную 
мультимодальную конфигурацию предпочтитель-
ной для практических задач автоматизированной 
оценки коммерческой недвижимости в сегменте 
стрит-ритейл.

Для визуальной оценки качества предсказаний 
на рисунке 6 представлена диаграмма рассеяния 
фактических и предсказанных значений удель-
ной цены на тестовой выборке для лучшей модели 
(LightGBM с полным набором признаков после оп-
тимизации гиперпараметров). Большинство точек 
концентрируется вдоль линии идеального пред-
сказания, что свидетельствует о высокой точности 
модели. Отклонения от линии возрастают с ростом 

Рис. 4. Распределение влияния признаков (SHAP values) LightGBM (Optimized).
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Рис. 6. Сравнение фактических и предсказанных  
значений удельной цены на тестовой выборке  

для модели LightGBM с полным набором признаков  
после оптимизации гиперпараметров.

цены, что характерно для моделей, обученных на 
логарифмированной целевой переменной. Значе-
ния MAPE и R², приведенные на графике, подтвер-
ждают эффективность предложенного подхода.

4. Дискуссия

Полученные результаты демонстрируют, что 
использование мультимодального набора данных 
принципиально меняет качество и структуру мо-

Рис. 5. Топ-15 самых важных признаков CatBoost (Optimized).

дели оценки стоимости коммерческой недвижи-
мости. Наибольший вклад в повышение точности 
обеспечивают геопространственные признаки, 
что подтверждает фундаментальную для класси-
ческой оценочной теории роль местоположения. 
Формализованное включение расстояния до цен-
тра города, координат и других пространствен-
ных характеристик позволяет преобразовать ин-
туитивно-прикладные представления экспертов в 
воспроизводимый количественный формат. Су-
щественное снижение ошибки после добавления 
геопризнаков (17–20% в зависимости от алгоритма)  
свидетельствует, что пространственный контекст 
является ключевой детерминантой рыночной стои-
мости в условиях крупного мегаполиса с выражен-
ной полицентричной структурой.

Дополнение модели интерпретируемыми семан-
тическими признаками, извлеченными из тексто-
вых описаний с использованием языковой модели 
GigaChat, приводит к дополнительному приросту 
точности, хотя и меньшего масштаба по сравне-
нию с геопространственными характеристиками. 
Этот результат логичен: качественные особенности 
помещений – высота потолков, наличие витрин, 
входные группы – действительно учитываются 
рынком, но влияние этих факторов менее универ-
сально, чем влияние пространственного положе-
ния. Текстовые компоненты объявлений содержат 
скрытую структурируемую информацию, традици-
онно анализируемую экспертами вручную, и сей-
час доступную для включения в модель в автомати-
ческом формате.
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Интересным наблюдением является смеще-
ние значений SHAP для некоторых семантических 
признаков, например, наличия витрин. Это может 
отражать специфику выборки: витрины зачастую 
характерны для помещений на периферии, в соста-
ве торговых галерей или объектов повседневного 
спроса, что может снижать их влияние на удельную 
стоимость. Такой результат подчеркивает важность 
контекстной интерпретации и демонстрирует, что 
мультимодальная модель не заменяет эксперта, а 
требует его участия в анализе факторов, связанных 
с качественными особенностями объектов.

Структура важности признаков подтверждает 
согласованность трех типов данных. Предложен-
ная конфигурация отражает экономическую при-
роду ценообразования коммерческих помещений 
уличного формата: стоимость определяется ком-
плексом факторов, среди которых пространствен-
ный контекст является доминирующим, тогда как 
качественные характеристики усиливают или осла-
бляют базовый эффект.

Одним из распространенных аргументов против 
применения методов машинного обучения в оце-
ночной деятельности является опасение относи-
тельно воспроизводимости результатов и их соответ-
ствия требованиям федеральных стандартов оценки 
(ФСО). В данном исследовании мы уделили особое 
внимание обеспечению воспроизводимости: во всех 
экспериментах фиксировался генератор случайных 
чисел (SEED = 42), что гарантирует идентичное раз-
биение выборок при повторении расчетов. Параме-
тры алгоритмов (количество итераций, глубина де-
ревьев, скорость обучения и др.) описаны в тексте и 
могут быть непосредственно использованы други-
ми исследователями. Применение кроссвалидации 
с фиксированным разбиением также способствует 
устойчивости и повторяемости оценок.

При этом важно подчеркнуть, что предлагаемый 
подход не противоречит, а дополняет традицион-
ную экспертную оценку. Роль профессионально-
го суждения остается ключевой, а автоматизация 
лишь формализует учет большого числа факторов, 
включая геопространственные и текстовые призна-
ки. Действующие стандарты (например, ФСО № 7) 
допускают использование математических моделей 
при условии их обоснованности и проверки адек-
ватности. Мы полагаем, что развитие технологий (в 
том числе методов машинного обучения) неизбежно 
приведет к совершенствованию нормативной базы, 
и данная работа демонстрирует один из возможных 

путей такого развития, способствуя повышению 
точности и объективности оценки коммерческой 
недвижимости.

Следует также отметить, что в настоящее вре-
мя оценочное сообщество часто ограничено в ре-
сурсах для внедрения современных аналитических 
инструментов. Однако накопление открытых дан-
ных, доступность вычислительных сред и появление 
удобных программных интерфейсов постепенно 
снижают этот барьер. Представленная методоло-
гия может служить основой для создания доступных 
сервисов поддержки оценки, не требующих от экс-
перта глубоких навыков программирования.

Заключение

Включение геопространственных признаков обе-
спечивает статистически значимое (p  <  0,05) сни-
жение средней абсолютной процентной ошибки 
(MAPE) на 17,3% (CatBoost) и 20,1% (LightGBM) от-
носительно базовой модели. Интеграция LLM-при-
знаков (высота потолков, наличие витрин) дает до-
полнительное значимое улучшение точности на 
1,6% и 3,3% соответственно. Наилучший резуль-
тат продемонстрировала мультимодальная модель 
LightGBM (MAPE = 19,32%, R² = 0,7615). Предло-
женная мультимодальная методология, объединя-
ющая табличные, геопространственные и тексто-
вые признаки, обеспечивает существенный прирост 
точности и воспроизводимости модели, формализуя 
и автоматизируя учет факторов, традиционно оста-
вавшихся в сфере экспертного суждения. SHAP-ана- 
лиз подтверждает ключевую роль пространственных 
факторов и значимый вклад качественных характе-
ристик объектов.

Экспериментальные результаты, полученные на 
репрезентативной выборке по Москве, позволяют 
сделать следующие выводы:

	♦ геопространственный контекст является ключе-
вым драйвером стоимости;

	♦ текстовые данные содержат скрытую семантиче-
скую информацию, значимую для оценки;

	♦ мультимодальный подход эффективен.

Перспективы дальнейших исследований свя-
заны с расширением мультимодального подхода 
за счет включения новых типов данных (напри-
мер, изображений фасадов), углубленного анализа 
транспортной и пешеходной доступности, адапта-
ции методологии к сегменту жилой недвижимости 
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в сочетании с совершенствованием методов вали-
дации и калибровки LLM для задач анализа при-
влекательности и определения оценочной стоимо-
сти объектов недвижимости.

Предложенный подход может быть также 
адаптирован для задач государственной кадастро-
вой оценки. Его применение позволит повысить 
объективность и экономическую обоснованность 
кадастровой стоимости объектов коммерческой 
недвижимости, что соответствует современным 

требованиям к качеству массовой оценки, установ-
ленным законодательством РФ.

Важным направлением дальнейших исследова-
ний является интеграция официальных данных о 
сделках с недвижимостью, доступ к которым рас-
ширяется в рамках государственной политики от-
крытых данных. Это позволит повысить точность 
моделей, в частности за счет учета скидок на торг, и 
обеспечит более надежную валидацию результатов 
массовой оценки. 
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Abstract

The aim of this paper is to substantiate methodological approaches to commercial real estate valuation 
through the integration of heterogeneous data, and to demonstrate their application within the Moscow 
market. A methodology for constructing a multimodal automated valuation model (AVM) is presented, 
built on the integration of structured, geospatial, and semantic data. The study was conducted in the street 
retail segment of the Moscow commercial real estate market. Three sequential feature configurations 
were developed: a baseline model, a model extended with geospatial characteristics, and a model further 
augmented with interpretable features extracted from property text descriptions via the GigaChat 
language model. Modeling was performed with CatBoost and LightGBM algorithms. Hyperparameters 
were optimized through cross-validation on the training sample, and final model quality was assessed on 
a held-out test set. Adding geospatial features reduces the mean absolute percentage error by 17–20% for 
both algorithms-a significant reduction. The inclusion of LLM-derived semantic features yields a further 
accuracy gain of 1.6–3.3%. SHAP analysis confirms the dominant role of spatial factors, while qualitative 
property characteristics also contribute meaningfully to model output. The multimodal approach 
delivers higher accuracy and interpretability than conventional single-source models, demonstrating its 
applicability to mass appraisal tasks and its practical value for the banking sector, real estate developers, 
and valuation firms. The theoretical contribution of this work lies in identifying a viable direction for 
the development of valuation methodology in the era of digital data. The approach does not substitute 
for expert judgment. It reinforces it, providing practitioners with a scalable, reproducible, and objective 
analytical instrument that formally incorporates both spatial and semantic context. The results have 
practical relevance for real estate lending institutions, valuation companies, and entities owning or 
managing commercial property portfolios. They are also directly applicable to regional state budgetary 
institutions of the Russian Federation responsible for cadastral valuation, and to Rosreestr (the Federal 
Service for State Registration, Cadaster and Cartography) in its efforts to advance mass property appraisal 
methodology at the national level.
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Аннотация

Управление знаниями является стратегическим приоритетом для организаций в условиях 
цифровой трансформации бизнеса. Консалтинговые компании, чья деятельность основана на 
интеллектуальном капитале, сталкиваются с нарастающим разрывом между темпами генера-
ции новых знаний и организационными возможностями их освоения. Происходит сокращение 
жизненного цикла знаний и традиционные модели управления утрачивают свою эффективность.  
Вместе с тем в научной литературе отмечается дефицит комплексных исследований, учитывающих 
специфику цифровой трансформации бизнеса и позволяющих провести оценку эффективности 
моделей в контексте бизнес-результатов организаций. Цель работы заключается в разработке 
и эмпирической верификации положений концептуальной модели управления знаниями в 
процессе цифровой трансформации бизнеса на примере консалтинговых компаний. Методология 
исследования подразумевает формирование многослойной авторской концептуальной модели 
и разработке структурированного набора метрик оценки эффективности управления знаниями 
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Введение

В условиях нарастающего объема данных во 
внешней среде и увеличения темпов разви-
тия цифровых технологий, цифровая транс-

формация организаций становится непрерывным 
процессом, а эффективное управление знаниями 
приобретает статус стратегического актива [1].

Для организаций, чья деятельность основана на 
интеллектуальном капитале, и, в частности, для 
консалтинговых компаний, знания являются ос-
новным производственным ресурсом и объектом 
коммерциализации для достижения целей и обе-
спечения устойчивости бизнеса [2, 3]. Однако, по 
данным ряда исследований, период устаревания 
знаний сократился вдвое за последние десять лет 
[4,  5]. Существенное влияние на процессы циф-
ровой трансформации и управления знаниями в 
специфике для российской экономики также ока-
зали санкционные ограничения, уход крупных за-
рубежных организаций и вендоров цифровых ре-
шений после 2022 года [6].

С учетом высокой динамики изменений во 
внешней среде, модель SECI [7], процессный под-
ход [8], ресурсная теория фирмы [9] и теория орга-
низационного обучения [10, 11], лежащие в основе 

традиционных подходов к управлению знаниями 
организации, утрачивают свою эффективность. 
Становятся востребованы комплексные подходы 
к управлению знаниями [12], методы выявления и 
устранения барьеров формализации знаний [13] и 
возрастает роль интеллектуального капитала [14] в 
контексте нужд регулярного проведения цифровой 
трансформации бизнеса.

Модель цифровой зрелости [15] и исследова-
ния интеграции технологий в процессы управ-
ления знаниями [4,  16–18] представляют широ-
кую теоретическую базу, однако в литературных 
источниках остаются недостаточно раскрыты мо-
дели управления знаниями, интегрирующие тех-
нологические, процессные и культурные аспекты 
в единую архитектуру, адаптированную к усло-
виям цифровой трансформации бизнеса [19,  20]. 
Одним из ключевых факторов остается неодно-
значность оценки результативности управления 
знаниями и эмпирической верификации их со-
ответствия актуальному контексту бизнеса, фор-
мулы и показатели, применяемые для оценки, не 
учитывают бизнес-метрики операционной дея-
тельности организаций [21]. Данное исследование 
направлено на комплексное изучение деятельно-
сти организаций с высокой степенью зависимости 

в организации. Верификация положений проведена на основании результатов опроса 1267 со-
трудников пяти крупнейших российских консалтинговых компаний с последующим анализом 
методами описательной статистики, таблиц сопряженности, кластерного анализа (метод Уорда) 
и бинарной логистической регрессии. Эмпирические результаты подтвердили статистически 
значимую связь между результатами цифровой трансформацией бизнеса и эффективностью 
управления знаниями. Результаты вносят вклад в развитие теории управления знаниями 
применительно к условиям цифровой трансформации бизнеса и могут быть использованы при 
формировании стратегий развития систем управления знаниями. Сформированы и обоснованы 
рекомендации в специфике для консалтинговых компаний.

Ключевые слова: управление знаниями, цифровая трансформация бизнеса, консалтинговые компании, 
концептуальная модель, метрики оценки эффективности, жизненный цикл знаний, интеллектуальный 
капитал

Цитирование: Архипов А. А., Богданова Т. К. Разработка концептуальной модели и метрик оценки 
эффективности управления знаниями в процессе цифровой трансформации бизнеса на примере 
консалтинговых компаний // Бизнес-информатика. 2026. Т. 20. № 2. С. 38–60.  
https://doi.org/10.17323/2587-814X.2026.2.38.60
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от интеллектуального капитала – консалтинговых 
компаний в области управления знаниями в про-
цессе цифровой трансформации бизнеса.

Целю работы является разработка и эмпириче-
ская верификация положений концептуальной мо-
дели управления знаниями на примере консалтин-
говых компаний. Для достижения заявленной цели 
была разработана многослойная архитектура кон-
цептуальной модели, основанная на жизненном ци-
кле знаний, разработан структурированный набор 
метрик оценки эффективности, интегрирующий 
бизнес-показатели и проведена эмпирическая ве-
рификация положений на примере бизнеса консал-
тинговых компаний путем анализа данных опроса 
сотрудников.

1. Теоретические основы исследования  
и обзор литературы

1.1. Управление знаниями  
в специфике для консалтинговых компаний

Консалтинговые компании являются органи-
зациями с высокой интенсивностью использова-
ния знаний, где интеллектуальный капитал имеет 
три измерения: человеческое (кадровое), органи-
зационное и социальное (клиентское) [1]. Знания 
представляют собой совокупность данных, опыта, 
методов и стратегий, используемых для анализа, 
диагностики и решения бизнес-задач клиентов [3]. 
Бизнес-услуги (стратегические рекомендации, ме-
тодологии, дорожные карты, диагностические от-
четы, цифровые решения) являются материализо-
ванными знаниями в различных формах [2].

Специфика управления знаниями в консалтинге 
характеризуется пятью ключевыми свойствами: ди-
намичность, контекстуальность, социальная при-
рода, трудность формализации, комбинативность 
[13, 22]. Традиционные стратегии управления зна-
ниями не отвечают актуальным задачам цифро-
вой трансформации бизнеса в контексте консал-
тинговых компаний. Модель SECI [7] обосновала 
механизмы трансформации явных и неявных зна-
ний, однако она предполагает стабильность орга-
низационного контекста и непрерывность спирали 
знаний, что не соответствует проектной структуре 
консалтинговой деятельности. Процессный под-
ход [8] определил знания как совокупность опыта, 
ценностей и контекстной информации, однако ав-
торами не были предложены механизмы автомати-
зации при экспоненциальном росте объемов дан-

ных и развитии цифровых технологий. Ресурсная 
теория фирмы [9] обосновала стратегическую цен-
ность знаний, однако не учитывала сокращение их 
жизненного цикла и необходимость обновления.

Цифровая трансформация бизнеса стала для 
российских консалтинговых компаний одним из 
ключевых аспектов деятельности в следствии ухода 
международных фирм и утраты доступа к ресурсам 
глобальных сетей после 2022 года. Российские под-
разделения были реорганизованы в самостоятель-
ные организации и столкнулись с необходимость 
формирования собственных подходов к управле-
нию знаниями и организации операционных про-
цессов.

Другим важным аспектом стал феномен увели-
чения разрыва знаний: скорость появления новой 
информации, технологий и экспертизы во внеш-
ней среде превосходит возможность организаций 
по сбору и использованию этих данных. Утрата 
доступа к глобальным системам знаний создала 
уникальную потребность российского рынка в на-
учно-обоснованных подходах к построению соб-
ственных систем управления знаниями с использо-
ванием преимуществ цифровых технологий.

1.2. Взаимосвязь процессов  
цифровой трансформации  

и управления знаниями

Цифровая трансформация представляет собой 
не только внедрение технологий, но фундамен-
тальное изменение бизнес-модели, процессов и 
культуры организации через использование техно-
логических решений для создания новой ценности 
[4]. Знания являются важным ресурсом в процессе 
осуществления цифровой трансформации бизнеса, 
поскольку создают ограничения для выбора того 
или иного цифрового решения или же, наоборот 
расширяют возможности проведения изменений в 
процессах и интеграции систем [10]. С учетом ре-
гулярного обновления технологических средств и 
появления новых решений, развитие моделей и ме-
тодов управления знаниями имеет важное значе-
ние для обеспечения долгосрочного конкурентно-
го преимущества [23].

В процессе цифровой трансформации бизне-
са знания не только могут являться ресурсом, но 
и объектом проведения изменений [10]. Цифро-
вые технологии также трансформируют и способы 
создания, хранения, передачи и применения орга-
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низационных знаний [4]. Эмпирические исследо-
вания демонстрируют прямую связь между эффек-
тивностью управления знаниями и результатами 
цифровой трансформации: организации с разви-
тыми практиками управления знаниями достигают 
более высоких показателей успешности трансфор-
мационных инициатив [24].

Управление знаниями снижает риски цифро-
вой трансформации через систематизацию опыта 
и создание институциональной базы данных [25]. 
Документированные результаты неудачных вне-
дрений и извлеченные уроки позволяют избегать 
повторения ошибок, что особенно важно в консал-
тинговых компаниях, где могут быть существенны-
ми репутационные потери от неудачных проектов 
[26]. Управление знаниями ускоряет адаптацию к 
технологическим изменениям через создание об-
учающих ресурсов и экспертных сообществ. Ор-
ганизации с формализованными процессами пе-
редачи знаний сокращают время освоения новых 
технологий [24], в контексте консалтинговых ком-
паний это означает более быструю интеграцию но-
вых методологий и инструментов в проектную ра-
боту [26].

1.3. Авторская  
типология знаний

Традиционные типологии не учитывают вре-
менной фактор знаний: период их актуальности, 
скорость устаревания и время, необходимое для 
освоения, что на сегодняшний день является од-
ним из ключевых факторов для работы с информа-
цией и обоснованием необходимости инвестиций в 
развитие системы управления знаниями [27]. Про-
ектно-ориентированная природа консалтинговой 
деятельности создает уникальные характеристики 
знаний: временность (знания создаются для кон-
кретного проекта и могут быть нерелевантны по-
сле), уникальность (каждый проект требует специ-
фической комбинации знаний) и распредленность 
(знания разделены между консультантами, клиен-
тами, документами) [28]. Еще одним аспектом яв-
ляется отсутствие критерия автоматизации знаний, 
поскольку с появлением новых технологий стано-
вится важным различать типы знаний по возмож-
ности их оцифровки и автоматизации [29]. Су-
ществующие типологии не предоставляют ясных 
критериев для определения стратегической ценно-
сти разных типов знаний [27].

Авторская классификация, представленная в 
таблице 1, предполагает разделение на три типа зна-
ний в зависимости от источника их формирования: 
проектные знания (опыт, выученные уроки, реше-
ния проблем) возникают в процессе операционной 
деятельности, характеризуются высокой контек-
стуальностью и требуют адаптации при повторном 
использовании, исследовательские знания (отрас-
левые обзоры, бенчмарки, тренды) являющиеся 
результатом систематических исследований и об-
ладающие универсальностью, но подверженные 
быстрому устареванию и экспертные знания (ин-
туиция, паттерн-распознавание, стратегическое 
мышление), представляют собой неявные знания 
специалистов и отличаются высокой ценностью 
при значительной сложности извлечения и форма-
лизации.

Таблица 1.
Авторская типология знаний

По источнику 
возникновения

По потенциалу 
цифровизации

По стратегической 
ценности

Проектные  
знания

Высокая 
кодифицируемость

Ключевые  
знания

Исследовательские 
знания

Средняя 
кодифицируемость

Обеспечивающие 
знания

Экспертные  
знания

Низкая 
кодифицируемость

Товарные  
знания

Знания классифицируются по степени кодифи-
цируемости, определяющей приоритетность и глу-
бину их автоматизации. Знания высокой кодифи-
цируемости (методологии, чек-листы, шаблоны, 
лучшие практики) формализуются с наименьшими 
затратами ресурсов и составляют первую волну ав-
томатизации. Знания средней кодифицируемости 
(аналитические фреймворки, диагностические мо-
дели) требуют гибридных подходов, сочетающих 
цифровые инструменты и экспертное участие, и 
относятся ко второй волне автоматизации. Знания 
низкой кодифицируемости (креативность, эмпа-
тия, политическая чувствительность) остаются у 
сотрудников, а цифровые технологии поддержива-
ют их, но не замещают.

Стратегическая значимость знаний определяет 
выбор управленческой стратегии. Ключевые знания 
(уникальные методологии, авторские фреймвор-
ки) создают конкурентное преимущество компа-
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нии и требуют стратегии защиты. Обеспечивающие 
знания (стандарты, методологии) необходимы для 
операционной деятельности, но не являются уни-
кальными, поэтому приоритетом управления ими 
выступает автоматизация и снижение затрат. То-
варные знания (базовые отраслевые сведения, пу-
бличная статистика) общедоступны на рынке, их 
оптимальной стратегией является аутсорсинг и ис-
пользование внешних источников.

2. Многослойная концептуальная модель 
управления знаниями

Представленная в таблице  1 типология знаний 
соотносится с жизненным циклом знаний и явля-
ется основой для многослойной концептуальной 
модели. Жизненный цикл знания представляет со-
бой последовательность взаимосвязанных стадий, 
каждая из которых характеризуется определен-
ным состоянием и специфическими механизмами 
управления в условиях цифровой трансформации 
(таблица 2).

На стадии создания знание формируется в ре-
зультате проектной деятельности, исследований 
или экспертного опыта и находится в состоянии 
черновика, требующего первичной фиксации. Ста-
дия проверки обеспечивает валидацию и верифи-
кацию созданного знания, по итогам которой оно 
приобретает статус подтвержденного и становится 
пригодным для организационного использования. 
На стадии публикации знание размещается в кор-
поративных системах управления знаниями и пе-
реходит в активное состояние, обеспечивающее до-
ступность для сотрудников. Стадия использования 
предполагает практическое применение знания в 
проектной и операционной деятельности, при этом 
механизм обратной связи от пользователей позво-
ляет оценивать релевантность, полноту и приме-
нимость знания. На стадии обновления знание 
актуализируется на основе полученной обратной 
связи, изменений внешней среды или накоплен-
ного нового опыта, что обеспечивает поддержа-

ние его ценности в условиях быстро меняющегося 
технологического ландшафта. Завершающая ста-
дия архивации переводит устаревшее знание в ар-
хивное состояние, сохраняя его для исторической 
справки, но выводя из активного оборота.

Концептуальная модель учитывает теоретиче-
ские положения, представленные в пунктах 1.1 и 
1.3 и базируется на восьми взаимосвязанных прин-
ципах, определяющих философию управления 
знаниями в условиях цифровой трансформации 
бизнеса: знания – это стратегический актив ор-
ганизации; целью управления знаниями является 
влияние на бизнес-результаты; технологии рассма-
триваются как обеспечивающий фактор эффектив-
ного управления знаниями; работа со знаниями ве-
дется с учетом контекста пользователя и решаемой 
задачи, что повышает релевантность и примени-
мость предоставляемой информации; управление 
знаниями представляет собой непрерывный про-
цесс; человек (сотрудник) в контуре управления 
является ключевой фигурой, определяющей гра-
ницы автоматизации; культурная трансформация 
и обмен знаниями являются важными условиями 
успеха всей системы; встраивание управления зна-
ниями в повседневные рабочие процессы органи-
зации исключает его обособление.

Модель представляет собой многослойную 
структуру, где каждый слой выполняет специфиче-
скую функцию, а их интеграция обеспечивает си-
нергетический эффект. Архитектура включает пять 
основных слоев и три поддерживающие системы, 
что представлено в таблице 3.

Стержневой основой концептуальной модели 
является стратегический слой, в рамках которо-
го руководство организации задает направления и 
приоритеты развития управления знаниями, опре-
деляют наиболее значимые домены знаний и уста-
навливает метрики и показатели для оценки резуль-
татов и эффективности. В рамках контентного слоя 
раскрывается деятельность организации по опе-
рационному управлению и актуализации знаний, 

Таблица 2.
Стадии жизненного цикла знания

Последовательные  
стадии

Создание Проверка Публикация Использование Обновление Архивация

Соответствующее  
состояние знаний

Черновик Подтверждено Активно Обратная связь Обновление Устаревание



БИЗНЕС-ИНФОРМАТИКА            Т. 20            № 2         2026 43

включая создание шаблонов, стандартов и базы 
знаний. Роли и зоны ответственности участников 
процесса управления на всех этапах жизненного 
цикла знаний определяются в рамках процессного 
слоя, который обеспечивает реализацию процессов 
работы со знаниями. Важным элементом также яв-
ляется технологический слой, который позволяет 
сформировать цифровую инфраструктуру, вклю-
чая приложения, сервисы, системы и платформы 
для управления знаниями. Культурный слой фор-
мирует организационную среду, поддерживающую 
создание и обмен знаниями, через культуру откры-
тости, систему мотивации, лидерство руководите-
лей и развитие сообществ практиков.

Модель включает три поддерживающие систе-
мы: система метрик и измерений обеспечивает 
оценку эффективности процессов и всей системы 
управления знаниями для принятия управленче-
ских решений; система обратной связи реализует 
цикл непрерывного совершенствования (сбор от-
зывов, анализ паттернов использования, приори-
тизация и реализация улучшений), связывая все 
слои архитектуры; система адаптации к цифровой 
трансформации обеспечивает эволюцию управле-
ния знаниями через мониторинг технологических 
трендов, оценку зрелости организации, дорожную 
карту развития технологического стека и управле-
ние изменениями.

Взаимодействие между слоями модели проис-
ходит по принципу цикличной вертикальной ин-
теграции, где стратегический слой определяет 
приоритеты и целевые ориентиры, которые транс-
лируются в контентную политику и далее форма-
лизуется порядок работы с ними в рамках процесс-

ного слоя, технологический слой обеспечивает 
автоматизацию и масштабируемость этих процес-
сов, а культурный – мотивацию и вовлечение со-
трудников. Обратная связь идет снизу вверх: куль-
турные барьеры сигнализируют о необходимости 
изменений в процессах и технологиях, что, в свою 
очередь, стимулирует трансформацию контента и 
стратегии работы с ним. Модель представляет со-
бой замкнутый контур, в котором каждый слой яв-
ляется как потребителем результатов смежных сло-
ев, так и поставщиком данных для них.

Механизмы реализации каждого слоя раскры-
ваются в соответствии со стадиями жизненного 
цикла знаний. Так стратегический слой опреде-
ляется через критические домены знаний, связан-
ные с бизнес-результатами. Контентный слой – че-
рез таксономию, стандарты качества, метаданные, 
структуры и актуальность баз данных. Процессный 
слой характеризуется формальными процедура-
ми работы со знаниями и распределением ролей 
в этом процессе. Технологический слой включает 
конкретные цифровые решения в рамках архитек-
туры всей организации. Культурный – систему мо-
тивации и вовлечения.

3. Метрики оценки  
эффективности управления знаниями

3.1. Принципы формирования  
метрик оценки эффективности

С учетом ограничений традиционных подходов 
к измерению эффективности управления знаниями 
была разработана авторская система метрик, осно-
ванная на пяти ключевых принципах, которые обе-

Таблица 3.
Многослойная архитектура концептуальной модели управления знаниями 

в цифровой трансформации

Блок концептуальной модели Наименование

Слой 1 Стратегический 

Слой 2 Контентный 

Слой 3 Процессный

Слой 4 Технологический

Слой 5 Культурный

Поддерживающая система 1 Метрики и измерения

Поддерживающая система 2 Обратная связь и совершенствование

Поддерживающая система 3 Адаптация к цифровой трансформации
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спечивают комплексную оценку влияния управле-
ния знаниями на организационную эффективность.

Представленная в таблице  2 модель жизненно-
го цикла является основой для формирования ав-
торской системы метрик оценки эффективности 
управления знаниями, поскольку каждый уровень 
метрик (входные, процессные, результирующие) 
напрямую соотносится со стадиями жизненного 
цикла знаний и дополняет операционные резуль-
таты деятельности организации в контексте харак-
теристики бизнес-результатов.

Предлагаемая система метрик отличается от тра-
диционных подходов к оценке управления знани-
ями тем, что спроектирована с учетом специфики 
цифровой трансформации бизнеса: результирую-
щие метрики (прирост эффективности проектов, 
рентабельность инвестиций в управление знани-
ями) измеряют конкретный вклад в достижение 
целей цифровой трансформации: ускорение вне-
дрения цифровых решений, сокращение времени 
адаптации сотрудников к новым технологиям, по-
вышение качества аналитических услуг за счет ис-
пользования накопленной базы знаний, что обе-
спечивает прямую связь между инвестициями в 
систему управления знаниями и результатами про-
граммы цифровой трансформации организации.

3.2. Входные метрики

Входные метрики измеряют ресурсы и актив-
ности управления знаниями, характеризуют на-
сколько эффективно организация захватывает, ко-
дифицирует и структурирует знания. Эти метрики 
являются индикаторами качества данных для си-
стем управления знаниями и определяют потенци-
ал последующих процессов создания ценности.

Метрика 1.1. Коэффициент захвата знаний: из-
меряет долю проектов, по которым организация 
успешно кодифицировала и задокументировала 
результаты, новые знания и ключевую проектную 
экспертизу и рассчитывается по формуле (1):

          .	 (1)

Целевое значение: 80% (с учетом допущения, что 
не все проекты генерируют значимые уроки, требу-
ющие документирования).

Метрика 1.2. Скорость кодификации знаний: 
измеряет среднее время, требуемое для преобразо-
вания проектного опыта в доступные кодифициро-
ванные знания в системе управления знаниями (2):

  .	 (2)

Целевое значение: менее 14 дней (оперативная 
кодификация критична, поскольку задержка ведет 
к потере деталей и снижению актуальности зна-
ний).

Метрика 1.3. Индекс полноты знаний: оценива-
ет степень покрытия критических доменов знаний 
актуальной и структурированной документацией. 
Домены знаний составляют представляют собой все 
знаний организации, структурированные по-своему 
сутевому содержанию (отраслевые отчеты и анали-
тика, цифровые решения, подходы и методологии). 
Показатель рассчитывается по формуле (3):

        .	 (3)

Целевое значение: более 90% (достижение близ-
кого к целевому значению показателя полноты 
знаний дает возможность сотрудникам получать 
доступ к актуальным знаниями и применять и в де-
ятельности).

В совокупности входные метрики (метрики ре-
сурсов и активностей) отражают полноту и содер-
жание знаний организации и дают возможность 
оценить эффективность процессов компании по 
получению и структурированию входящих знаний. 
Описанные выше метрики взаимосвязаны меж-
ду собой – целевой коэффициент захвата знаний 
(КЗЗ) не может быть достигнут без высокой скоро-
сти кодификации знаний (СКЗ), что потенциально 
приводит к устареванию знаний. В свою очередь 
высокая СКЗ без достижения целевого индекса 
полноты знаний (ИПЗ) не позволяет обеспечить 
полное покрытие потребностей организации в ак-
туальных знаниях. Высокий ИПЗ без соблюдения 
целевых значений коэффициента захвата знаний 
ведет к снижению актуальности знаний. Оптималь-
ная конфигурация предполагает одновременное 
достижение целевых значений по всем трем метри-
кам, что свидетельствует о зрелых процессах захва-
та, кодификации и управления знаниями в целом.
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3.3. Процессные метрики

Процессные метрики измеряют эффективность 
процессов работы со знаниями и отражают насколь-
ко быстро, качественно и результативно организа-
ция обеспечивает доступ к знаниям, поддерживает 
их качество и обеспечивает распространение.

Метрика 2.1. Показатель доступности знаний: 
оценивает, насколько легко сотрудники могут най-
ти необходимые знания (4):

        	 (4)

Показатель «уровень успешности поиска» опре-
деляется как число успешных поисков, разделен-
ное на общее количество запросов и умноженное 
на 100%. Целевое значение: более 80% (под «успеш-
ным поиском» понимается тот факт, что пользова-
тель нашел информацию и отсутствует повторный 
запрос по той же теме в течение 5 минут). 

Балл времени поиска представляет собой нор-
мализованную оценку на основе среднего време-
ни, затраченного на поиск информации (менее 
5 минут – 100 баллов, 5–15 минут – 70 баллов,  
15–30 минут – 40 баллов, более 30 минут – 0 баллов).

Обнаруживаемость знаний определяется как от-
ношение количества документов, найденных хотя 
бы раз за период, к общему количеству документов 
в системе. Целевое значение: более 60% (допуска-
ется, что до 40% документов могут требоваться ред-
ко из-за специфики данных).

Метрика 2.2. Индекс качества знаний: позволяет 
провести оценку знаний организации по несколь-
ким имениям (полнота, точность, релевантность и 
применимость) (5):

   	 (5)

Полнота знаний характеризуется числом доку-
ментов, которые оформлены по следующему со-
держанию: проблема, решение, результаты. Пока-
затель рассчитывается путем ручной выборочной 
или полной проверки структуры документов, ум-
ноженным на коэффициент значимости в рамках 
индекса (0,25). Целевое значение должно превы-
шать 80%.

Точность представляет собой число документов 
не содержащих ошибок и устаревшей информации. 
Измерение происходит путем регулярной проверки 
актуальности данных, периодической экспертной 
валидации и обратной связи от пользователей, 
умноженным на коэффициент значимости в 
рамках индекса (0,30). Целевое значение должно 
превышать 90%.

Релевантность измеряется пользовательской 
оценкой документов в базе знаний (по 5-ти балль-
ной шкале, релевантными считаются документы 
с рейтингом ≥ 4), умноженным на коэффициент 
значимости в рамках индекса (0,25). Целевое зна-
чение: более 75%.

Применимость характеризует процент доку-
ментов, которые можно использовать без внесе-
ния изменений или с минимальной адаптацией. 
Измеряется на основании опроса пользователей о 
практическом применении, умноженным на коэф-
фициент значимости в рамках индекса (0,20). Це-
левое значение: более 65%.

Метрика 2.3. Скорость распространения знаний: 
измеряет среднее время от публикации нового зна-
ния в системе до его первого практического приме-
нения сотрудниками (6):

     	 (6)

Отслеживание через систему управления зна-
ниями (автоматическая фиксация использова-
ния документов в проектах) и проведение опросов 
сотрудников о применении конкретных знаний. 
Целевое значение: менее 30 дней для обычных 
знаний, менее 7 дней для высокоприоритетных 
знаний (изменение законодательства, критиче-
ски важные методологии, стратегически значимая 
экспертиза).

Процессные метрики в совокупности диагно-
стируют эффективность функционирования си-
стемы управления знаниями. Высокий ПДЗ без 
достаточного ИКЗ означает легкий доступ к не-
качественной информации, высокое качество 
без доступности – знания недоступны пользова-
телю, доступность и качество без СРЗ приводят 
к недоиспользованию ценной экспертизы. Опти-
мальная конфигурация предполагает достижение 
целевых значений по всем трем метрикам одно-
временно.
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3.4. Метрики результатов

Измеряют реальное воздействие управления зна-
ниями на ключевые бизнес-результаты организации: 
эффективность проектов, коммерческий успех, раз-
витие персонала и финансовую отдачу от инвестиций 
в УЗ. Эти метрики отвечают на вопрос: создает ли 
управление знаниями измеримую бизнес-ценность?

Метрика 3.1. Коэффициент повторного исполь-
зования знаний: измеряет долю проектов, в которых 
команды повторно использовали существующие 
знания, методологии, решения или экспертизу из 
корпоративной базы знаний и рассчитывается по 
формуле (8):

      	 (8)

Измеряется путем проведения структурирован-
ных опросов по завершении проектов и автомати-
ческим отслеживанием использования документов 
и методологий через систему управления знаниями 
с привязкой к проектам. Целевое значение: более 
60%. Не все проекты имеют возможность повтор-
ного использования (инновационные проекты, 
уникальные кейсы), но большинство должны из-
влекать пользу из существующей экспертизы.

Метрика 3.2. Время достижения компетентно-
сти: измеряет среднее время, необходимое новым 
сотрудникам для достижения требуемого уровня 
профессиональной компетентности и способности 
работать самостоятельно на проектах (9):

            	 (9)

Измеряется на основе оценки эффективности и 
оценки руководителей о готовности сотрудника к са-
мостоятельной работе. Целевые значения: для кон-
сультантов – 6 месяцев, для менеджеров – 3 месяца. 

Метрика 3.3. Коэффициент выигрыша про-
ектов с использованием знаний (специфическая 
метрика для консалтинговой индустрии): измеряет 
дифференциальное влияние использования корпо-
ративной базы знаний в подготовке коммерческих 
предложений на процент выигранных тендеров, 
рассчитывается по формуле (10):

	
(10)

Методика измерения предполагают отслежива-
ние использования базы знаний при подготовке 
коммерческих предложений и сравнение процента 
выигрыша между группами предложений с исполь-
зованием и без использования корпоративных зна-
ний. Использование проверенных методологий, 
подходов и релевантной экспертизы повышает ка-
чество предложений для клиентов. Ожидаемый эф-
фект от использования знаний составляет рост на 
12–15 процентных пунктов.

Метрика 3.4. Прирост эффективности проектов: 
позволяет оценить время, которое может быть сэ-
кономлено благодаря переиспользованию ранее 
созданных или приобретенных знаний относитель-
но общего времени проекта (11):

    	
(11)

Показатель рассчитывается путем проведения 
структурированных опросов проектных команд по 
завершению проектов и сравнение фактического 
времени с результатами аналогичных проектов без 
повторного использования знаний. Целевой пока-
затель экономии времени составляет от 15% до 25%. 
Монетизация эффекта (денежная экономия) может 
быть рассчитана как произведение значений ПЭП, 
средней почасовой ставки и количества проектов.

Метрика 3.5. Рентабельность инвестиций в 
управление знаниями (интегральная метрика фи-
нансовой эффективности управления знаниями): 
измеряет финансовую отдачу от инвестиций в си-
стемы и процессы управления знаниями, сопостав-
ляя общую созданную ценность с общими инве-
стициями и рассчитывается по формуле (12):

      	
(12)

Компоненты общей созданной ценности вклю-
чают:

	♦ экономия времени, рассчитываемая как ПЭП ∙ 
Почасовая ставка ∙ Количество часов;
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	♦ увеличение выигрыша тендеров, рассчитыва-
емое как КВПЗ ∙ Средняя стоимость проекта ∙ 
Количество предложений;

	♦ ускорение онбординга новых сотрудников, рас-
считываемое как Сокращение ВДК ∙ Стоимость 
обучения на одного сотрудника;

	♦ предотвращение дублирования, рассчитывае-
мое как КПЗ ∙ Стоимость повторной разработки 
решений.

Компоненты общих инвестиций включают затра-
ты на платформу управления знаниями (лицензии, 
инфраструктура, поддержка), затраты на персонал 
(команда управления знаниями, кураторы контен-
та), затраты на обучение (тренинги по использова-
нию системы) и время сотрудников на активности 
управления знаниями (создание контента, обмен 
знаниями). Целевое значение: более 200%. Каждый 
рубль, инвестированный в управление знаниями, 
должен генерировать минимум три рубля ценности, 
обеспечивая чистую отдачу в два рубля на каждый 
инвестированный рубль.

Метрики результатов и влияния в совокупности 
демонстрируют комплексное воздействие управле-
ния знаниями на бизнес-эффективность организа-
ции. Достижение целевых значений по всем пяти 
метрикам одновременно свидетельствует о том, 
что управление знаниями создает измеримую биз-
нес-ценность.

4. Практическая апробация

4.1. Описательная статистика

Эмпирическая верификация разработанной 
концептуальной модели управления знаниями в 
условиях цифровой трансформации бизнеса про-
ведена на основе опроса сотрудников крупных 
российских консалтинговых компаний. Количе-
ственное исследование позволяет проверить, что 
факторы, выделенные в слоях модели, действи-
тельно связаны с эффективностью управления зна-
ниями и подтвердить диагностическую ценность 
авторской системы метрик оценки эффективности.

Выборка составляет 1267 наблюдений, результа-
ты проанализированы с помощью профессиональ-
ной системы статистического анализа IBM SPSS 
Statistics на основе методов описательной статисти-
ки, таблиц сопряженности, кластерного анализа и 
бинарной логистической регрессии. Переменные 

включают 26 показателей, сгруппированных в пять 
блоков: демография и профессиональный профиль –  
семь переменных (компания, пол, возраст, долж-
ность, направление деятельности, опыт работы, 
число проектов); персональное управление знания-
ми – три переменные (сохранение знаний, исполь-
зование цифровых технологий, прохождение кур-
сов); осведомленность о корпоративных средствах 
управления знаниями – шесть переменных (сохра-
нение проектных знаний, осведомленность о пра-
вилах, ресурсах, обучении, использование ресур-
сов, прохождение рабочих курсов); эффективность 
внутренних практик – шесть переменных (процент 
использующих ресурсы коллег, эффективность си-
стемы, частота обновления данных, поощрение об-
мена, обучающие мероприятия, нехватка знаний); 
эффективность управления знаниями на проектах –  
четыре переменные (роль знаний клиентов, анализ 
проектов, применение систем управления знания-
ми, нехватка знаний на проектах).

Все переменные измерены в номинальных и по-
рядковых шкалах, что обеспечивает возможность 
применения непараметрических статистических 
методов. Выборка характеризуется преобладани-
ем женщин (55,0%), доминированием возрастной 
группы 25–35 лет (43,4%) и специалистов средне-
го звена (старшие консультанты 31,6%, менеджеры 
28,4%), с выраженным фокусом на IT-консалтин-
ге (67,0%) и значительной проектной вовлечен-
ностью (60,5% участвовали более чем в 10 проек-
тах). В сфере персонального управления знаниями 
большинство респондентов демонстрируют высо-
кую индивидуальную готовность: 77,7% сохраняют 
получаемые знания, 65,0% используют цифровые 
технологии для личного управления знаниями. Ос-
ведомленность о корпоративных средствах управ-
ления знаниями находится на умеренном уровне: 
80,0% сохраняют знания в проектной деятельности, 
однако о правилах управления знаниями осведом-
лены лишь 59,0%, о цифровых ресурсах – 63,1%, а 
фактическое использование корпоративных ресур-
сов подтверждают 60,5%. Оценка эффективности 
внутренних практик управления знаниями преи-
мущественно невысокая: 41,5% оценивают ее как 
низкую или очень низкую, лишь 8,3% отмечают 
постоянное поощрение обмена знаниями, а 23,4% 
не могут оценить частоту обновления данных в 
корпоративных системах.

Для выявления взаимосвязей между перемен-
ными использовался критерий  хи-квадрат Пир-
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сона. Наибольшее число взаимосвязей выявлено 
для переменных use_Resurs (использование корпо-
ративных ресурсов знаний), use_T (использование 
цифровых технологий для управления знаниями) и 
resurs (осведомленность о корпоративных цифровых 
ресурсах) – 14, 13 и 12 соответственно. Полученные 
результаты подтверждают тезис о значимости тех-
нологий как обеспечивающем факторе управления 
знаниями в рамках технологического слоя концеп-
туальной модели, представленной в таблице 3.

Характеристика наблюдений по результатам 
оценки с помощью метода описательной стати-
стики позволила сделать следующие выводы: эф-
фективность управления знаниями определяет-
ся распространенностью практик использования 
цифровых технологий и корпоративных ресурсов, 
культурно-организационной поддержкой (форма-
лизация норм, регулярное обучение, расширение 
сетевых эффектов). Наблюдается разрыв между 
индивидуальной готовностью сотрудников и об-
щей зрелостью системы управления знаниями ор-
ганизации, поскольку при высоких показателях 
личной активности (78% сохраняют знания, 65% 
используют цифровые технологии) на организаци-
онно уровне только 59% осведомлены о правилах 
управления знаниями, а 41% оценивают эффектив-
ность системы как низкую или очень низкую. Этот 
разрыв подтверждает необходимость комплексно-
го подхода, заложенного в пятислойной концепту-
альной модели, представленной в таблице 3.

4.2. Кластерный анализ 
 и логистическая регрессия

В рамках данного исследования кластерный ана-
лиз и метод бинарной логистической регрессии 
были использованы для выявления устойчивых 
групп сотрудников консалтинговых компаний по 
отличным паттернам управления знаниями, опре-
деления факторов влияющих на использование 
цифровых технологий и дальнейшего формирова-
ния адресных рекомендаций по развитию управле-
ния знаниями и повышению эффективности. По-
лученные результаты позволяют верифицировать 
положения концептуальной модели управления 
знаниями и обосновать необходимость дифферен-
цированного подхода для сотрудников с разным ха-
рактером управления знаниями. Для прогнозирова-
ния влияния использования цифровых технологий 
и корпоративных ресурсов на управление знаниями 
был использован метод бинарной логистической ре-

грессии. Совокупность методов кластерного анали-
за и бинарной логистической регрессии позволяет 
разработать дифференцированных рекомендаций 
по развитию системы управления знаниями.

Для проведения кластерного анализа был вы-
бран иерархический метод Уорда, минимизирую-
щий внутрикластерную дисперсию, с квадратом 
евклидова расстояния в качестве меры близости – 
стандартная комбинация для формирования раз-
деленных групп. Были включены 14 переменных: 
исключены шесть переменных, наиболее сильно 
связанных с зависимой переменной effect_NS (эф-
фективность управления знаниями), поскольку их 
включение одновременно как основы кластериза-
ции и предикторов эффективности привело бы к 
снижению корректности формирования кластеров. 
Включены переменные профессионального про-
филя, индивидуальных практик, осведомленности, 
процессных характеристик и показателей дефици-
та знаний. Данный подход обеспечивает комплекс-
ный профиль респондента по всем пяти слоям кон-
цептуальной модели.

По результатам кластеризации (таблица  4) вид-
но, что при переходе от 6-ти кластерного решения к 
5-ти кластерному, 2-й, 3-й, 4-й и 6-ой кластеры со-
храняют устойчивость, тогда как 5-й кластер слива-
ется с 1-м. При дальнейшем переходе к 4-х кластер-
ному решению 1-й кластер продолжает укрупняться 
за счет присоединения 3-го кластера; при этом кла-
стеры 2, 4 и 6 остаются неизменными. Учитывая, что 
в рамках 5-кластерной модели объединенный 1-й 
кластер по численности лишь незначительно пре-
восходит 2-й, 3-й и 4-й, а 6-й кластер (из исходного 
6-кластерного решения), несмотря на меньший раз-
мер, сохраняет устойчивость вплоть до этапа разби-
ения на 3 кластера, наиболее оптимальным следует 
признать 5-кластерное решение.

Характеристика структуры кластеров представ-
лена в таблице 5.

Проведенный кластерный анализ позволил вы-
явить пять устойчивых групп, которые диверсифи-
цируются в соответствии с паттернами управления 
знаниями разными сотрудниками. Так кластеры 
1 и кластер 5 составляют респонденты, у которых 
различный опыт работы и уровень компетенций, 
однако в обоих наблюдается высокая вовлечен-
ность в формализованные практики управления 
знаниями. Кластер 2 и кластер 3, которые в сово-
купности составляют порядка 42% от общего чис-
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ла респондентов, были охарактеризованы низкой 
аналитической культурой, невысоким использова-
ние цифровых систем и определены как наиболее 
проблемные группы. Кластер 4 объединил респон-
дентов, которые не считаю знания в общей системе 
достаточно актуальными и отвечающими их запро-
сом, и как следствие – не использующими их.

Для прогнозирования вероятностей использо-
вания цифровых технологий (переменная use_T) 

и корпоративных ресурсов знаний (переменная  
use_Resurs) построены две логистических регресси-
онных модели. Зависимые переменные закодиро-
ваны: «Нет» = 0, «Да» = 1. Общая формула бинар-
ной логистической регрессии (13):

                               .	 (13)

z-логит является линейной комбинацией предик-
торов (14):

Таблица 4.
Кластеризация по методу Уорда

Кластер 1 Кластер 2 Кластер 3 Кластер 4 Кластер 5 Кластер 6

239 239 295 228 127 139

366 239 295 228 139 0

661 239 228 139 0 0

661 467 139 0 0 0

800 467 0 0 0 0

Таблица 5.
Характеристика структуры кластеров

Параметр Кластер 1 Кластер 2 Кластер 3 Кластер 4 Кластер 5

Должность
Преобладают 
младшие и средние 
специалисты

Равномерно 
распределены

Равномерно 
распределены

Равномерно 
распределены

Преобладает высшее 
руководство

Опыт в 
консалтинге

Преимущественно 
менее 3 лет

Равномерно 
распределены

Равномерно 
распределены

Равномерно 
распределены

Преимущественно 
более 10 лет

Использование 
корп. ресурсов 76,5% 51,5% 48,1% 57,0% 66,2%

Анализ 
результатов 
проектов

Регулярно  
(44,3% после  
каждого проекта)

Редко  
(28,5% никогда, 
54,4% редко)

Умеренно (45,6% 
после нескольких 
проектов)

Регулярно  
(39,9% после 
каждого проекта)

Умеренно  
(32% после  
нескольких проектов)

Применение 
управления 
знаниями на 
проектах

Максимальное  
(35,2% часто,  
26,5% всегда)

Умеренное  
(без выраженных 
отклонений)

Минимальное  
(34,2% никогда, 
32,2% редко)

Умеренное  
(без выраженных 
отклонений)

Умеренно активное 
(42,4% иногда, 26,6% 
часто)

Оценка 
обновления 
данных

Позитивная  
(44,8% ежемесячно, 
28,1% еженедельно)

Промежуточная 
(различные 
комбинации оценок 
частоты)

Промежуточная 
(различные 
комбинации оценок 
частоты)

Критическая  
(79,8% не могут 
оценить,  
14,9% – никогда)

Промежуточная 
(различные 
комбинации оценок 
частоты)

Поощрение 
обмена знаниями

Высокое  
(41,8% часто,  
14,2% постоянно)

Умеренное (без 
выраженных 
отклонений)

Низкое (21,7% 
никогда, 18,3%  
не могут оценить)

Умеренное 
(преобладание 
категорий «редко»  
и «иногда»)

Умеренное 
(преобладание 
категорий «редко»  
и «иногда»)

Оценка нехватки 
знаний на 
проектах

Умеренная  
(37,7% иногда, 18,9% 
часто, 7,4% всегда)

Выраженная (25,9% 
часто, 15,5% всегда)

Невысокая  
(14,9% никогда, 
27,5% редко)

Средняя  
(без выраженных 
отклонений)

Средняя  
(без выраженных 
отклонений)
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         .      (14)

Результаты расчета модели для переменной 
use_T (использование цифровых технологий) пред-
ставлены в таблице 6. Модель объясняет 47% вари-
ации. Точность классификации составляет 78,9%. 
Порог отсечения: 0,610. Константа: β0 = –4,955  
(p < 0,001). Расчетное значение (15):

.         (15)

Все десять предикторов статистически значимы 
(p < 0,05), а 9 из 10 предикторов являются высоко 
значимыми (p < 0,001). Наибольшее влияние: пере-
менная resurs (Exp(B) = 4,770) – осведомленность 
о ресурсах увеличивает вероятность использования 
цифровых технологий в 4,77 раза. Переменная 
new_N (Exp(B)  =  2,952) – осведомленность об 
обучении увеличивает вероятность использования 
цифровых технологий в 2,95 раза.

Переменная use_Resurs (2,719) свидетельствует, 
что использование корпоративных ресурсов зна-
ний увеличивает вероятность применения цифро-
вых технологий в 2,72 раза. По результатам прове-
денных расчетов только один предиктор показал 
отрицательное влияние – частота недостатка 

знаний или компетенций в работе (No_N_K). Было 
выявлено, что увеличение частоты нехватки зна-
ний снижает вероятность использования цифро-
вых технологий на 13,9%.

В таблице  7 представлены результаты расчета 
для переменной use_Resurs (использование корпо-
ративных ресурсов знаний). Модель позволяет дать 
объяснение порядка 29: вариации. Точность пред-
сказания составляет 71,6%. Порог отсечения: 0,600. 
Константа: β₀ = – 2,771 (p < 0,001). Расчетное зна-
чение (16):

         (16)

На основании результатов расчета, шесть пре-
дикторов из восьми оказались высоко значимы-
ми (показатель p  <  0,001). Предиктор No_NP (не-
хватка ресурсов на проектах) значим на уровне 0,05 
(p < 0,025), а analyse (как часто используются зна-
ния предыдущих проектов) – на уровне 0,06. Регу-
лярное применение знаний на проектах (предиктор 
project_N) повышает вероятность использования 
корпоративных ресурсов в 1,58 раза. Регулярное 
осуществление обучения персонала (предиктор 
obuchenie) позволяет увеличить вероятность ис-
пользования корпоративных ресурсов знаний в 
1,52 раза. Увеличение доли вовлеченных сотрудни-
ков (предиктор prozent_S) позволяет прогнозиро-

Таблица 6.
Коэффициенты логистической регрессии:  

модель для переменной use_T (использование цифровых технологий)

Переменная B (β) Ст. ош. (SE) Вальд (Wald) p Exp(B) Эффект

resurs 1,562 0,152 105,581 <0,001 4,770 ×4,77

new_N 1,083 0,154 49,132 <0,001 2,952 ×2,95

use_Resurs 1,000 0,158 40,232 <0,001 2,719 ×2,72

kurs_W 0,962 0,153 39,676 <0,001 2,617 ×2,62

rule 0,765 0,151 25,685 <0,001 2,150 ×2,15

project_N 0,320 0,062 26,413 <0,001 1,378 +37,8%

prozent_S 0,313 0,077 16,631 <0,001 1,368 +36,8%

obuchenie 0,302 0,072 17,487 <0,001 1,353 +35,3%

new_Date 0,234 0,054 18,486 <0,001 1,264 +26,4%

No_N_K –0,149 0,070 4,485 0,034 0,861 –13,9%
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Таблица 7.
Коэффициенты логистической регрессии:  

модель для переменной use_Resurs (использование корпоративных ресурсов знаний)

Переменная B Ст. ош. Вальд p Exp(B) Эффект

project_N 0,455 0,054 70,994 <0,001 1,576 ×1,58

obuchenie 0,420 0,064 43,589 <0,001 1,522 ×1,52

prozent_S 0,332 0,065 25,986 <0,001 1,394 +39,4%

obmen 0,321 0,059 29,877 <0,001 1,378 +37,8%

new_Date 0,201 0,047 18,249 <0,001 1,223 +22,3%

analyse 0,096 0,050 3,682 0,055 1,101 +10,1%

No_N_K –0,339 0,062 29,637 <0,001 0,712 –28,8%

No_NP –0,135 0,060 4,993 0,025 0,874 –12,6%

вать рост вероятности использования корпоратив-
ных ресурсов знаний на 39,4%. Нехватка знаний в 
ходе выполнения рабочих обязанностей (предик-
тор No_N_K) снижает вероятность использования 
корпоративных ресурсов знаний на 28,8%.

Создание и развитие доступной для сотрудников 
цифровой платформы увеличивает вероятность ис-
пользования корпоративных цифровых техноло-
гий управления знаниями практически в 5 раз, что 
подтверждает мультипликативный эффект инве-
стиций в технологии и инфраструктурное обеспе-
чение процессов управления знаниями. Вместе с 
этим параллельного развития требуют и организа-
ционные механизмы культурного и процессного 
слоев концептуальной модели – технологические 
решения не могут быть успешно внедрены без ор-
ганизационной поддержки.

Причинно-следственные связи между пере-
менными использование корпоративных ресурсов 
(use_Resours) и использование цифровых техноло-
гий (use_T) согласуются с логикой организацион-
ного внедрения: корпоративные ресурсы (системы, 
платформы, базы знаний, порталы) составляют не-
обходимую инфраструктуру, которая предшествует 
индивидуальному решению сотрудника об исполь-
зовании этих технологий для управления знания-
ми. Получая доступ к использованию корпоратив-
ных ресурсов (use_Resours), сотрудник убеждается 
в их ценности и в дальнейшем расширяет спектр 
применения цифровых инструментов (use_T). В 
контексте данного исследования корпоративные 
ресурсы выступают как точка входа в процессы 

управления знаниями, а не являются их следстви-
ем. Аналогичная логика применена к предикторам 
для переменной использования корпоративных ре-
сурсов (use_Resours): с точки зрения концепции ис-
следования, предикторы предшествуют выводам 
по зависимым переменным.

Модели являются прогностическими и постро-
ены для выявления факторов и оценки вероятно-
сти использования технологий и ресурсов. Прове-
дение одномерного опроса является ограничением 
исследования в контексте казуальных выводов о 
причинно-следственных взаимосвязях. Тем не ме-
нее, полученные результаты согласуются с теорети-
ческими положения концептуальной модели и ре-
зультатами кластерного анализа.

4.3. Расчет метрик  
по авторской классификации

Результаты описательной статистики, кластер-
ного анализа и логистической регрессии показали, 
что эффективность системы управления знаниями 
является комплексным показателем, подвержен-
ным влиянию множества факторов и субъектив-
ности оценок респондентов. Для повышения 
достоверности верификации и перехода от субъ-
ективных оценок к объективным количественным 
показателям применена авторская система, вклю-
чающая три уровня: входные метрики (ресурсов и 
активностей, характеризуют стадии «Создание» и 
«Проверка» жизненного цикла знаний), процесс-
ные метрики (эффективности процессов, стадии 
«Публикация» и «Использование»), метрики ре-
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Таблица 8.
Сводные результаты расчета авторской системы метрик
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Входные 
метрики

Коэффициент 
захвата  
знаний

КЗЗ

(Проекты с 
кодифицированными 
извлеченными 
уроками / всего 
завершенных 
проектов) × 100%

83% ≥ 80% Достигнуто

Из 526 завершенных проектов за рассмотренный 
период по 437 результаты кодифицированы в 
соответствии с требованиями и загружены в системы 
УЗ. Показатель свидетельствует о зрелой культуре 
документирования, обеспеченной формализованными 
правилами и обязательными мероприятиями при 
завершении проектов. Отсутствие превышения 95% 
исключает чрезмерную бюрократизацию.

Скорость 
кодификации 
знаний

СКЗ

Среднее время  
от завершения 
проекта  
до публикации 
извлеченных  
уроков (в днях)

19 дн. ≤ 14 дн. Превышает 
(+36%)

Превышает на 36%. Причины: высокая загрузка 
проектных команд на новых проектах, недостаточно 
четкие процедуры передачи ответственности за 
документирование, отсутствие выделенного времени 
на рефлексию. В условиях сокращающегося 
жизненного цикла знаний (18 мес. для технических 
областей) задержка в 19 дней означает потерю до 
3% актуальности знаний.

Индекс  
полноты  
знаний

ИПЗ

(Домены  
с актуальной 
документацией / 
критические  
домены) × 100%

78% ≥ 90% Не достигнуто

Из выделенных 35 критических доменов знаний 
(отраслевые вертикали, направления услуг, 
методологии, технологические стеки, типы 
проектов) по 27 имеется актуальная документация 
(обновление < 12 мес.). 8 непокрытых доменов: 
блокчейн/Web3 (быстрое устаревание), AI/ML 
(фрагментарное покрытие), кибербезопасность  
и due diligence (ограничения конфиденциальности), 
M&A (высокая кастомизация), фармацевтика (узкая 
специализация), комплаенс (частые изменения 
регуляторных требований), клиентская аналитика 
(ограничения по персональным данным).

Процессные 
метрики

Доступность 
знаний ПДЗ

(Успешность 
поиска × 0,4) + 
(Балл времени 
поиска × 0,3) + 
(Обнаруживаемость 
× 0,3)

68 б. ≥ 75 б. Не достигнуто

Успешность поиска: 72% (отсутствие повторного 
запроса по той же теме в течение 5 мин.;  
целевое > 80%). Балл времени поиска: 70 (среднее 
8,5 мин., в пределах нормы). Обнаруживаемость: 
62% (доля документов, найденных хотя бы раз  
за год; целевое > 60%). Не все необходимые знания 
присутствуют в корпоративных системах,  
хотя имеющиеся находимы и используются.

Качество  
знаний ИКЗ

(Полнота × 0,25) + 
(Точность × 0,30) 
+ (Релевантность 
× 0,25) + 
(Применимость × 
0,20)

72 б. ≥ 77 б. Близко к 
целевому

Выборочная проверка документов: полнота (наличие 
контекста, решения, результатов) – 72%; точность 
(отсутствие ошибок и устаревшей информации) 
– 85%; релевантность (оценка ≥ 4 из 5) – 68%; 
применимость (без доработок или с минимальной 
адаптацией) – 58%. Выявлена недостаточной 
полнота структуры и практической применимости 
при высокой фактической точности.

Скорость 
распространения 
знаний

СРЗ

Среднее время 
от публикации 
знания до первого 
применения (в днях)

26 дн. ≤ 30 дн. Достигнуто
Быстрое распространение приоритетных знаний 
обеспечено системами уведомлений и ролью 
менеджеров знаний на уровне департаментов.

зультатов (воздействия на бизнес). Данные полу-
чены на основе внутренней документации компа-
нии и информации о деятельности организаций из 
открытых источников. Результаты верификации 
приведены в таблице 8. Целевые значения метрик 

были определены на основании анализа теоретиче-
ской базы методов оценки эффективности управ-
ления знаниями и экспертной оценки специфики 
деятельности консалтинговых компаний, на при-
мере которых был проведена апробация.
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Метрики 
результатов

Повторное 
использование 
знаний

КПЗ

Проекты с 
повторным 
использованием 
знаний / всего 
проектов) × 100%

65% ≥ 60% Достигнуто

Из 526 проектов в 342 повторно использованы 
методологии, шаблоны или экспертиза. 
Значительная часть переиспользования происходит 
неформально – через личный опыт, а не через 
корпоративные систем.

Время 
достижения 
компетенций 
(консультанты)

ВДК Среднее время 
достижения 
требуемого уровня 
компетентности 
(мес.)

3 мес. ≤ 6 мес. Значительно 
лучше

Быстрое достижение обеспечивается 
преимущественно наставничеством и 
необходимостью строгого начала самостоятельной 
работы, что создает риск зависимости от ключевых 
экспертов и потери знаний при их уходе.

Время 
достижения 
компетенций 
(менеджеры)

ВДК 1 мес. ≤ 3 мес. Значительно 
лучше

Коэффициент 
выигрыша 
проектов

КВПЗ

Процент выигрыша 
с БЗ –  
Процент выигрыша 
без БЗ

+12 п.п. +10–15 
п.п. Достигнуто

С базой знаний: 581 предложение, выиграно  
232 (40%). Без БЗ: 320 предложений, выиграно 
91 (28%). Эффект в значительной мере основан 
на повторных продажах клиентам с накопленными 
знаниями о специфике.

Прирост 
эффективности ПЭП

(Сэкономленное 
время / общее время 
проекта) × 100%

14% 15–25% Незначительно 
ниже

Экономия на проект: до 1,2 мес. Средняя 
продолжительность: 8,8 мес. Наибольший 
эффект — в аудите, налоговом и стратегическом 
консалтинге (стандартизированные методологии).  
В IT-консалтинге экономия нивелируется 
доработками систем и изменениями требований.

Рентабельность 
инвестиций РИЗ

(Созданная ценность 
– инвестиции) / 
инвестиции × 100%

114% ≥ 200% Не достигнуто

Созданная ценность (экономия времени + выигрыш 
тендеров + ускорение адаптации): ≈ 3 000 млн руб. 
Инвестиции (платформы, персонал, обучение, оплата 
времени сотрудников): ≈ 1400 млн руб. Каждый 
вложенный рубль генерирует 2,14 руб. ценности, 
однако потенциал усиления через цифровые 
технологии не реализован. Основные ограничения 
составляют рост себестоимости при фиксированных 
ставках и неполная формализация знаний.

Эмпирический расчет авторской системы метрик 
демонстрирует ее практическую применимость и 
диагностическую ценность. Достигнуты целевые 
значения 7 из 11 метрик. Не были достигнуты зна-
чения скорости кодификации знаний (19 дней при 
14 целевых), индекса полноты знаний (78% при 90% 
целевых), доступности знаний (68 баллов при 75 це-
левых) и качества знаний (72 балла при 77 целевых). 

Полученные результаты расчета метрик эффек-
тивности соотносятся с итогами кластерного ана-
лиза и логистической регрессии: так характеристи-
ка кластеров 2–4 количественно подтверждаются 
показателями скорости кодификации, индекс пол-
ноты знаний и их доступности. Осведомленность о 
возможностях обучения (65,4% респондентов) и ре-
гулярное использование корпоративных ресурсов 

(60,5% респондентов) коррелирует с коэффициен-
том повторного использования знаний (65%), что 
свидетельствует о том, что уровень вовлеченности 
напрямую влияет на операционную деятельность в 
последствии на бизнес-результаты. На основании 
результатов расчета логистической регрессии была 
подтверждена необходимость и целесообразность 
инвестиций в развитие цифровых решений (обе-
спечение доступа к ресурсам знаний увеличивает 
использование технологий в 4,77 раза), и также в 
последствии позволяет прогнозировать рост рента-
бельности инвестиций. Преобладание неформаль-
ных средств передачи знаний через наставничество 
и личный опыт ограничивает экономическую эф-
фективность решений для управления знаниями и 
создает препятствия к масштабируемости.
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5. Обсуждение результатов  
и рекомендации  

для консалтинговых компаний

Операционализация модели на основании ре-
зультатов опроса позволяет раскрыть каждый из 
пяти слоев и трех вспомогательных систем через 
индивидуальные практики сотрудников, органи-
зационные механизмы и оценку эффективности 
всей системы. Взаимосвязь слоев концептуаль-
ной модели с переменными опроса представлена в 
таблице 9.

Рекомендации по развитию системы управления 
знаниями основывается на совокупности получен-
ных результатов трех проведенных методов анали-
за – кластерного анализа, логистической регрессии 
и расчета метрик эффективности. Проведена сег-
ментация респондентов и выделены приоритетные 
группы – кластеры 2 и 4, количественно опреде-
лен ключевые предикторы управления знаниями –  
развитие цифровых решений, повышение доступ-
ности корпоративных ресурсов и наращивание по-
вторного использования проектного опыта, что 
подтверждается и результатами расчета метрик эф-
фективности. Комплексная реализация описанных 
факторов обеспечивает переход от фрагментарных 
практик управления знаниями к единой структур-
ной системе. Меры развития системы управления 
знаниями составляют аудит полноты знаний, в осо-
бенности по приоритетным и доменам, развитие 
механизмов обратной связи для выявления наибо-
лее востребованного контента, формализация тре-
бований к структуре документов и шаблонов.

Технологические решения в этом контексте 
становятся инструменты семантического поис-
ка, рекомендательная система с учетом профилей 
пользователей, автоматический мониторинг акту-
альности. Время достижения компетенций кон-
сультантами и менеджерами значительно лучше 
целевых значений, однако рентабельности инве-
стиций в управление знаниями не достигает целе-
вого значения, что свидетельствует о преоблада-
нии неформальных каналов передачи знаний, не 
масштабируемых и не отражающихся в формаль-
ных системах. Кластер 5 (139 чел., 51,8% со стажем 
более 10 лет, 97,1% с более чем 10 проектами) яв-
ляется носителем критических неявных знаний, а 
кластер 1 (366 младших специалистов, 76,5% ис-
пользуют ресурсы) – целевой аудиторией для их 
формализации. Логистическая регрессия показала 

значимость обмена знаниями как предиктора ис-
пользования ресурсов. Рекомендуемые меры вклю-
чают программу структурированных интервью с 
экспертами, библиотеку обучающих материалов, 
формализованную менторскую программу с до-
кументацией ключевых знаний, систему компен-
саций для экспертов. Технологические решения 
предполагают использование графов знаний с экс-
пертными профилями, RAG-систем для ответов на 
основе формализованной экспертизы, автотранс-
крипция и NLP-обработка экспертных интервью.

Заключение

В настоящей статье разработана и эмпирически 
верифицирована концептуальная модель управле-
ния знаниями в процессе цифровой трансформации 
бизнеса на примере консалтинговых компаний. На 
основе критического анализа существующих подхо-
дов к классификации знаний и с учетом специфики 
консалтинговой индустрии предложена авторская 
типология знаний по трем измерениям: источнику 
возникновения, потенциалу цифровизации и стра-
тегической ценности. Типология устраняет выяв-
ленные ограничения традиционных классифика-
ций, не учитывающих временной фактор знаний, 
потенциал автоматизации и стратегическую диффе-
ренциацию.

Разработана многослойная концептуальная мо-
дель, включающая пять архитектурных слоев, три 
поддерживающие системы и шестистадийный 
жизненный цикл знаний. Модель базируется на 
восьми принципах, обеспечивающих интеграцию 
управления знаниями в процессы цифровой транс-
формации бизнеса. Ключевым свойством архитек-
туры является синергетическое взаимодействие 
слоев: изолированное развитие отдельных компо-
нентов дает ограниченный эффект, что было эмпи-
рически подтверждено результатами кластерного 
анализа и логистической регрессии.

Разработана трехуровневая система из 11 метрик 
оценки эффективности управления знаниями: 
входные метрики, процессные метрики и метри-
ки результатов. Система основана на пяти принци-
пах: влияние на бизнес-результаты, действенность, 
многомерность, учет контекста, измеримость и ав-
томатизируемость и отличается от традиционных 
подходов ориентацией на оценку реального воз-
действия управления знаниями на организацион-
ную эффективность.
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Таблица 9.
Операционализация слоев концептуальной модели  

на основании данных исследования

Слой модели Переменные исследования Характеристика взаимосвязи

Стратегический  
слой

effect_NS – Оценка эффективности применения текущей 
системы управления знаниями

Ответы респондентов позволяют сделать выводы  
о недостатках существующих процессов, приоритетах 
и направлениях развития системы управления 
знаниями на уровне общей стратегии организации, 
оценить показатели эффективности и определить 
текущее состояние системы управления знаниямиrole_KI – Роль знаний клиентов в реализации проектов

Контентный  
слой

save_PN – Сохранение получаемых знаний и новой 
информации в повседневной жизни

Оценка респондентами содержания знаний 
организации: их структуры, качества, актуальности  
и полноты, наличия стандартов и методологий, 
частоты работы со знаниями и их актуализации; 
общие выводы о ценности системы для 
пользователей

save_WN – Сохранение новых знаний и результатов работы  
в процессе проектной деятельности

Процессный  
слой

analyse – Частота анализа результатов предыдущих проектов 
и обучения на них

Вопросы о процессах работы со знаниями как 
внутри организации, так и при осуществлении 
консалтинговых проектов, а также общая 
характеристика системности и порядка управления 
знаниями

new_Date – Частота обновления данных в корпоративных 
ресурсах управления знаниями

Технологический 
слой

use_T – Использование цифровых технологий  
для управления своими знаниями

Вопросы использования цифровых решений  
и анализ качества технологического обеспечения 
системы управления знаниями (платформа 
управления знаниями, применяемые цифровые 
инструменты, инфраструктура данных)

resurs – Осведомленность о корпоративных цифровых ресурсах

use_Resurs – Использование корпоративных ресурсов знаний

project_N – Применение на проектах системы управления 
знаниями

Культурный  
слой

rule – Осведомленность о принятых в организации правилах 
управления знаниями

Вопросы осведомленности сотрудников  
и организационной культуре, поддерживающей 
создание и обмен знаниями, а также оценка 
системы мотивации сотрудников, обучения  
и развития компетенций

new_N – Осведомленность о возможностях обучения  
и получения новых знаний в организации

kurs_W – Прохождение курсов и обучения, напрямую 
необходимых в работе

obuchenie – Проведение обучающих мероприятий  
для обмена знаниями и сессии обмена опытом

Поддерживающие 
системы

prozent_S – Процент сотрудников, использующих 
корпоративные ресурсы для обмена знаниями

Вопросы, касающиеся характеристики 
эффективности процессов и всей системы 
управления знаниями, работа с обратной связью  
и адаптация к цифровой трансформации

No_N_K – Частота недостатка знаний или компетенций  
в работе

No_NP – Частота нехватки знаний на проектах

obmen – Поощрение обмена знаниями между сотрудниками  
в операционной деятельности компании
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Проведена эмпирическая верификация на дан-
ных опроса сотрудников крупнейших российских 
консалтинговых компаний. Подтверждена стати-
стически значимая связь между использованием 
цифровых технологий и эффективностью управле-
ния знаниями (p < 0,001), при этом доступ к циф-
ровым ресурсам увеличивает вероятность исполь-
зования технологий в 4,77 раза, что подкрепляет 
содержание технологического слоя концептуаль-
ной модели. Наличие формализованных правил 
увеличивает использование технологий в 2,15 раза, 
подтверждая значимость процессного слоя кон-
цептуальной модели. Кластерный анализ выявил 
пять устойчивых групп с дифференциацией ис-
пользования ресурсов от 48,1% до 76,5%, соответ-
ствующих уровням концептуальной модели. Расчет 
11 метрик выявил системные ограничения, форми-
рующие причинно-следственные цепочки и основу 
для адресных рекомендаций.

Теоретический вклад исследования состоит в 
развитии теории управления знаниями приме-
нительно к условиям цифровой трансформации 
бизнеса: предложена многослойная архитектура, 

интегрирующая технологические, процессные и 
культурные аспекты в единую модель; разработана 
авторская типология знаний, учитывающая потен-
циал цифровизации; обоснована трехуровневая си-
стема метрик, обеспечивающая оценку бизнес-ре-
зультатов управления знаниями. Практическая 
значимость определяется возможностью использо-
вания модели и системы метрик при формировании 
стратегий развития систем управления знаниями в 
консалтинговых компаниях и других организациях 
с высокой интенсивностью использования знаний, 
поскольку архитектура концептуальной модели яв-
ляется универсальной и основывается на общих 
принципах управления интеллектуальным капита-
лом, применимых вне зависимости от отраслевой 
специфики.

В качестве направления для дальнейших иссле-
дований может быть проведено панельное исследо-
вание для применения моделей с фиксированными 
эффектами и установления причинно-следствен-
ных связей между эффективностью управления 
знаниями и использованием корпоративных ре-
сурсов и цифровых технологий. 
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Abstract

Knowledge management is a strategic priority for organizations in the context of digital business 
transformation. Consulting companies, whose activities are based on intellectual capital, are faced with a 
growing gap between the pace of new knowledge generation and the organizational capacity to master it. 
The life cycle of knowledge is shortening and traditional management models are losing their effectiveness. 
At the same time, there is a shortage of comprehensive studies in the scientific literature that take into 
account the specifics of digital business transformation and allow us to evaluate the effectiveness of models 
in the context of business results of organizations. The purpose of this work is to develop and empirically 
verify the provisions of the conceptual model of knowledge management in the process of digital business 
transformation using the example of consulting companies. The research methodology involves the 
formation of a multi-layered author’s conceptual model and the development of a structured set of 
metrics for evaluating the effectiveness of knowledge management in an organization. The verification of 
the regulations was carried out based on the results of a survey of 1,267 employees of five major Russian 
consulting companies, followed by analysis using descriptive statistics, contingency tables, cluster analysis 
(Ward’s method) and binary logistic regression. Empirical results have confirmed a statistically significant 
relationship between the results of digital business transformation and the effectiveness of knowledge 
management. The results contribute to the development of knowledge management theory in relation 
to the conditions of digital business transformation and can be used in the formation of strategies for the 
development of knowledge management systems. Specific recommendations for consulting companies 
have been formulated and substantiated.
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Аннотация

В настоящее время многие предприятия в России сталкиваются с дефицитом трудовых 
ресурсов. Неравномерное пространственное развитие отрицательно сказывается на произ-
водственных характеристиках компаний. В частности, существенное влияние на рынок тру-
да оказывают снижающиеся темпы рождаемости и усиливающиеся миграция из периферии 
в центральную и европейскую часть страны. Поэтому статье предложен новый подход к про-
гнозированию и оптимизации миграционных и демографических процессов с использованием 
агентного моделирования и гибридного алгоритма роя частиц. Основная цель такого подхода 
состоит в поиске решений, способствующих реализации стратегии сбалансированного про-
странственного развития, а также росту численности населения в регионах. В целях решения 
данной задачи был предложен гибридный алгоритм роя частиц с множественными роями 
(R-HMSPSO), предназначенный для максимизации численности населения, с учетом стра-
тегии равномерного роста по регионам и ограничения на показатель меры территориальной 
концентрации населения (TPC). Поиск оптимальных решений с использованием R-HMSPSO 
осуществляется на основе набора управляющих параметров, которые определяют темпы ро-
ста заработной платы, темпы создания новых рабочих мест, темпы роста жилищного строи-
тельства и темпы ввода объектов социальной инфраструктуры, влияющих на качество жизни 
и демографическую ситуацию в регионах. При этом показатель ТРС используется в качестве 
основного ограничения при решении задачи максимизации численности населения. Улуч-
шение экономической ситуации в определенном регионе влияет на его относительную при-
влекательность, что, в свою очередь, приводит к перераспределению миграционных потоков 
в данный регион и изменению степени территориальной концентрации населения. Поэтому 
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Введение

В настоящее время многие предприятия в Рос-
сии сталкиваются с проблемой недостатка 
трудовых ресурсов. Неравномерное развитие 

регионов приводит к миграции населения из менее 
развитых территорий в более развитые. В результате 
менеджмент организаций, расположенных в реги-
онах, вынужден решать проблему дефицита трудо-
вых ресурсов, в том числе посредством повышения 
заработной платы, инвестиций в автоматизацию и 
роботизацию производственных процессов и т.  д. 
Это, в свою очередь, приводит к увеличению опе-
рационных и инвестиционных издержек. Опера-
тивное замещение трудовых ресурсов в условиях 
дефицита экономически активного населения 
также затруднено, что еще в большей степени сни-
жает прибыль и рентабельность предприятий.

Следует отметить, что демографические факто-
ры в стратегическом планировании развития пред-
приятий [1] играют важнейшую роль в HR-менед-
жменте и представляют собой характеристики 
населения и персонала, такие как численность, 
возраст, пол, уровень образования, миграция и 
другие, которые оказывают влияние на спрос, ры-
нок труда и кадровую политику компаний. Так, 
например, численность и плотность населения в 
регионах присутствия оказывают влияние на по-
тенциальный рынок сбыта и логистические про-
цессы. Возрастная структура населения влияет на 
ассортимент товаров и услуг, а также на кадровую 
стратегию компании, включая ротацию, обучение 

и выход на пенсию. Уровень образования и квали-
фикации рабочей силы определяет требования к 
подбору, обучению и использованию технологий. 
Миграционные процессы и мобильность персона-
ла влияют на дефицит или избыток кадров, а так-
же на стоимость рабочей силы. Демографические 
прогнозы широко применяются для решения раз-
личных бизнес-задач, таких как подбор персона-
ла, удержание сотрудников, а также планирование 
карьерного роста и условий труда. Так, например, 
крупные банки и ритейлеры используют модели, в 
которых ключевыми факторами риска увольнения 
являются возраст, стаж работы в компании, зани-
маемая должность и местоположение. Компании 
также используют демографические данные, та-
кие как пол, возраст и семейное положение, при 
проведении опросов удовлетворенности и вовле-
ченности сотрудников, чтобы выявить группы с 
низким уровнем вовлеченности.

Демографическая ситуация и пространственное 
развитие оказывают значительное влияние на мар-
кетинговую стратегию компании, включая выбор 
целевых сегментов, позиционирование и форма-
ты продаж, а также на выбор целевой аудитории, 
основанный на возрасте и образе жизни потреби-
телей. Кроме того, демографические показатели 
влияют на кадровую стратегию компании, вклю-
чая прогнозирование спроса и предложения рабо-
чей силы, разработку программ найма, развития, 
удержания и преемственности персонала. Также 
демографическая ситуация играет важную роль 
при принятии инвестиционных решений, таких 

процедура эволюционного поиска оптимальных значений искомых переменных применяется 
одновременно ко всем регионам. Разработанная имитационная модель агрегирована по це-
левым функционалам с предложенным алгоритмом R-HMSPSO. В результате выполненных 
оптимизационных экспериментов определены наиболее предпочтительные решения по улуч-
шению демографической ситуации в регионах России, которые способствуют как увеличению 
численности населения, так и более сбалансированному пространственному развитию.
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как размещение филиалов, производств и скла-
дов в регионах с благоприятной демографической 
обстановкой. Кроме того, демографические пока-
затели (возраст, пол, доход) служат базовыми на-
борами данных для создания и настройки моделей 
машинного обучения. Подобные модели позволя-
ют прогнозировать потребительское поведение и 
автоматизировать сегментацию клиентов.

В процессе разработки производственных и ин-
вестиционных планов учитываются демографиче-
ские данные. Важной задачей предприятия явля-
ется разработка стратегии обновления основных 
производственных фондов, что связано с привле-
чением новых трудовых ресурсов, их перераспреде-
лением между видами деятельности компании при 
необходимости и другими аспектами. Кроме того, 
демографические показатели интегрируются в си-
стему стратегического управления, включая клю-
чевые показатели эффективности (KPI) по кадрам, 
потребительским сегментам и региональному раз-
витию. Внешние инвесторы, которые принимают 
решение о финансировании создания новых пред-
приятий, также анализируют демографические по-
казатели, такие как численность и плотность на-
селения, его половозрастная структура, уровень 
образования и другие факторы.

Таким образом, обеспеченность трудовыми ре-
сурсами находится в прямой зависимости от ди-
намики демографических и миграционных про-
цессов, как было показано ранее в [2]. Кроме 
того, на рынок труда оказывает влияние сниже-
ние рождаемости. Отметим, что в настоящее вре-
мя значение суммарного коэффициента рожда-
емости (СКР) по России составляет менее 1,4, 
что существенно ниже уровня, минимально не-
обходимого для обеспечения демографическо-
го воспроизводства. На темпы рождаемости, в 
частности, оказывает существенное влияние 
уровень обеспеченности жильем, значение ко-
торого, как правило, ниже в регионах с высокой 
плотностью населения, таких как, г. Москва,  
г. Санкт-Петербург, Московская область и др. Та-
ким образом, становится актуальной задача сни-
жения уровня территориальной концентрации 
населения в регионах России. Устойчивый рост 
численности населения определяется не только 
коэффициентом рождаемости, но и связан с про-
должительностью жизни, а также зависит от ми-
грационного прироста. Таким образом, меры, 
направленные на улучшение экономической си-

туации во всех субъектах Российской Федерации и 
способствующие «гравитационному эффекту» [3], 
могут привести к изменению миграционных пото-
ков в пользу периферийных регионов, особенно, 
если в них в течение некоторого (достаточно про-
должительного) периода будут обеспечены более 
привлекательные жизненные условия (например, 
более высокий уровень заработной платы, созда-
ние новых рабочих мест, улучшение обеспеченно-
сти жильем и т. д.). Это, в свою очередь, позволит 
региональным предприятиям решить проблему 
нехватки трудовых ресурсов с минимальными за-
тратами, поскольку привлечение иностранных ра-
ботников, как правило, не приводит к устойчи-
вому экономическому росту, так как невозможно 
задействовать их в высокотехнологичных отрас-
лях экономики с высокой добавленной стоимо-
стью без значительных временных и финансовых 
затрат на их адаптацию и интеграцию [4,  5]. Для 
решения такой задачи лицам, принимающим ре-
шения, необходим инструмент прогнозирования 
динамики численности населения в России и по-
иска решений, способствующих оптимальному 
росту численности населения с учетом требуемого 
уровня его территориальной концентрации. Тем 
более, что подобные решения могут способство-
вать реализации принятой «Стратегии простран-
ственного развития России» [6].

Важной характеристикой современных демогра-
фических моделей, учитывающих пространствен-
ное распределение агентов, является показатель 
меры территориальной концентрации населения 
(TPC), который был впервые предложен О. Д. Ду-
нканом [7] и также известен как индекс Джинни 
для расселения [8]. Данный показатель отража-
ет неравномерность распределения населения по 
территории. Если значение данной метрики равно 
0, то это означает, что население распределено по 
территории равномерно. Если значение равно 1, то 
это указывает на крайне неравномерное размеще-
ние населения, при котором все жители сосредото-
чены в одной точке, а остальная территория явля-
ется незаселенной.

В отличие от ранее известных подходов к про-
гнозированию миграционных и демографических 
характеристик, использующих методы агентного 
имитационного моделирования [9–12], в данной 
статье основное внимание уделяется определению 
наиболее предпочтительных стратегий по макси-
мизации численности населения для реализации 
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стратегии сбалансированного пространственного 
развития, то есть с учетом важного ограничения на 
уровень территориальной концентрации населе-
ния. Подобные стратегии представляют собой на-
боры оптимальных значений управляющих пара-
метров модели по регионам РФ, способствующие 
увеличению темпов рождаемости, уменьшению 
смертности, улучшению макроэкономических ха-
рактеристик регионов, с целью повышения их при-
влекательности. Для поиска подобных решений 
предлагается использовать эволюционные методы 
типа алгоритма роя частиц (PSO), впервые предло-
женного в [13]. В настоящее время, подобные ал-
горитмы активно применяются, в том числе для 
решения задач оптимального управления [14–16]. 
Среди них можно выделить гибридные генетиче-
ские алгоритмы RCGA-PSO [17], HMSPSO [18] и 
др. Подробный обзор современных методов опти-
мизации, основанных на эволюционных вычисле-
ниях, представлен в работе [19].

Данное исследование направлено на разработку 
нового подхода к моделированию миграционных и 
демографических процессов для реализации стра-
тегии пространственного развития рынка труда с 
использованием R-HMSPSO (регионально-ориен-
тированного гибридного алгоритма с множествен-
ными роями частиц). Цель такого подхода состоит 
в определении оптимальных стратегий, обеспечи-
вающих увеличение численности населения по ре-
гионам России с учетом необходимости равномер-
ного и устойчивого пространственного развития.

1. Имитационная модель

Существуют различные подходы к прогнозирова-
нию динамики численности населения, среди кото-
рых наиболее известным является «Метод передвиж-
ки возрастов», разработанный П. К. Уэлптоном [20]. 
Метод передвижки возрастов позволяет исследо-
вать динамику численности населения с учетом из-
менений его компонентов, таких как рождаемость, 
смертность, иммиграция и эмиграция. Прогнозиро-
вание осуществляется отдельно для каждой состав-
ляющей. Данный метод требует глубокого анализа 
и понимания закономерностей и тенденций изме-
нения основных демографических показателей, а 
также их взаимосвязи с социально-экономически-
ми процессами. Научная обоснованность прогно-
зов демографических показателей, таких как рожда-
емость, смертность и миграция, влияет на точность 

прогноза численности населения. Основные эта-
пы формирования возможных сценариев развития 
демографических процессов подробно описаны в 
[21]. Среди прочих подходов к моделированию де-
мографических процессов и миграции можно выде-
лить те, которые основаны на математических мето-
дах, таких как казуальный метод, метод компонент 
и вероятностный прогноз [22]. В основе подобных 
методов часто используются принципы системной 
динамики, позволяющие описать сложные прямые 
и обратные взаимосвязи между эндогенными ха-
рактеристиками, такими как численность населе-
ния, приток и отток населения за счет рождаемости 
и смертности, иммиграция и эмиграция с исполь-
зованием систем дифференциальных или конеч-
но-разностных уравнений [23, 24]. Также динамика 
миграционных потоков может быть спрогнозирова-
на с учетом так называемого, «гравитационного эф-
фекта», описанного в работах [2–4, 25, 26]. В основе 
«гравитационного эффекта» лежит воздействие из-
менений в предпочтениях индивидов под влиянием 
изменений уровня относительной привлекательно-
сти альтернативных мест проживания по сравне-
нию с текущим. Предлагаемая здесь имитационная 
модель учитывает межрегиональные миграционные 
потоки, основанные на влиянии «гравитационно-
го эффекта», и использует методы агентного моде-
лирования, позволяющие учесть индивидуальные 
предпочтения и особенности поведения агентов. 

На рисунке  1 представлена схема, иллюстриру-
ющая возможные состояния агента и переходы 
между этими состояниями. Принятие агентами, 
т. е. индивидами женского и мужского пола, реше-
ний, таких как поиск рабочего места, поиск пар-
тнера для брака, переход к состоянию готовности 
к рождению детей, поиск региона для миграции и 
др. основывается на простых правилах, которые, в 
свою очередь, зависят от уровня качества жизни (в 
данном регионе) (рис.  1). Подобные правила объ-
ясняются стремлением агентов к улучшению уров-
ня своего социального комфорта, увеличению за-
работной платы, намерением создать семью и т. д. 
После того как агент достигнет желаемой цели, на-
пример, найдет работу в своем регионе, он возвра-
щается в стационарное состояние.

Изменение в качестве жизни является основным 
стимулом для поиска нового рабочего места в своем 
или других регионах, характеризуемом более высо-
ким уровнем заработной платы и наличием больше-
го числа незанятых рабочих мест в соответствующей 
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отрасли экономики. При этом, характеристики ка-
чества жизни во многом определяют правила пе-
рехода агента к новым состояниям. Например, для 
перехода к состоянию готовности к рождению де-
тей необходимо, чтобы уровень качества жизни пре-
вышал определенное пороговое значение. Вместе с 
тем, переход к новым состояниям выполняется при 
выполнении ряда условий, и, как правило, с опре-
деленной вероятностью. Например, если возраст 
агента соответствует трудоспособному, агент не тру-
доустроен или уровень его заработной платы не по-
зволяет обеспечить необходимый уровень жизни, 
агент не находится в декретном отпуске и т.  д., то 
он может начать поиск работы. В случае если каче-
ство жизни в другом регионе выше, и агент не мо-
жет найти работу в течение определенного времени 
в своем регионе, существует вероятность его мигра-
ции в другой регион. Однако, если агент не найдет 
работу в другом регионе в течении определенного 
времени, то он перейдет в стационарное состояние 
и не мигрирует. Таким образом, влияние «гравита-
ционного эффекта» проявляется через принятие ре-
шения агентом о миграции в результате сравнения 
уровня жизни в своем регионе и в регионе, который 
рассматривается им как потенциальное направле-
ние миграции. Состояние готовности к рождению 
детей (см. рис. 1) позволяет с определенной вероят-
ностью (более высокой для состоящих в браке пар 

и более низкой для одиночек) перейти к состоянию 
«рождение ребенка». После этого, агент также воз-
вращается в стационарное состояние. Таким обра-
зом, динамика рождаемости в модели определяется 
индивидуальными характеристиками и поведен-
ческими паттернами агентов, которые имеют свои 
предпочтения в отношении возраста вступления в 
брак и рождения детей.

Предложенная модель относится к моделям 
типа клеточного автомата [27] с дискретным про-
странством размещения агентов. Каждой ячейке 
в подобной модели соответствует ресурсы (рабо-
чие места), относящиеся к определенному региону 
России. Пространственное распределение рабочих 
мест (ячеек с ресурсами) по регионам осуществля-
ется с учетом приблизительного соблюдения про-
порций географических расстояний между регио-
нами. Для учета влияния различной концентрации 
рабочих мест в регионах используется третье из-
мерение, в котором могут быть представлены со-
ответствующие рабочие места в виде дополни-
тельных слоев «плиточной» карты (с дискретными 
ячейками). Количество таких слоев варьируется 
в зависимости от региона и масштаба его рынка 
труда. Таким образом, в одной ячейке дискретно-
го пространства может содержаться несколько ра-
бочих мест, как свободных, так и занятых агента-
ми-индивидами, что отличает данную агентную 

Рис. 1. Состояния агента и система принятия индивидуальных решений.
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модель от ранее известных. Агенты могут переме-
щаться между ячейками в процессе поиска рабочих 
мест, в том числе выбирая ячейки, относящиеся к 
другим регионам, реализуя тем самым свою мигра-
ционную стратегию.

Управляющими параметрами (искомыми пере-
менными) разработанной агентной модели явля-
ются темпы роста заработной платы, темпы созда-
ния новых рабочих мест, темпы роста жилищного 
строительства и темпы ввода объектов социальной 
инфраструктуры. Подобные характеристики ранее 
также учитывались при моделировании социаль-
но-экономических процессов, например, в рабо-
тах [2–5]. Далее представлено краткое формальное 
описание модели.

Здесь,

	♦ T – набор временных моментов (по годам), где 
|T | – общее количество временных моментов,  
tk=0  T, t|T |  T – начальные и конечные моменты 
времени, tk  T, k = 0, 1,  ..., |T | – все моменты 
времени;

	♦ R = {1, 2, ..., |R |} – набор индексов регионов, где 
|R| – общее количество регионов;

	♦ Ir  = {1, 2, ..., |Ir |} – набор индексов агентов-инди-
видов, проживающих в r-ых регионах, где |Ir | – 
общее количество агентов, проживающих в r-ых 
регионах;

	♦ B = {1, 2, ..., |B |} – набор секторов экономики, 
где |B | – общее количество секторов экономики;

	♦ Jbr  = {1, 2, ..., |Jbr |}, b  B, r  R – набор ячеек дис-
кретного пространства, содержащих рабочие 
места относящиеся к b-ым секторам экономики и 
r-ым регионам, где |Jbr | – общее количество ячеек 
в b-ом секторе и r-ом регионе, и J = b   B, r   R Jbr – 
общее количество ячеек во всех секторах эконо-
мики всех регионов;

	♦  – возмож-
ные состояния ir-ого агента, проживающего в 
r-ом регионе в момент времени tk : 1 – статичное 
(стационарное) состояние, 2 – состояние поиска 
рабочего места в своем регионе, 3 – состояние 
поиска рабочего места в других регионах, 4 – 
состояние миграции (переезда) в другой регион 
для работы и проживания, 5 – состояние поиска 
партнера, 6 – состояние готовности к рожде-
нию детей, 7 – состояние рождения ребенка, 0 – 
выбытие агента по естественным причинам;

	♦  – нормиро-
ванный фактический уровень качества жизни 
ir-ого агента, проживающего и работающего в 
r-ом регионе в момент времени tk, зависящий от 
наличия у агента рабочего места, темпа измене-
ния его заработной платы относительно инфля-
ции, обеспеченности жильем, объектами соци-
альной инфраструктуры и др.: 0 – минимальный 
уровень качества жизни, 1 – максимальный уро-
вень качества жизни;

	♦  – нормирован-
ный ожидаемый уровень качества жизни ir-ого 
агента при условии его переезда в -ый регион в 
момент времени tk;

	♦  – пороговые (минимально необходимые) 
значения уровня жизни, при котором агент 
может не искать работу и переходит к состоянию 
готовности к рождению детей;

	♦  – возраст ir-ого агента в мо- 
мент времени tk;

	♦  – ожидаемая про-
должительность жизни ir-ого агента, прожива-
ющего r-ом регионе, в зависимости от уровня 
жизни в момент времени tk;

	♦  – нижняя и верхняя граница трудоспособ-
ного возраста;

	♦  – нижняя и верхняя граница возраста для 
вступления в брак и рождения детей; 

	♦  – признак того, 
что ir-ый агент, проживающий в r-ом регионе, 
нашел партнера (для брака) в момент времени 
tk : 0 – агент нашел партнера, 1 – агент не нашел 
партнера;

	♦  – признак того, 
что ir-ый агент, проживающий в r-ом регионе, 
нашел работу в момент времени tk: 0 – агент не 
нашел работу, 1 – агент нашел работу;

	♦  – вероятность 
рождения ребенка у ir-ого агента, проживающего 
r-ом регионе, и вероятность переезда агента в -ый 
регион, соответственно, в момент времени tk;

	♦ h(0, 1),  – случайные величины, равно-
мерно распределенные на отрезке [0, 1].

Тогда, правила перехода к новым состояниям 
для ir-ого агента (ir  Ir, r  R) в момент времени tk,  
(tk  T, k = 1, 2, ..., |T |) будут следующими:                   
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                (1)

где

I:	 ( (tk−1) = 1 и    и   [ ]) или  
( (tk−1) = 1 и   [ ]) или ( (tk−1)  {2, 3}  
и  = 1) или (tk−1) = 4 или ( (tk−1) = 5  
и  = 1) или ( (tk−1) = 6 и h(0, 1) > )  
или (tk−1) = 7, что означает, что агент уже 
находится в статичном состоянии и каче-
ство его жизни превышает минимально не-
обходимый уровень, либо агент перешел в 
статичное состояние из другого состояния, 
например, агент ранее искал и нашел рабо-
ту, агент ранее искал и нашел партнера, был 
в состоянии готовности к рождению детей и 
др.;

II:	 (tk−1)  {1, 2} и   [ ] и  = 0 и
 <  и (   ), что 

означает, что возраст агента соответствует 
трудоспособному, агент пока не нашел ра-
боту и качество жизни агента в r-ом регионе  
(r  R) меньше минимально необходимого 
уровня и, при этом, не хуже чем в любом дру-
гом -ом регионе (   R,   r);

III:	 (tk−1)  {1, 2, 3} и   [ ] и  = 0 
и  <  и , что означает, что 
возраст агента соответствует трудоспособ-
ному, агент пока не нашел работу, качество 
жизни агента в r-ом регионе (r  R) меньше 
минимально необходимого уровня и, при 
этом, существует хотя бы один -ый регион с 
существенно лучшим качеством жизни, чем 
в регионе агента (   R,   r);

IV:	 (tk−1) = 3 и  = 1 и , что  
означает, что агент нашел работу в другом 
регионе и мигрирует в этот регион;

V:	 (tk−1)  {1, 5} и    и   [ ] и  
 = 0, что означает, что качество жизни 

агента превышает минимально необходи-

мый уровень, возраст агента соответствует 
возрасту вступления в брак и рождения детей 
и агент еще не нашел партнера и находится в 
процессе его поиска;

VI:	 (tk−1)  {1, 6} и    и   [ ], что 
означает, что качество жизни агента превы-
шает минимально необходимый уровень тре-
буемый для рождения детей, возраст агента 
соответствует детородному возрасту и агент 
находится в состоянии готовности к рожде-
нию ребенка;

VII:	 (tk−1) = 6, h(0, 1)  , что означает, что 
агент ранее находился в состоянии готов-
ности к рождению детей и у него родится 
ребенок.

Вероятность рождения ребенка у ir-го агента, 
проживающего в r-ом регионе, зависит от уровня 
качества жизни ,  
общего количества уже имеющихся детей, интервала 
между рождениями и возраста агента, и вычисляется 
в момент времени tk, (tk  T, k = 0, 1, 2, ..., |T |)  
с помощью следующей формулы:

   ,	 (2)

где

 – общее число де-
тей у ir-ого агента, проживающего в r-ом регионе, и 
интервал между рождениями к моменту tk;

γ, ι, λ – коэффициенты значимости количества уже 
имеющихся детей, интервала между рождениями 
и собственного возраста при принятии решения о 
рождения нового ребенка, ϕ – поправочный коэф-
фициент: ϕ = 1, если данный агент состоит в браке, 
ϕ = 0,01, если данный агент не состоит в браке;

 – плотность населения в r-ом регионе в мо-
мент tk;

 – темпы роста заработ-
ной платы, темпы создания новых рабочих мест, 
темпы роста жилищного строительства и темпы 
ввода объектов социальной инфраструктуры в r-ом 
регионе в момент tk.

В определенные моменты времени tk, (tk  T,  
k = 0, 1, 2, ..., |T |), ir-ый агент, проживающий в r-ом 
регионе (r  R) и находящийся в поиске работы  
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(ir  Ir :  (tk)  {2, 3}, r  R, tk  T ), осуществляет  
выбор наиболее предпочтительного рабочего  
места среди -ых регионов (   R) и в b-ой отрасли  
(b  B) с учетом ожидаемого уровня жизни  
( , ), толерантности  
по отношению к выбираемому региону и др.,  
используя следующий критерий:

                         ,	 (3)

где

              	 (4)

Здесь,

	♦ (tk), ir  Ir,  , b  B, r,   R, tk  T – рассто-
яние от ir-ого агента, проживающего в r-ом реги-
оне и находящегося в состоянии поиска работы, 
до jbr-ой клетки, содержащей рабочее место, 
относящееся к b-ой отрасли экономики и -му 
региону, релевантное для агента данного типа;

	♦   (0,1), ir  Ir, r,   R, tk  T – уровень толе-
рантности ir-ого агента, проживающего в r-ом 
регионе, по отношению к -ому региону в кон-
тексте культурных, национальных, религиоз-
ных и прочих отличий:  = 0,99 – агент пол-
ностью толерантен к -ому региону (например, 
при  = r, т. е. если это тот же самый регион, в 
котором агент проживает в настоящий момент), 

 = 0,01 – агент полностью не толерантен к 
-ому региону;

	♦  (tk), ir  Ir, b  B, r  R, tk  T – продолжитель-
ность опыта работы ir-ого агента в b-ой отрасли 
экономики (в годах);

	♦ { , , } – коэффициенты значимости крите-
риев расстояния до места новой работы (с уче-
том толерантности по отношению к региону), 
относительной величины заработной платы и 
имеющего опыта работы в данной отрасли эко-
номики, , ,   [0, 1].

В результате выбора ir-ым агентом (ir  I) нового 
рабочего места с использованием критерия (4),  
будет выполнено его перемещение в ячейку ,  
т. е. он мигрирует в -ый регион (   R,   r), что при-
ведет к изменению численности населения по реги-
онам |Ir |.

Тогда, численность населения в r-ом регионе  
(r  R) в момент tk, (tk  T, k = 0, 1, 2, ..., |T |) равна

                                ,	 (5)

где

                      .	 (6)

Количество трудовых ресурсов зависит от чис-
ленности населения и равно

                             ,	 (7)

где ωk(tk)  [0, 1], tk  T – известная доля эконо-
мически активного населения в момент tk, (tk  T ).

Мера, характеризующая уровень территориаль-
ной концентрации населения (TPC), которая по-
зволяет оценить степень равномерности простран-
ственного распределения населения, может быть 
вычислена в момент tk, (tk  T ).

                         ,	 (8)

                      .	 (9)

Здесь, Sr, r  R – площадь r-ого региона, пригодная 
для проживания.

Из (8) следует, что Ψ(tk) = 0 при равномерном 
распределении и Ψ(tk) = 1 при абсолютно неравно-
мерном распределении населения по регионам.

Далее, можно сформулировать однокритери-
альную оптимизационную задачу по поиску пред-
почтительного сценария, обеспечивающего рост 
населения по регионам, а также равномерное и 
устойчивое пространственное развитие рынка 
труда. Лицо, принимающее решения, стремится 
к увеличению численности населения и трудовых 
ресурсов по стране в целом с учетом региональ-
ных ограничений, осуществляя управление пара-
метрами, влияющими на качество жизни людей

, и учитывая необ-
ходимость равномерного пространственного раз-
вития.
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Задача A. Требуется максимизировать численность 
населения (и количество трудовых ресурсов) по 
стране в целом с учет стратегии равномерного роста 
по всем регионам по набору управляющих параметров 

 к моменту |T |:

               	
(10)

при ограничениях:

                      , ,	 (11)

                                   (12)

Здесь,   [0, 1] – требуемое значение меры терри-
ториальной концентрации населения, задаваемое 
со стороны лица, принимающего решения;

{ 1, 2, 3, 4}, { 1, 2, 3, 4,} – нижние и верхние 
граничные значения управляющих параметров мо-
дели.

Задача A представляет собой задачу оптималь-
ного управления большой размерности. Значения 
целевых функционалов (10) и характеристики фа-
зовых ограничений (11) вычисляются в результате 
имитационного (многоагентного) моделирования. 
Поэтому, данная задача относится к классу задач 
«derivative-free optimization» (т. е. не использующих 
информацию о производных) и для ее решения 
требуется применение эволюционных алгорит-
мов, таких как (регионально-ориентированный) 
гибридный алгоритм с множественными роями ча-
стиц (R-HMSPSO).

Предложенная модель (1)–(12) реализована в 
среде крупномасштабного агентного имитацион-
ного моделирования FLAME GPU 2 [28], как и не-
которые другие известные модели, представленные 
в работах [5, 17].

2. Алгоритм R-HMSPSO

Решение задачи A осуществляется с использова-
нием предложенного алгоритма оптимизации роем 
частиц с множественными роями (R-HMSPSO). 
Общее число таких роев совпадает с количеством 
регионов. Отличительной особенностью предлага-

емого алгоритма, от других роевых [13] и мульти-
роевых оптимизационных алгоритмов, таких как 
HMSPSO [18], состоит в том, что в процессе эво-
люционного поиска, каждый рой ищет глобаль-
ное решение, соответствующее максимуму целе-
вой функции (численности населения по стране в 
целом) с учетом локальных решений, соответству-
ющих максимуму численности населения в своем 
регионе. При этом, в процессе эволюционного по-
иска используются множественные фитнес-функ-
ции, что позволяет улучшить процедуру поиска 
решений, направленных на максимизацию чис-
ленности населения в каждом регионе, а не только 
по стране в целом. Таким образом, в предложенном 
роевом алгоритме учитывается специфика решае-
мой однокритериальной оптимизационной задачи 
(10) с множественными фазовыми ограничения-
ми (11). Как и другие алгоритмы роевого интеллек-
та, алгоритм R-HMSPSO оптимизирует целевую 
функцию, поддерживая популяцию возможных 
решений, которые называются частицами. Эти ча-
стицы перемещаются в пространстве решений в со-
ответствии с принципом стремления к наилучшему 
положению, найденного в этом пространстве, ко-
торое постоянно изменяется по мере того, как ча-
стицы находят более выгодные положения. В пред-
ложенном алгоритме R-HMSPSO периодически 
выполняются операторы вещественного кроссин-
говера и мутации для предотвращения преждев-
ременной сходимости по аналогии с алгоритмом 
HMSPSO [18].

Приведем краткое формальное описание алго-
ритма.

Здесь,

	♦  – набор итераций в алгоритме 
R-HMSPSO, где  – общее количество итера-
ций, ,  – начальная и конечная итера-
ции алгоритма R-HMSPSO,  –  
все итерации;

	♦ R = {r1, r2, ..., r|R|} – множество индексов роев (реги-
онов), осуществляющих эволюционный поиск в 
режиме параллельных вычислений в R-HMSPSO, 
где |R| – общее количество роев, равное коли- 
честву регионов;

	♦  – набор индексов 
частиц r-го роя (т.  е. роя, стремящегося к мак-
симизации численности населения в r-ом реги-
оне), где  – общее количество частиц;
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	♦  – набор индексов искомых 
переменных, где | | – общее количество иско-
мых переменных;

	♦ (tk) = { }, , r  R,  
  , ; – вектор значений искомых пере- 

менных, определяющая положение jr-ой 
частицы r-го роя, относящегося к r-ому реги-
ону в пространстве решений на итерации , где 

 – общее количество значений искомых 
переменных;

	♦  – нижние и верхние граничные значения 
искомых переменных;

	♦  – наилучшие локаль-
ные решения, соответствующие найденным с 
помощью jr-ой частицы r-го роя за весь период 
поиска к итерации ;

	♦  – наилучшее глобальное реше-
ние, найденное всеми частицами r-го роя на ите-
рации ;

	♦  – наилучшее глобальное решение, 
найденное всеми частицами во всех роях на ите-
рации  (т.  е. решения по максимизации чис-
ленности населения по стране в целом с учетом 
ограничения на уровень его территориальной 
концентрации);

	♦ h(0, 1), q(0, 1), e(0, 1) – случайные значения, рав-
номерно распределенные на интервале [0, 1];

	♦ θ, c1, c2, c3 являются константами, значения 
которых, как правило, устанавливаются в сле-
дующих диапазонах: θ  [0,5, 1,5], c1  [1,5, 2], c2, 
c3  [2, 2,5].

В отличии от традиционных роевых алгоритмов, 
в R-HMSPSO в процессе эволюционного поиска 
используется множественные фитнес-функции для 
определения наилучшего глобального решения, 
найденного всеми частицами и решений, найден-
ных каждым r-ым роем (r  R), соответственно:

                    ,	 (14)

где , ,   R,  – числен-
ность населения в r-ом регионе и уровень терри-
ториальной концентрации населения к моменту 
модельного времени |T | на итерации tk.

Из (14) следует при оценке глобальных решений 
учитывается удаленность значения целевой функции 
модели агент-ориентированной модели (максимизи-
руемой численности населения) от области допусти-
мых значений, определяемой фазовыми ограничени-
ями (11) на каждой итерации алгоритма R-HMSPSO.

На каждой итерации алгоритма R-HMSPSO 
вычисляется вектор скорости для искомых пере-
менных оптимизационной задачи (10)–(12), для 
каждой частицы r-го роя (r  R), определяющий по-
ложение ее в пространстве потенциальных реше-
ний на итерации , ( , k = 1, 2, ..., K):

                       	 (15)

Значения вектора искомых переменных, отно-
сящихся к jr-ой частице (jr  Jr, r  R) r-го роя (r  R)  
на итерации , ( , k = 1, 2, ..., K), вычисляются 
с использованием следующей формулы:

          (16)

На рисунке 2 показана укрупненная блок-схема 
разработанного алгоритма R-HMSPSO. Здесь, па-
раметр ω, (ω  ) – частота, с которой вызываются 
операторы вещественного кодирования кроссин-
говера и мутации, для того чтобы предотвратить 
преждевременную сходимость роевого алгорит-
ма к локальным экстремумам;  – целая часть 
числа. На начальной итерации  проис-
ходит инициализация параметров R-HMSPSO. 
Формируется множество роев частиц, количе-
ство которых равно числу регионов. Выполняется 
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инициализация начальных значений искомых пе-
ременных и соответствующих скоростей для всех 
частиц всех роев (рис. 2).

Далее, на каждой итерации алгоритма 
R-HMSPSO , , ( , k = 1, 2, ..., K) вычисляются 
значения целевой (10) и фитнес-функции (13), для 
каждого вектора значений искомых переменных 
относящихся к каждой частицы каждого роя. Для 
улучшения временной эффективности алгоритма, 
используется архитектура на основе GPU, что по-
зволяет эффективно распараллелить процедуру 
эволюционного поиска решений, относящиеся к 
различным роям. При этом, взаимодействие меж-
ду процессами осуществляется через центральный 
процесс CPU, как и в ранее разработанном алго-
ритме HMSPSO [18].

В процессе эволюционного поиска выполняется 
определение наилучшего локального решения, най-
денного каждой частицей в каждом рое в течение 
всего периода поиска, а также наилучших глобаль-
ных решений, найденных всеми частицами каждого 
роя и наилучшего глобального решения, найденно-
го всеми частицами среди всех роев. Периодически 
с частотой ω, (ω  ) выполняется селекция наи-
лучших решений относящихся к различным роям 
с целью их скрещивания и вероятностной мутации 
(с использованием генетических операторов веще-
ственного кодирования [17, 18]), для формирования 
новых потенциальных решений.

Алгоритм, представленный на рисунке 2, рабо-
тает до выполнения критерия остановки:  =  
или , где , ,  
r  R,  – средняя скорость сходимости значе-
ний фитнес-функции в популяции частиц роя (см. 
(13)–(14)), которая характеризует степень стаби-
лизации получаемых оптимальных значений целе-
вых характеристик модели (общей численности и 
уровня территориальной концентрации населения)  
относительно числа итераций,  –пороговое зна-
чение сходимости, которое обычно устанавлива- 
ется в следующем диапазоне:   [0,01, 0,000001].

Значения ключевых гиперпараметров предло-
женного алгоритма R-HMSPSO представлены в 
таблице 1.

Далее, для модели (1)–(12), реализованной во 
FLAME GPU 2 [28], были выполнены оптимизаци-
онные эксперименты с использованием портативного 
суперкомпьютера ЦЭМИ РАН – DSWS PRO 2 x Intel 
Xeon Silver 4114, 1 x NVIDIA QUADRO RTX 6000.Рис. 2. Блок-схема алгоритма R-HMSPSO.

Определение наилучшего локального решения,  
найденного каждой частицей в каждом рое  

в течение всего периода поиска,  
а также наилучших глобальных решений,  
найденных всеми частицами каждого роя  

и наилучшего глобального решения,  
найденного всеми частицами среди всех роев.

Инициализация параметров R-HMSPSO.
Формирование множественных роёв частиц

 в количестве равном числу регионов.
Инициализация начальных значений искомых  

переменных и соответствующих скоростей 
для всех частиц всех роев.

Обновление каждого роя в R-HMSPSO  
с использованием наилучших решений,  

полученных с помощью операторов скрещивания  
и мутации вещественного кодирования, путем  
замены худших решений (в роях) наилучшими.

Селекция наилучших решений относящихся  
к различным роям с целью их скрещивания  

и вероятностной мутации, для формирования  
новых потенциальных решений.

Вычисление значений фитнес-функций  
с использованием вектора искомых переменных  

для каждой частицы в каждом рое.

Обновление вектора скорости  
и вектора переменных принятия решения  

для каждой частицы в каждом рое.

Конец

да

нет

нет

да
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3. Результаты и обсуждение

На первом этапе было выполнено тестирование 
и проведена сравнительная оценка эффективно-
сти предложенного алгоритма R-HMSPSO в срав-
нении с другими эволюционными алгоритмами, 
такими как стандартный PSO [13], стандартный 
генетический алгоритм вещественного кодиро-
вания RCGA [29], гибридный генетический алго-
ритм RCGA-PSO [17], гибридный роевой алгоритм 
с множественными роями HMSPSO [18]. В каче-
стве горизонта имитационного моделирования 
был выбран |T | = 74 (т. е. оптимизация численно-
сти населения и трудовых ресурсов для России до 
2100 г.). Результаты (многократно выполненных) 
оптимизационных экспериментов представлены в 
таблице  2. Значение гиперпараметров алгоритма 
R-HMSPSO представлены в предыдущем разделе 

Таблица 1.
Основные гиперпараметры  

алгоритма R-HMSPSO

№ Наименование гиперпараметра Значение

1 Количество роев частиц в алгоритме, | | 85

2 Количество частиц в каждом r-ом рое, 100

3 Коэффициент инерции, 0,5

4
Коэффициент ускорения перемещения частиц 
в направлении собственных оптимальных 
локальных решений, 

1,5

5
Коэффициент ускорения перемещения частиц  
в направлении оптимальных решений, 
найденных всеми частицами своего роя, 

2

6
Коэффициент ускорения перемещения частиц 
в направлении оптимальных решений, всеми 
частицами во всех роях, 

2,5

7
Число прогонов модели на каждой итерации 
роевого алгоритма для оценки усредненных 
значений целевой и фитнес-функции

10

8 Частота вызова генетических операторов 
(скрещивания и мутации), 5

9 Максимальное количество итераций роевого 
алгоритма, |  | 500

10 Пороговое значение сходимости роевого 
алгоритма, 0,0001

в таблице  1. При этом значения гиперпараметров 
остальных эволюционных алгоритмов, используе-
мых для сравнения (т.е. PSO, RCGA, RCGA-PSO и 
HMSPSO), являются стандартными и описаны ра-
нее в [13, 17, 18, 29].

Как видно из таблицы  2, при отсутствии опти-
мизации и реализации наиболее пессимистичного 
сценария, соответствующего текущему тренду сни-
жения рождаемости, роста миграции из регионов 
в центральную европейскую часть России и сокра-
щения притока внешних мигрантов, численность 
населения России к 2100 году может сократиться 
приблизительно до 85,4 млн. чел., что в целом со-
гласуется с аналогичными прогнозами ведущих экс-
пертных центров таких как ООН [30]. Однако пе-
реход к сценарию устойчивого демографического 
развития, полученному на основе оптимизации це-
левых характеристик разработанной агентной мо-
дели с использованием R-HMSPSO, может позво-
лить увеличить численность населения по России до  
160,1 млн. чел. (среднее значение), в основном за 
счет существенного снижения уровня территориаль-
ной концентрации населения (TPC) с ожидаемых 
0,78 до 0,21, роста темпов жилищного строитель-
ства в регионах с соответствующим равномерным 
распределением населения, а также при условии су-
щественного увеличения уровня заработных плат и 
темпов создания новых рабочих мест в регионах.

Из таблицы  2 также видно, что предложенный 
алгоритм R-HMSPSO существенно превосходит 
другие эволюционные алгоритмы PSO, RCGA, 
RCGA-PSO, и HMSPSO как по значению целевых 
характеристик (численность населения и уровень 
территориальной концентрации), так и по времени 
поиска решения (за исключением стандартного ал-
горитма PSO, который быстрее достигает сходимо-
сти в одном из локальных экстремумов и расчетов, 
не требующих оптимизации). Подобная резуль-
тативность достигнута как за счет использования 
предложенной множественных фитнес-функций 
(13), так из счет периодического использования 
операторов скрещивания и мутации для предотвра-
щения преждевременной сходимости.

В таблице  3 представлены усредненные опти-
мальные значения управляющих параметров мо-
дели, вычисленные с использованием алгоритма 
R-HMSPSO: среднегодовые значения темпов ро-
ста заработной платы – , темпов роста количе-
ства новых рабочих мест – , темпов роста жи-
лищного строительства –  и темпов роста ввода 
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Таблица 2.
Результаты сравнительной оценки производительности R-HMSPSO

Метрики эффективности
При отсутствии 
оптимизации
R-HMSPSO

Алгоритмы эволюционного поиска решений

R-HMSPSO PSO RCGA RCGA-PSO HMSPSO

Численность населения,  
млн. чел.

Верхн. 91,2 164,4 110,4 132,2 118,2 135,6

Средн. 85,4 160,1 101,1 121,3 110,2 129,4

Нижн. 81,2 155,2 98,6 118,4 101,4 121,2

Уровень территориальной  
концентрации населения (TPC)

Верхн. 0,82 0,22 0,64 0,42 0,48 0,43

Средн. 0,78 0,21 0,59 0,41 0,45 0,41

Нижн. 0,76 0,18 0,52 0,39 0,42 0,39

Численность трудовых 
ресурсов, млн. чел.

Верхн. 54,7 116,1 71,8 89,9 78,0 90,9

Средн. 51,2 114,6 65,7 82,5 72,7 86,7

Нижн. 48,7 106,6 64,1 80,5 66,9 81,2

Время поиска решений, мин. 0,2 5,22 2,41 12,40 6,34 5,39

Таблица 3.
Оптимальные значения управляющих параметров модели,  

вычисленные с использованием R-HMSPSO

Код Регион

АлК Алтайский край 1,194 1,199 1,171 1,191

Амур Амурская область 1,184 1,199 1,176 1,197

Мск г. Москва 1,072 1,051 1,071 1,063

СПб г. Санкт-Петербург 1,051 1,052 1,062 1,065

Евр Еврейская автономная область 1,194 1,199 1,198 1,193

Заб Забайкальский край 1,197 1,195 1,195 1,192

Кам Камчатский край 1,193 1,194 1,193 1,190

Крас Красноярский край 1,194 1,195 1,197 1,192

Маг Магаданская область 1,195 1,191 1,196 1,192

Мос Московская область 1,072 1,052 1,070 1,061

При Приморский край 1,186 1,183 1,173 1,199

Бур Республика Бурятия 1,197 1,195 1,193 1,192

Якт Республика Саха (Якутия) 1,173 1,192 1,194 1,174

Тыва Республика Тыва 1,199 1,197 1,194 1,186

Хак Республика Хакасия 1,187 1,183 1,179 1,198

Схлн Сахалинская область 1,173 1,193 1,196 1,195

Хаб Хабаровский край 1,184 1,194 1,194 1,191

Чук Чукотский автономный округ 1,192 1,191 1,193 1,182
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объектов социальной инфраструктуры – . При 
проведении экспериментов для всех управля-
ющих параметров модели были установле-
ны ограничения на область допустимых значе-
ний   [1, 1,2], чтобы 
учесть реальные возможностями увеличения тем-
пов роста соответствующих характеристик.

Как видно, из таблицы 3, оптимальное решение 
основной задачи по максимизации численности 
населения с учет стратегии равномерного роста по 
всем регионам достигается при превалирующих зна-
чениях темпов роста заработной платы, количества 
новых рабочих мест, жилищного строительства и 
ввода объектов социальной инфраструктуры в реги-
онах не относящихся к центральной и европейской 
части России, например, регионах Дальневосточ-
ного и Сибирского федеральных округов (напри-
мер, республика Бурятия и Саха (Якутия), Забай-
кальский, Камчатский, Приморский, Хабаровский 
край, Амурская, Магаданская, Сахалинская, Еврей-
ская автономная области и Чукотский автономный 
округ, республика Алтай, Тыва, Хакасия, Красно-
ярский край и др.). И, наоборот, в наиболее эконо-
мических развитых регионах (в частности, г.  Мо-
сква, Московская область, г.  Санкт-Петербург и 
др.) отсутствует необходимость в увеличении зна-
чений управляющих параметров, так как в настоя-
щее время миграционные потоки и так направлены 
в эти крупные агломерации, не испытывающие су-
щественного дефицита трудовых ресурсов. Анализ 
данных, представленных в таблице 3, позволяет сде-
лать вывод, что в большинстве субъектов, входящих 
в состав Дальневосточного и Сибирского федераль-
ных округов, оптимальные значения управляющих 
параметров модели находятся в интервале от 1,17 до 
1,20. В то же время для Москвы, Московской обла-
сти и Санкт-Петербурга соответствующие значения 
варьируются от 1,05 до 1,07. Полученные результа-
ты позволяют сделать вывод о необходимости обе-
спечения значительно более высоких темпов роста 
ключевых социально-экономических характери-
стик, влияющих на демографическую ситуацию, для 
устранения географической асимметрии и достиже-
ния сбалансированного пространственного разви-
тия. Хотя значения темпов, близкие к 1,2, трудноре-
ализуемы, они могут рассматриваться как целевые 
(предпочтительные) темпы в соответствующих ре-
гионах, достижение которых позволит значительно 
увеличить численность населения и обеспечить его 
равномерное расселение в долгосрочной перспек-
тиве.

На рисунке 3 представлены прогнозные значения 
численности населения по регионам России к 2100 
году, вычисленные с использованием разработан-
ной агент-ориентированной имитационной моде-
ли, до и после оптимизации с применением алго-
ритма R-HMSPSO.

Из рисунка 3 видно, что использование алгорит-
ма R-HMSPSO, позволяет достичь существенно бо-
лее равномерного и устойчивого роста численности 
населения по регионам по сравнению с текущим 
инерционным сценарием (т. е. до оптимизации), В 
частности, при отсутствии оптимизации, продол-
жается миграция населения в регионы центральной 
и европейской части России, особенно г.  Москва, 
Московская область, г. Санкт-Петербург и др. Так, 
например, в Москве, при первом сценарии (до оп-
тимизации) численность населения к 2100 году мо-
жет вырасти до 20 млн чел,, но не за счет естествен-
ного прироста, а по причине массовой миграции 
из менее развитых регионов России. Однако, при-
менение подхода на основе оптимизации и пред-
ложенного эволюционного алгоритма R-HMSPSO, 
предполагающего существенное увеличение тем-
пов роста заработной платы, количества новых ра-
бочих мест, темпов жилищного строительства и др. 
в регионах, нуждающихся в опережающем разви-
тии (табл. 3), может привести к сбалансированно-
му пространственному развитию и увеличению чис-
ла субъектов РФ, относящихся к группе регионов с 
наибольшей численностью населения (рис. 3).

Далее, с применением хорошо известного мето-
да Монте-Карло были проведены множественные 
эксперименты (более 10000 прогонов), направ-
ленные на анализ устойчивости полученных оп-
тимальных решений, соответствующих значениям 
управляющих параметров модели, представлен-
ным в таблице 3. При этом, варьировались значе-
ния ключевых параметров модели, влияющих на 
характеристики демографических и миграцион-
ных процессов, в частности, следующих коэффи-
циентов:   [0,7, 0,9],   [0,1, 0,3],   [0,3, 0,5] –  
коэффициенты, влияющие на вероятность рожде-
ния детей в семьях (см. (2));   [0,2, 0,4],   [0,5, 0,7],  
  [0,7, 0,9] – коэффициенты, влияющие на выбор 

агентом места работы, в том числе, в регионе от-
личном от места проживания агента (см. (3)–(4)). 
Нижние и верхние граничные значения соответ-
ствующих варьируемых параметров были опреде-
лены на основе анализа имеющейся статистики. 
На рисунке  4 представлены частотные гистограм-
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Рис. 3. Прогнозные значения численности населения по регионам России к 2100 году  
(с использованием агент-ориентированной имитационной модели).

а) до оптимизации, суммарная численность населения 85,4 млн. чел.

б) после оптимизации, суммарная численность населения 160,1 млн. чел.

регионы с наибольшей численностью населения

регионы с наименьшей численностью населения
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мы, которые характеризуют диапазоны изменений 
целевых характеристик модели в зависимости от 
числа прогонов агентной модели (плотность веро-
ятности): суммарной численности населения стра-
ны в целом и уровня территориальной концентра-
ции населения к 2100 году.

Из рисунка 4 следует, что применение оптималь-
ных значений управляющих параметров модели, 
рассчитанных с использованием предложенного 
алгоритма R-HMSPSO, позволяет достичь устой-
чивых результатов (суммарной численности насе-
ления и уровня территориальной концентрации 
населения к 2100 году) при варьировании значений 
ключевых параметров (влияющих коэффициентов) 
разработанной агентной модели.

Заключение

В данной работе представлен новый подход к 
прогнозированию и оптимизации миграционных 
и демографических процессов с использованием 
агентного моделирования и разработанного ги-
бридного алгоритма роя частиц с множественны-
ми роями (R-HMSPSO). Существенным отличием 
предложенной агентной модели от ранее извест-
ных является то, что в ней учитывается индивиду-
альная система принятия решений агентами о вы-

боре наиболее предпочтительного рабочего места, 
в том числе расположенного в регионе, отличном 
от места их проживания. На выбор рабочего места 
оказывают влияние как социально-экономические 
факторы (например, относительная величина за-
работной платы, наличие рабочих мест, уровень 
толерантности к региону и др.), так и географи-
ческие. Применение нового роевого алгоритма 
R-HMSPSO, агрегированного по целевым функ-
ционалам с разработанной имитационной моде-
лью, позволило определить оптимальные значения 
управляющих параметров модели (табл. 3), обеспе-
чивающих максимизацию численности населения 
и трудовых ресурсов, как по стране в целом, так и 
по отдельным регионам с учетом стратегии сбалан-
сированного пространственного развития (рис. 3).

Дальнейшие исследования будут направлены на 
моделирование и оптимизацию процессов привле-
чения трудовых ресурсов в территориально-рас-
пределенные предприятия. 
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Abstract

Currently, many enterprises in Russia are facing a shortage of labor resources. Unequal spatial 
development negatively affects the production characteristics of companies. In particular, declining 
birth rates and increasing migration from peripheral to central and European regions of the country 
significantly affect the labor market. Therefore, this article proposes a new approach to predicting and 
optimizing migration and demographic processes by using agent-based models and a hybrid particle 
swarm optimization algorithm. The goal of this approach is to find solutions that will contribute to 
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implementing a balanced spatial development strategy and population growth in regions. In order to 
address this problem, a hybrid multi-swarm particle swarm optimization algorithm (R-HMSPSO) 
has been proposed. This approach aims to maximize the population size, while considering strategies 
for uniform population growth across regions and constraints on territorial population concentration 
measures (TPC). The search for optimal solutions using R-HMSPSO is based on a set of decision 
variables that determine the rate of wage growth, creation of workplaces, housing construction, and the 
pace of social infrastructure development. All these factors affect the quality of life and the demographic 
situation in regions. The TRC measure serves as primary constraints when solving the maximization 
problem for population size. The improved economic situation in a region affects its attractiveness, 
leading to a redistribution of migration flows and a change in population concentration. Therefore, an 
evolutionary search for optimal variable values is applied simultaneously across all regions. This model 
was aggregated through objective functions with an R-HMSPO algorithm. As a result of optimization 
experiments, the most preferable solutions for improving the demographic situation in Russia’s regions 
have been identified. These solutions contribute to both population growth and more balanced spatial 
development.

Keywords: agent-based modeling, migration and demographic processes, population forecasting, territorial 
population concentration, particle swarm optimization, labor market, regions of Russia
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Аннотация

Интеграция искусственного интеллекта (ИИ) в информационные технологии трансформирует 
требования к компетенциям специалистов, однако проникновение ИИ-компетенций на ранние 
этапы жизненного цикла программного обеспечения (Software Development Life Cycle, SDLC) – 
анализ требований и планирование – остаётся недостаточно изученным. Существующие работы 
опираются на статические модели компетенций без эмпирической валидации либо анализируют 
рынок труда на агрегированном уровне профессий, не дифференцируя спрос по функциональным 
кластерам SDLC. Цель исследования – эмпирическая проверка гипотезы о проникновении 
ИИ-компетенций в наборы навыков начальных стадий SDLC. Научная новизна состоит в ме-
тодологическом переходе от статических моделей компетенций к процессно-ориентированно-
му анализу: выполнено соотнесение ролей с этапами SDLC через взвешенную кластеризацию 
с нормативной привязкой к Software Engineering Body of Knowledge (SWEBOK v3.0), Business 
Analysis Body of Knowledge (BABOK v3.0) и ISO/IEC/IEEE 12207:2017. Эмпирической базой 
служат 182447 уникальных ИТ-вакансий портала hh.ru за март–декабрь 2025 г. по 19 ролям, 
релевантным SDLC. Перечень из 307 ИИ-компетенций сформирован через предварительный 
отбор большими языковыми моделями (LLM) с экспертной верификацией. Выделено восемь 
функциональных кластеров. Взвешенный спрос S(s) распределяется следующим образом: 
аналитика – 16,0%, проектирование – 16,0%, разработка – 13,6%, управление – 12,2%, докумен-
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Введение

Генеративный ИИ ускоряет жизненный цикл 
разработки ПО (Software Development Life 
Cycle, SDLC) [1, 2], при этом ключевым барье-

ром внедрения остаётся дефицит ИИ-компетенций 
у сотрудников и руководителей [3].

Экспертное сообщество предпринимает попыт-
ки систематизировать требования к ИИ-компетен-
циям: ведётся доработка моделей O*NET, ESCO 
(European Skills, Competences, Qualifications and 
Occupations) и создание новых фреймворков [4–7]. 
Российский ИКТ-сектор в 2024 г. растёт опережа-
ющими темпами относительно экономики в целом 
[8], что обосновывает его выбор как объекта иссле-
дования.

Анализ литературы выявляет пробел: норматив-
ные модели ИИ-компетенций [4,  6,  7] не верифи-
цированы эмпирически на данных рынка труда, а 
исследования вакансий [9–11] оценивают спрос без 
дифференциации по этапам SDLC.

Поскольку наибольший потенциал ИИ связан с 
ранними этапами SDLC [7, 9], сформулирован сле-
дующий исследовательский вопрос: «Насколько 
ИИ-компетенции проникают в профессиональные 
роли, задействованные на ранних этапах SDLC, та-
ких как анализ требований и планирование, или же 
они остаются преимущественно востребованными 
на более поздних стадиях SDLC?»

Целью исследования является эмпирическая 
проверка гипотезы о проникновении ИИ-компе-
тенций в наборы навыков, востребованных на ран-
них этапах SDLC.

1. Теоретический  
базис исследования

Исследование опирается на компетентност-
ный подход [12,  13], а также на теории ключевых 
компетенций [14] и динамических способностей 
[15], дополненные теорией человеческого капита-
ла, обосновывающей накопление профессиональ-
ных навыков как инвестицию [16]. Компетенции 
рассматриваются как устойчивые характеристики, 
предсказывающие результативность, и формали-
зуются комбинацией индуктивных и дедуктивных 
методов [17].

Для систематизации требований к професси-
ям применяются фреймворки e-CF (European 
e-Competence Framework) [4] и O*NET [5], а так-
же модели SWEBOK (Software Engineering Body 
of Knowledge) и SWECOM (Software Engineering 
Competency Model), привязывающие компетенции 
к областям SDLC [18]. В условиях высокой измен-
чивости среды фиксируется переход от должност-
ных к компетентностным моделям [19], а ролевые 
конфигурации в SDLC описываются таксономией 
skill-shape [20]. Устойчивость таких моделей всту-
пает в противоречие со скоростью технологических 

тирование – 12,2%, тестирование – 12,0%, поддержка – 9,1%, дизайн – 8,9%. Взвешенное про-
никновение P(s) варьируется от поддержки – 0,34% до дизайна – 1,70%. Гипотеза подтверждает-
ся: проникновение в кластере «Аналитика» – 0,69% соответствует среднерыночному уровню, а 
в кластере «Управление» – 0,76% превышает его, хотя по абсолютным значениям ранние этапы 
SDLC уступают кластерам Дизайна, Разработки и Проектирования. Результаты применимы для 
стратегий раннего предупреждения в компаниях, корректировки образовательных программ и 
обновления профессиональных стандартов в условиях распространения генеративного ИИ.

Ключевые слова: искусственный интеллект, жизненный цикл разработки программного обеспечения, 
компетенции, анализ вакансий, рынок труда, генеративный ИИ

Цитирование: Стоянова О. В., Окусков И. С. Проникновение искусственного интеллекта в жизненный 
цикл разработки программного обеспечения: эмпирический анализ рынка труда // Бизнес-информатика. 
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сдвигов: ИИ меняет профессиональные требова-
ния быстрее, чем фреймворки успевают их коди-
фицировать, что выдвигает задачу раннего выявле-
ния изменений в структуре компетенций.

Инструментом такого выявления служат «сла-
бые сигналы» – ранние индикаторы будущих изме-
нений [21]. Появление требований к ИИ-навыкам 
в вакансиях на аналитические и управленческие 
роли, традиционно не связанные с ИИ, интер-
претируется как «слабый сигнал» трансформации 
структуры компетенций на ранних этапах SDLC.

Метод анализа вакансий опирается на устоявшу-
юся практику: содержание вакансий служит опере-
жающим сигналом реального спроса на навыки и 
чувствительно к технологическим сдвигам [10, 11]. 
В частности, Организация экономического сотруд-
ничества и развития (Organization for Economic Co-
operation and Development, OECD) использует дан-
ные профессиональной онлайн-сети для оценки 
спроса на ИИ-навыки в разрезе профессий [9].

2. Методология исследования

Методология представляет собой процессно-о-
риентированный подход и реализована в четыре 
этапа. Поскольку использование только профес-
сиональной роли даёт смещение из-за размытия 
ролей в вакансиях, ключевым методологическим 
решением стало введение дополнительного анали-
тического признака – функционального кластера, 
явно соотносящего роли с этапами SDLC.

Этап 1. Формирование первичной выборки ва-
кансий. Источник данных – платформа hh.ru. Сбор 
данных выполнен через открытый API за март – де-
кабрь 2025 г. Критерий включения – отнесение ва-
кансии по каталогу hh.ru к одной из 19 ролей, ре-
левантных SDLC. Принадлежность к ИТ-сегменту 
обеспечивается самим набором ролей. После предо-
бработки и исключения ролей BI-аналитик и марке-
толог-аналитик (обоснование – п. 3.1) итоговая вы-
борка составила 182447 уникальных вакансий.

Этап 2. Выделение функциональных кластеров 
SDLC и построение взвешенной матрицы участия. 
Каждая из 19 ролей отнесена к восьми функцио-
нальным кластерам на основе экспертного анализа 
типовых обязанностей по каталогу hh.ru и типовым 
описаниям вакансий.

В отличие от бинарного подхода, при котором 
роль жёстко относится к единственному кластеру, в 

настоящем исследовании применяется взвешенная 
кластеризация: каждой роли присваивается вектор 
нормированных коэффициентов участия wrs по 
всем восьми кластерам ( ). Это позволяет 
учесть кросс-этапный характер ролей (менеджер 
продукта, DevOps-инженер, системный аналитик).

Веса определяются по расширенной шестиуров-
невой шкале (0–5) на основе доминирующих обя-
занностей каждой роли: 5 – владелец процесса; 4 –  
регулярный вклад; 3 – вспомогательное участие; 2 –  
эпизодическое участие; 1 – минимальный кон-
такт; 0 – роль не вовлечена. Шестиуровневая шка-
ла позволяет отделять кластер-владельца процесса 
(5) от кластеров регулярного вторичного вклада (4) 
и различать эпизодическое участие от минималь-
ного формального контакта (2 против 1), что важно 
для корректной атрибуции кросс-функциональных 
ролей. Экспертная разметка опирается на профи-
ли вакансий hh.ru, каталог профессий hh.ru и нор-
мативную привязку к SWEBOK v3.0, BABOK v3.0,  
ISO/IEC/IEEE 12207:2017 [22–24]. Устойчивость раз-
метки проверена анализом чувствительности (п. 5).

В результате выделено восемь функциональных 
кластеров. Перечень и состав ролей приведены в 
таблице 1. Кластер «Дизайн» выделен как само-
стоятельный восьмой функциональный кластер, 
содержательно обособленный от инженерного 
«Проектирования»: его ИИ-компетенции связа-
ны преимущественно с генеративными инстру-
ментами визуального контента (Midjourney, Stable 
Diffusion), качественно отличными от инструмен-
тов архитектурного проектирования ПО. Ненуле-
вые веса дизайнеров в кластерах «Проектирова-
ние» и «Аналитика» (таблица 2) отражают участие 
в UX-прототипировании и обеспечивают включён-
ность кластера в систему восьми функциональных 
кластеров. Взвешенная матрица wrs и данные Nr, AIr 
по всем 19 ролям приведены в таблице 2 (процедура 
расчёта – Этапы 1 и 3 раздела 2).

Этап 3. Формирование подвыборки вакансий с 
ИИ-компетенциями. Поскольку в выборке зафик-
сировано более 31 тыс. уникальных наименований 
в поле ключевых навыков, что исключает ручную 
разметку, эталонный перечень ИИ-компетенций 
формировался в два шага: (1) LLM-предотбор кан-
дидатов, релевантных области ИИ (машинное обу-
чение, LLM, обработка естественного языка (NLP), 
компьютерное зрение, нейросети) и (2) экспертная 
верификация с удалением нерелевантных позиций. 
Итоговый перечень – 307 наименований. Вакан-
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сия относится к подвыборке с ИИ при ≥1 точном 
совпадении ключевого навыка с пунктом перечня. 
Вакансии с незаполненным полем ключевых навы-
ков исключаются. Подвыборка с ИИ – 1255 вакан-
сий (1,17% от 107330 с заполненным полем ключе-
вых навыков, 0,69% от всей выборки 182447).

Этап 4. Анализ проникновения ИИ-компетенций 
в этапы SDLC. Выполняется количественная оцен-
ка по двум взвешенным показателям: P(s) – проник-
новение ИИ внутри этапа и S(s) – доля совокупного 
спроса на ИИ, приходящаяся на этап. Расчёт ведёт-
ся по вхождениям вакансий в кластеры с использо-
ванием матрицы wrs (таблица 2). Формулы, обозна-
чения и интерпретация приведены в п. 3.3.

3. Результаты исследования

3.1. Первичная выборка вакансий

Из первоначального перечня исключены две 
роли – BI-аналитик (аналитик данных) и маркето-
лог-аналитик: ни SWEBOK v3.0, ни BABOK v3.0, ни 
ISO/IEC/IEEE 12207:2017 не относят эти функции 
к процессам SDLC; включение этих ролей в кла-
стер «Аналитика» завысило бы оценку P(Аналити-
ка) за счёт высокой концентрации в них ML/Data 
Science-инструментов, не связанных с фазой анали-
за требований. Перечень 19 ролей и распределение 
вакансий по ним приведены в таблице 2; соответ-
ствие ролей функциональным кластерам – в п. 3.2.

Таблица 1.
Кластеризация профессиональных обязанностей  

и распределение вакансий по кластерам SDLC  
(одна вакансия может учитываться в нескольких кластерах)

Кластер Роль Обязанности и активности в SDLC Число 
вакансий

Разработка
Программист, разработчик;  
DevOps-инженер; системный  
инженер; сетевой инженер

Написание, поддержка и оптимизация кода; 
Implementation/Coding. 37165

Управление
Руководитель проектов;  
менеджер продукта;  
руководитель группы разработки

Планирование, риски, бюджеты; сквозной охват 
от инициации до завершения (Project Management 
Body of Knowledge, PMBOK / BABOK).

35277

Аналитика
Аналитик; бизнес-аналитик; системный 
аналитик; продуктовый аналитик; 
руководитель отдела аналитики

Сбор требований и ТЗ, продуктовые метрики; 
ключевой вклад в Requirements Analysis. 39241

Проектирование
Программист, разработчик; системный 
инженер; специалист по ИБ; аналитик; 
бизнес-аналитик; системный аналитик

Архитектура и технические спецификации; 
трансляция требований в проектные решения 
(Software Design, SWEBOK).

69313

Дизайн Дизайнер, художник;  
гейм-дизайнер

UX/UI и визуальный контент; генеративные  
ИИ-инструменты (Midjourney, Stable Diffusion). 16083

Поддержка  
и администри-
рование

Специалист технической поддержки; 
системный администратор;  
специалист по ИБ

Администрирование, безопасность, 
инфраструктура; Deployment, Operations, 
Maintenance.

40397

Тестирование Тестировщик Поиск дефектов, тестирование; соответствие 
требованиям до релиза. 11009

Документирование Технический писатель
Проектная и пользовательская документация 
на всех этапах SDLC (Software Documentation, 
SWEBOK/ISO 12207).

3275
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3.2. Функциональные кластеры  
(кластеризация профессиональных  

обязанностей)

Кластеризация профессиональных обязанностей и 
распределение вакансий по этапам жизненного цик-
ла (SDLC) сформировали восемь ключевых функ-
циональных областей, представленных в таблице 1. 
Она показывает первичную принадлежность роли 
к кластеру; полные взвешенные вклады всех ролей 
приведены в таблице 2. Роли с двойственной функ-
циональной нагрузкой отнесены к кластеру по доми-
нирующей функции; вторичная активность отражена 
в баллах таблицы 2.

Семь из восьми функциональных кластеров 
непосредственно соответствуют этапам и сквоз-
ным процессам канонической SDLC (SWEBOK 
v3.0 [22], ISO/IEC/IEEE 12207:2017 [24]). Восьмой 
кластер «Дизайн» рассматривается отдельно (п. 2,  
Этап 2). Распределение вакансий по кластерам  
(таблица 1) отражает вхождения «вакансия – кла-
стер»: суммарное число вхождений (251760) пре-
вышает число уникальных вакансий (182447) за 
счёт мультиролевых вакансий. Уменьшение на 
11840 относительно исходной структуры обуслов-
лено исключением ролей BI-аналитик и маркето-
лог-аналитик.

Таблица 2.
Взвешенная матрица участия профессиональных ролей  

в кластерах SDLC и статистика по ролям  
(Nr – всего вакансий, AIr – с ИИ-компетенциями)

Профессиональная роль АН ПР РЗ ТС ПА УП ДК ДЗ Nr AIr Заполн., %

Программист, разработчик 1 3 5 3 2 1 2 0 17711 235 69,6

DevOps-инженер 1 2 4 3 5 2 2 0 8959 111 60,9

Системный инженер 1 4 3 2 3 1 2 0 5313 6 59,0

Сетевой инженер 0 2 1 1 5 1 1 0 5182 2 54,6

Системный администратор 0 0 1 1 5 1 1 0 12542 12 55,7

Специалист по ИБ 2 3 2 3 5 1 2 0 12488 15 50,5

Руководитель проектов 2 1 1 1 1 5 2 0 13752 53 57,3

Менеджер продукта 3 3 1 1 1 4 2 0 14933 108 49,7

Руководитель группы разработки 2 4 4 2 1 5 1 0 6592 166 57,6

Аналитик 5 2 0 1 1 1 3 0 12454 42 58,5

Бизнес-аналитик 5 2 0 1 1 2 4 0 10478 47 54,5

Системный аналитик 5 5 1 2 1 1 4 0 10869 51 60,9

Продуктовый аналитик 5 2 0 2 1 2 2 0 3291 63 60,0

Руководитель отдела аналитики 5 1 0 1 1 4 2 0 2149 34 51,2

Дизайнер, художник 2 2 1 1 0 0 1 5 14360 256 66,4

Гейм-дизайнер 3 2 1 1 0 1 1 5 1723 15 58,4

Тестировщик 2 0 1 5 1 0 2 0 11009 24 64,3

Технический писатель 2 1 1 1 1 0 5 0 3275 5 48,9

Специалист технической поддержки 1 0 0 1 5 0 2 0 15367 10 60,2

Итого 182447 1255 58,8

Примечание. Сырые баллы по шестиуровневой шкале 0–5, см. п. 2; нормированный вес wrs =  балл/сумма 
баллов роли; обозначения кластеров: АН – Аналитика, ПР – Проектирование, РЗ – Разработка, ТС –  
Тестирование, ПА – Поддержка и администрирование, УП – Управление, ДК – Документирование, ДЗ – 
Дизайн; Заполн., % – доля вакансий с заполненным полем ключевых навыков.
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3.3. Проникновение  
ИИ-компетенций в этапы SDLC

Топ-10 наиболее встречаемых компетенций при-
ведён в таблице 3. Всего выявлено 307 уникальных 
ИИ-компетенций. Числа в столбце «Вакансий» пред-
ставляют собой число вакансий, содержащих данную 
компетенцию в поле ключевых навыков. Одна вакан-
сия может содержать несколько ИИ-компетенций из 
перечня, поэтому сумма по всем строкам превышает 
общее число вакансий с ИИ (1255).

Данные таблицы 3 показывают доминирова-
ние обобщённых формулировок – «AI» (16 ролей) 
и «ML» (13 ролей), указывающее на межролевой 
характер спроса. Среди специфических компетен-
ций лидируют большие языковые модели (Large 
Language Model, LLM), фреймворки глубокого об-
учения (PyTorch, TensorFlow), инструменты управ-
ления жизненным циклом ML-моделей (Machine 
Learning Operations, MLOps), например MLflow и 
генеративный ИИ для дизайна (Midjourney).

Роли ранжированы по числу вакансий с ИИ-ком-
петенциями. Топ-10 ролей по доле ИИ приведён в 
таблице 4.

Проникновение ИИ в этап SDLC измеряется дву-
мя взаимодополняющими показателями, рассчиты-
ваемыми по взвешенной схеме с использованием 
матрицы коэффициентов участия wrs из таблицы 2.

Таблица 3.
Топ-10 ИИ-компетенций  

по числу вакансий,  
в  которых встречается компетенция

№ п/п ИИ-компетенция Число 
вакансий

Число 
ролей

1 AI 218 16

2 ML 204 13

3 LLM 148 14

4 PyTorch 139 12

5 Midjourney 123 3

6 ChatGPT 108 14

7 TensorFlow 102 10

8 MLflow 101 9

9 Нейронные сети 99 12

10 OpenCV 86 3

Таблица 4.
Топ-10 профессиональных ролей  

по числу вакансий  
с ИИ-компетенциями

№ 
п/п

Профессиональная 
роль

Общее 
число 

вакансий

Число 
вакансий 

с ИИ

Доля 
вакансий  
с ИИ (%)

1 Дизайнер, 
художник 14360 256 1,8

2 Программист, 
разработчик 17711 235 1,3

3 Руководитель 
группы разработки 6592 166 2,5

4 DevOps-инженер 8959 111 1,2

5 Менеджер 
продукта 14933 108 0,7

6 Продуктовый 
аналитик 3291 63 1,9

7 Руководитель 
проектов 13752 53 0,4

8 Системный 
аналитик 10869 51 0,5

9 Бизнес-аналитик 10478 47 0,4

10 Аналитик 12454 42 0,3

Обозначим: r – профессиональная роль (1…19),  
s – функциональный кластер (1…8), Nr – всего ва-
кансий для роли r, AIr – число вакансий с ИИ-ком-
петенциями для роли r, wrs – нормированный вес 
участия роли r в кластере s, из таблицы 2.

Показатель 1 – взвешенное проникновение ИИ 
в этап s из таблицы 5. Для каждого функциональ-
ного кластера s вычисляется взвешенная свёртка по 
всем ролям:

.

Показатель 2 – взвешенное распределение спроса 
на ИИ-компетенции по этапам SDLC (таблица 6).  
Для каждого кластера s вычисляется:

.
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Знаменатель равен  (= 1255), поэтому S(s) 
отражает долю совокупного взвешенного спроса 
на ИИ, приходящуюся на данный этап. Для срав-
нения уровней кластеров вводится ориентир – 
средний уровень проникновения по всей выборке  

 = 1255 / 182447 = 0,69%. Результаты 
расчёта обоих показателей – в таблицах 5 и 6.

4. Дискуссия

4.1. Научная новизна  
и значение взвешенной кластеризации

Процессно-ориентированный подход преодоле-
вает два ограничения предшествующих работ: опо-
ру на статические модели компетенций и агреги-
рованный анализ вакансий без разбивки по этапам 

Таблица 5.
Взвешенное проникновение ИИ-компетенций  

по функциональным кластерам SDLC – Показатель 1

Функциональный 
кластер

Число взвешенных  
вакансий, ΣNw

Число взвешенных  
вакансий с ИИ, ΣAIw

P(s) взвешенное,  
%

P(s) базовое,  
%

Дизайн 6599 112,0 1,70 1,70
Разработка 17975 170,8 0,95 1,00
Проектирование 23587 201,0 0,85 0,57
Управление 20016 153,1 0,76 0,90
Аналитика 29182 201,1 0,69 0,60
Тестирование 23651 150,6 0,64 0,20
Документирование 28356 152,6 0,54 0,15
Поддержка и администрирование 33083 113,9 0,34 0,10

Примечание. Взвешенный расчёт – по таблице 2. Базовый P(s) – по полному составу кластера (табл. 1); 
базовый S(s) в таблице 6 – по уникальной первичной принадлежности роли к доминирующему кластеру. 
Расхождение базовых оценок демонстрирует чувствительность к правилу атрибуции, которая снимается 
взвешенной свёрткой.

Таблица 6.
Взвешенное распределение спроса на ИИ-компетенции  

по этапам SDLC – Показатель 2

Функциональный 
кластер

Число ролей  

с w > 0
ΣAIw

S(s) взвешенное,  
%

S(s) базовое,  
%

Аналитика 17 201,1 16,0 18,9
Проектирование 16 201,0 16,0 0,0
Разработка 14 170,8 13,6 28,2
Документирование 19 152,6 12,2 0,4
Тестирование 19 150,6 12,0 1,9
Управление 15 153,1 12,2 26,1
Поддержка и 
администрирование 17 113,9 9,1 2,9

Дизайн 2 112,0 8,9 21,6

Примечание. Базовый расчёт без весов приведён для сравнения. Взвешенный расчёт по таблице 2.  
Базовый P(s) и S(s) рассчитаны по бинарной привязке роли к одному основному кластеру (табл. 1).  
Расхождения с взвешенным расчётом отражают вклад кросс-функциональных ролей. Базовый S(s) для 
«Проектирования» равен 0,0%, так как все входящие в кластер роли имеют основную принадлежность  
к другим кластерам – именно этот случай демонстрирует необходимость взвешенного подхода.
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SDLC. Взвешенная кластеризация (п. 3.2, табл. 2) 
присваивает каждой роли вектор нормированных 
весов по всем восьми кластерам, корректно учи-
тывая кросс-этапный характер позиций и обеспе-
чивая валидность свёртки P(s) и S(s). Двухэтап-
ный отбор эталонного перечня ИИ-компетенций 
(LLM-предотбор  +  экспертная верификация) по-
вышает воспроизводимость и контролируемость 
границы «ИИ / не-ИИ».

Интерпретация ролей через таксономию skill-
shape [20] объясняет наблюдаемые в таблицах 5 и 
6 паттерны. Концентрированные профили I-shape 
(глубокая специализация без широты охвата) и 
Γ-shape (глубокая специализация плюс одна смеж-
ная компетенция средней глубины) – например, 
техподдержка, тестировщик, технический писа-
тель – дают высокое P(s) в первичном кластере, не 
распределяя числитель метрики по смежным кла-
стерам. Распределённые профили T-shape (одна 
глубокая специализация при широком межфункци-
ональном охвате) и π-shape (две специализации при 
широком охвате) – например, системный аналитик, 
менеджер продукта, руководитель группы разработ-
ки – распределяют ИИ-вакансии по нескольким 
кластерам, что проявляется как снижение P(s) и од-
новременный рост S(s) за счёт вкладов из смежных 
кластеров. Отсюда характерный паттерн ранних эта-
пов SDLC – умеренное P(s) при высоком S(s) – яв-
ляется прямым следствием преобладания T/π-shape 
профилей в «Аналитике» и «Управлении».

4.2. Результаты, сопоставление  
со смежными работами и проникновение  

по этапам SDLC

ИИ-компетенции фиксируются во всех 19 ролях 
(табл. 4), что задаёт основу для интерпретации по 
этапам SDLC.

Полученные результаты подтверждают кон-
центрацию ИИ-спроса в технических про-
фессиях (OECD [9], Van Haeften et al.  [25]): 
P(Разработка)  =  0,95%; P(Дизайн)  =  1,70%. 
При этом фиксируется измеримое присут-
ствие ИИ-компетенций на нетехнических этапах 
(P(Аналитика) = 0,69%; P(Управление) = 0,76% >  ), 
что согласуется с прогнозами WEF [3] и McKinsey [2].  

 = 0,69% – средняя доля ИИ-вакансий по ИТ-сег-
менту выборки; превышение  в кластере означает 
структурный, а не остаточный спрос на ИИ-ком-
петенции. Значение P(Управление)  >   объяс-

няется охватом кластером ранних фаз инициа-
ции и планирования SDLC (Initiating, Planning 
по PMBOK/BABOK [23,  26]), где формирует-
ся спрос на ИИ-компетенции для постановки за-
дач. В отличие от фреймворка Annapureddy et 
al.  [6] без SDLC-привязки, настоящее исследова-
ние встраивает ИИ-требования внутрь существую-
щих ролей и этапов жизненного цикла. Сближение 
P(Аналитика) = 0,69% и P(Управление) = 0,76% –  
слабый сигнал конвергенции ИИ-требований в 
кросс-функциональных ролях.

По S(s) лидируют Аналитика и Проектирование 
(по 16,0%, табл.  6). Перераспределение от базо-
вых долей (Проектирование 0,0% → 16,0%, Дизайн 
21,6% → 8,9%) подтверждает корректность весовой 
свёртки, обоснованной в п. 3.2.

4.3. Практические рекомендации

Образовательные программы. Наибольшее обосно-
вание для оперативного пересмотра – у дизайн-про-
грамм: P(Дизайн) = 1,70% превышает   = 0,69% в 
2,5 раза, а 1,8% вакансий дизайнеров уже требуют 
генеративные ИИ-инструменты (табл. 3). Включе-
ние их в учебный план дизайн-программ отвечает 
сложившемуся рыночному запросу.

Для программ бизнес-анализа и ИТ-менеджмен-
та P(s) соответствует уровню ориентира  или  
незначительно его превышает (Аналитика:  
0,69% =  ; Управление: 0,76% >  ) при S(Анали-
тика) = 16,0%. Это стадия «слабого сигнала»: доста-
точно вариативного модуля по ИИ-ассистентам в 
работе с требованиями и планировании – без не-
медленной реструктуризации программы.

Профессиональные стандарты. P(Разработка)  = 
= 0,95% превышает  на 38%; в вакансиях разработ-
чиков с ИИ доминируют инструментальные компе-
тенции (см. таблицу 3), что согласуется с система-
тическим обзором применения LLM в программной 
инженерии [27] и формирует основания для вклю-
чения этих компетенций в рекомендуемый базовый 
уровень профстандарта разработчика. Для аналити-
ков и ИТ-менеджеров P ~ 0,7% поддерживают вариа-
тивный статус: включение уместно, но без перевода в 
обязательный уровень на данном этапе.

Формирование команд. На нетехнических эта-
пах (P(s) ≈ 0,7%) выделение отдельного ИИ-специ-
алиста избыточно: распределённые T/π-shape про-
фили охватывают смежные ИИ-компетенции 
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внутри роли, а концентрированные I/Γ-shape про-
фили требуют предметно-специализированных 
инструментов, а не универсального ИИ-профиля. 
ИИ-грамотность как метакомпетенция обосновы-
вает подготовку T-shape специалистов вне зависи-
мости от места в SDLC.

5. Ограничения исследования  
и направления дальнейших исследований

Исследование опирается на одну платформу hh.ru, 
ориентированную на формальную занятость крупных 
и средних компаний. Стартапы и специализирован-
ные ИТ-каналы рекрутмента (Habr Career, GeekJob) 
в выборку не включены, что может занижать P(s) в 
технических кластерах. Профессиональная роль ва-
кансии определяется работодателем по каталогу 
hh.ru, что вносит шум в атрибуцию кросс-функци-
ональных позиций. Одномоментный характер сбо-
ра (март–декабрь 2025 г.) исключает моделирование 
динамики и сезонности. Граница «ИИ-компетенция» 
зафиксирована перечнем из 307 наименований 
(LLM-предотбор + экспертная верификация) – 
формулировки вне перечня не учитываются.

Ключевое ограничение – смещение типа MNAR 
(Missing Not At Random – «отсутствует не случайно») 
по полю ключевых навыков (key_skills): заполнен-
ность 58,8% (107330 из 182447) и варьируется по ро-
лям от 48,9% до 69,6% (табл.  2). При допущении 
однородной доли ИИ-компетенций в заполнен-
ных и незаполненных вакансиях верхние границы 
P(s) рассчитаны как P(s) / fill(s), где fill(s) – кластер-
специфичная заполненность key_skills: Аналитика 
1,17% (fill ≈ 59%), Управление 1,35% (fill ≈ 56%), Раз-
работка 1,51% (fill  ≈  63%). Корректирующий мно-
житель лежит в узком диапазоне 1,52–1,77× (раз-
брос ~16%) – смещение квазиравномерно, иерархия 
кластеров устойчива к поправке, а P(s)  следует 
трактовать как нижние оценки.

Чувствительность весовой матрицы проверена 
тремя сценариями (экспертный 0–5, бинарный, 
плоский) и поячеечным возмущением баллов на 
±1. Устойчивы: первенство «Дизайна» (1,70%), по-
следнее место «Поддержки», вхождение «Разработ-
ки» в топ-3 и ключевой для гипотезы вывод о со-
поставимом проникновении ИИ на «Аналитике» 
(0,63–0,71%) и «Управлении» (0,67–0,93%) на уров-
не ~0,7%; асимметрия интервалов обусловлена со-
ставом кластеров и долей кросс-функциональных 
ролей. Чувствительны: взаимное ранжирование 

«Аналитики» и «Управления» и количественные 
доли S(s) для «Управления» и «Проектирования» – 
они трактуются как методологически обусловлен-
ные оценки, а не инвариантные характеристики.

Направления дальнейших исследований включа-
ют расширение источников (Habr Career, GeekJob, 
международные рынки), анализ динамики и сезон-
ности спроса, NLP-извлечение компетенций из тек-
стов вакансий для преодоления MNAR-смещения, 
а также актуализацию эталонного перечня ИИ-ком-
петенций и дифференциацию по уровню позиций 
(junior–lead).

Заключение

Настоящее исследование эмпирически под-
тверждает гипотезу о проникновении ИИ-компе-
тенций в наборы навыков ранних этапов SDLC. 
Взвешенный анализ P(s) и S(s) по восьми функци-
ональным кластерам зафиксировал средний уро-
вень проникновения  = 0,69% (в подвыборке с за-
полненным полем ключевых навыков – 1,17%) при 
выраженной кластерной неоднородности.

P(Аналитика)  =  0,69%  =   и P(Управление)= 
=  0,76%  >  : проникновение ИИ на ранних эта-
пах SDLC достигает среднерыночного ориенти-
ра и превосходит его. Гипотеза подтверждается: 
ИИ-компетенции на аналитических и управлен-
ческих фазах SDLC проникают не ниже , хотя по 
абсолютным значениям уступают трём верхним 
кластерам: Дизайну (1,70%), Разработке (0,95%) 
и Проектированию (0,85%). Это свидетельствует 
о распространении ИИ-компетенций за пределы 
технических фаз SDLC.

Научный вклад исследования – методологиче-
ский переход к процессно-ориентированному ана-
лизу через взвешенную кластеризацию ролей SDLC 
(матрица ), двухэтапный отбор 307 ИИ-компетен-
ций по 19 ролям и расчёт P(s) / S(s) по восьми кла-
стерам. Подход обеспечивает воспроизводимый эм-
пирический базис для мониторинга трансформации 
компетентностного спроса в условиях распростра-
нения генеративного ИИ.

Практическая значимость – корректировка об-
разовательных программ (бизнес-анализ, ИТ-ме-
неджмент), обновление профстандартов, форми-
рование T-shape специалистов с ИИ-грамотностью 
как метакомпетенцией, инструмент раннего преду-
преждения для компаний и регуляторов. 
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The integration of artificial intelligence (AI) into information technologies is reshaping competency 
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Existing studies either rely on static competency models lacking empirical validation or analyze the labor 
market at an aggregated occupational level without differentiation across SDLC functional clusters. The 
research objective is to empirically test the hypothesis of AI competency penetration into the skill sets 
associated with early SDLC phases. The scientific novelty lies in the methodological transition from 
static competency models to a process-oriented analysis. Roles are cross-referenced with SDLC phases 
through weighted clustering with normative alignment to SWEBOK v3.0, BABOK v3.0, and ISO/IEC/
IEEE 12207:2017. The empirical basis comprises 182,447 unique IT job postings from the hh.ru platform 
for the period March–December 2025, covering 19 SDLC-relevant roles. A reference list of 307 AI 
competencies was compiled via LLM-based preliminary screening followed by expert verification. Eight 
functional clusters are identified. Weighted demand S(s) is distributed as follows: analytics – 16.0%, 
architecture – 16.0%, development – 13.6%, management – 12.2%, documentation – 12.2%, testing –  
12.0%, support – 9.1%, design – 8.9%. Weighted penetration P(s) ranges from support (0.34%) to design 
(1.70%). The hypothesis is confirmed: penetration in the Analytics cluster (0.69%) corresponds to the 
market average, while in the Management cluster (0.76%) it exceeds it, though early SDLC phases lag 
behind the Design, Development, and Architecture clusters in absolute terms. The findings are applicable 
to corporate early-warning strategies, educational curriculum revision, and updating professional 
standards in the context of the proliferation of generative AI.
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Аннотация

Качественное и оперативное предсказание выручки имеет ключевое значение для инвесторов 
публичных компаний, принимающих инвестиционные решения на основе модели дисконтиро-
вания их денежных потоков. По сложившейся на рынке практике, финансовые аналитики стро-
ят финансовые модели компаний оценивая рост выручки в первом году прогнозного периода, 
вес которого в формуле денежного потока является наибольшим, прибегая к методу экспертных 
оценок на основе уже опубликованных ежеквартальных данных. При этом, возможности совре-
менных технических средств анализа данных текущего квартала, в том числе, с помощью мето-
дов машинного обучения, в основе которых лежит линейная аппроксимация нелинейных дан-
ных, как правило, игнорируются. Настоящее исследование заключалось в разработке исходного 
кода для прогнозирования выручки с помощью регрессии опорных векторов спектра Гильберта 
(Hilbert spectrum Support Vector Regression, HSVR). Тестирование HSVR на данных компаний, 
акции которых обращаются на Мосбирже, и сравнение метрик качества HSVR с классической 
регрессией опорных векторов (Support Vector Regression, SVR), позволило сделать вывод о воз-
можности промышленного применения HSVR в целях прогнозирования выручки публичных 
компаний на основе новостных векторов – векторных представлений (эмбеддингов) новостей.

Ключевые слова: векторное представление, регрессия опорных векторов, регрессия опорных векторов 
спектра Гильберта, нелинейность, нестационарность, спектр Гильберта, плотность распределения 
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Введение

В инвестиционном бизнесе – инвестиционных 
банках и управляющих компаниях, задача 
прогнозирования выручки входит в круг обя-

занностей финансового аналитика, ответственного 
за определенный сектор экономики. По мере рас-
крытия публичными компаниями своих финан-
совых и производственных результатов, аналитик 
строит финансовые модели в приложении MS Excel 
на основе фактических опубликованных показате-
лей. Для того, чтобы применить метод дисконтиро-
вания денежных потоков компании (discounted cash 
flow, DCF) [1], специалисту необходимо перейти от 
ретроспективных финансовых показателей к их зна-
чению в течение ближайших пяти лет прогнозного 
периода. Для того, чтобы определить рост выручки 
первого года прогнозного периода относительно 
соответствующего периода опубликованных дан-
ных финансовый аналитик использует метод экс-
пертных оценок. Иными словами, эксперт опреде-
ляет индекс роста будущих финансовых показателей 
компании, включая выручку, основываясь лишь на 
собственном опыте. При этом, по сложившейся 
практике, текущий незавершенный год относится к 
первому году прогнозного периода. А значит, с уче-
том формулы денежного потока [1]:

,	 (1)

выручка в первый год прогнозного периода оказы-
вает на финансовую модель компании наибольшее 
влияние, будучи подверженной дисконтированию 
в наименьшей степени.

Оценку выручки трудно недооценить – ведь со-
впадение прогноза выручки позволит финансово-
му аналитику наиболее корректно определить це-
левую цену акций компании, что, в свою очередь, 
будет способствовать своевременной корректиров-
ке собственной позиции банка. Своевременное же 
доведение обновленной аналитической информа-
ции до клиентов банка, позволит им скорректиро-
вать свои позиции в акциях. Важно отметить, что 
прогнозирование выручки, в данном случае, дает 
возможность пользователям этой информации об-
новить DCF модели компаний, согласно обнов-
ленным прогнозам выручки, и в соответствие со 
скорректированной таким образом целевой ценой 
акций принять решения в отношении соответству-
ющих открытых позиций по акциям этих компа-

ний. Таким образом, изменение позиции инвесто-
ра в акциях компании становится возможным до 
публикации компанией финансовой отчетности за 
очередной период.

И, наоборот, отсутствие своевременного об-
новления DCF моделей компаний, по акциям ко-
торых у бизнес-подразделения открыта позиция, 
может привести к существенным негативным по-
следствиям. Так, при фактическом снижении вы-
ручки может возникнуть отрицательная переоцен-
ка портфеля вследствие снижения рыночной цены 
акций компании. Отсутствие действий управляю-
щего портфелем по коррекции позиции до публи-
кации отчетности может привести к существенно 
более худшим ценам закрытия позиций ввиду на-
личия большего количества продавцов данных ак-
ций после публикации компанией фактических не-
гативных данных о выручке.

Тем не менее, как показано в [2], серьезным не-
достатком метода дисконтирования денежных по-
токов является невозможность достаточно точного 
прогнозирования роста. Задача прогнозирования 
роста становится еще менее разрешимой, учиты-
вая, что прогнозы различных экспертов могут при-
водить к разным результатам [3]. Таким образом, 
применение метода экспертных оценок для опре-
деления роста выручки в инвестиционном бизне-
се может иметь существенные негативные послед-
ствия. Немаловажным недостатком использования 
только лишь MS Excel для определения справедли-
вой стоимости компаний является ограниченность 
метрик качества, позволяющих сравнивать различ-
ные сценарии DCF модели между собой. Обычно, 
в отсутствии вероятностной оценки, финансовые 
аналитики ограничиваются лишь несколькими ва-
риантами ставки дисконтирования (CAPM), ро-
ста выручки и капитальных затрат (CAPEX) при 
формировании пессимистичного, базового и оп-
тимистичного сценария. Применение же количе-
ственного подхода позволит использовать метрики 
качества при тестировании обученных моделей ма-
шинного обучения, и, таким образом, снизить за-
висимость качества прогноза от субъективного че-
ловеческого фактора.

Настоящая работа имеет следующую структуру.  
В целях обоснования выбора HSVR и SVR для про-
гнозирования выручки, приведем систематиза-
цию используемых в машинном обучении методов 
предсказания выручки и представим ее обобще-
ние. Сформулируем задачу регрессии опорных но-
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востных векторов SVR и покажем, как ее решение 
можно улучшить с помощью HSVR. Проиллюстри-
руем, каким образом может быть вычислен спектр 
Гильберта векторных представлений новостей на 
примере данных по заявкам на пособие по безра-
ботице, используемый в качестве плотности рас-
пределения признаков в HSVR. Приведем строгие 
математические условия использования HSVR и 
SVR для прогнозирования выручки, которые с тех-
нической точки зрения однозначно указывают на 
недопустимость социально-экономического трак-
тования текстового представления нелинейных 
нестационарных процессов, коими являются век-
торные представления новостей. Оговорим метри-
ки качества, используемые для оценки обученных 
моделей. Спрогнозируем рост выручки компаний, 
торгующихся на Московской бирже с помощью 
HSVR и SVR, использовав для обучения векторные 
представления новостей. Сравним метрики каче-
ства прогнозирования выручки – HSVR, SVR, а 
также других современных моделей машинного об-
учения, таких как сверточная нейронная сеть, сеть 
долгой краткосрочной памяти и большие языковые 
модели. Наконец, опишем, каким образом приме-
нение HSVR метода может быть встроено в биз-
нес-процессы инвестиционного бизнеса.

1. Систематизация и обобщение  
методов прогнозирования выручки

Договоримся о критериях отбора работ и оцен-
ки применяемых в них методов прогнозирования 
выручки. Отбор работ проводился в базе данных 
webofscience.com за период с 2011 по 2021 год по 
состоянию на 01 апреля 2022 года. При установле-
нии критериев поиска статей использовались клю-
чевые слова:

	♦ «sales» OR «revenue»;
	♦ «machine» OR «deep» AND «learning».

В результате обработки запроса был получен пе-
речень научных статей, по каждой из которых рас-
считан индекс цитирования (ACR) [4]. Статьи с 
наибольшим индексом цитирования ACR были 
проанализированы.

В 2011 году Chen и Ou [5] предложили систему для 
оценки данных о продажах в сфере розничной тор-
говли, основанную на нейронной сети прямого рас-
пространения с одним скрытым слоем, в которой в 
качестве входных векторов используются векторы, 
показавшие наибольшее относительное расстояние 

от эталонного. Результаты проведенных авторами 
экспериментов показали, что предложенная систе-
ма превосходит методы прогнозирования продаж, 
основанных на нейронных сетях с обратным рас-
пространением.

Shi и др. в 2012 [6], предложили гибридную модель 
для прогнозирования скорости и энергии ветра. Ис-
следователи применили модель авторегрессии ин-
тегрированного скользящего среднего (ARIMA) для 
прогнозирования линейной составляющей времен-
ных рядов, искусственную нейронную сеть (ANN) и 
метод опорных векторов (SVM) для прогнозирова-
ния нелинейной составляющей данных временных 
рядов. Результаты проведенной работы показали, 
что гибридная модель по качеству превосходит ка-
ждую из работ в отдельности.

В 2013 году Arias и соавторы продолжили иссле-
дование нелинейности [7], применив линейную 
регрессию, нейронную сеть и метод опорных век-
торов к данным Twitter. SVM с нелинейным сигмо-
идным ядром затмила нейронные сети, и оставила 
далеко позади линейную регрессию.

В 2014 году, работая над краткосрочным прогно-
зированием спроса на высокоскоростные железно-
дорожные перевозки, Jiang и др. [8] объединили ан-
самблевую эмпирическую декомпозицию (EEMD) 
и метод опорных векторов (SVM). Точность ги-
бридной модели превзошла точность метода опор-
ных векторов.

Гибридные модели на основе метода опорных 
векторов продолжили демонстрировать высокие 
результаты в 2015 году. Так, гибрид метода опор-
ных векторов и вейвлет-декомпозиции [9], приме-
ненный для прогнозирования фотоэлектрической 
мощности, превзошел по качеству рекуррентную 
нейронную сеть.

В 2016 году работа по прогнозированию спро-
са и оптимизации цен в розничной торговле была 
продолжена Ferreira и др. [10], которые добились 
роста выручки на 9,7%, применив дерево решений. 
По мнению авторов работы именно нелинейность 
деревьев решений позволила описать нелинейную 
зависимость между спросом и ценой товара.

В 2017 году проблема классификации мошен-
ничества с финансовой отчетностью была рассмо-
трена с использованием широкого спектра методов 
машинного обучения. Результаты показали пре-
восходство байесовской сети доверия над SVM и 
многослойным перцептроном [11].
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Глубокие нейронные сети снова были исполь-
зованы для прогнозирования продаж в сфере роз-
ничной торговли модной одеждой в 2018 году [12]. 
Среди регрессии опорных векторов (SVR), деревь-
ев решений, глубокой нейронной сет и случайно-
го леса последние два метода получили наимень-
шую среднюю абсолютную процентную ошибку 
(MAPE). И случайный лес [13], и глубокая нейрон-
ная сеть [14] относятся к нелинейным методам об-
работки данных.

При анализе спроса в секторе коммунальных ус-
луг в 2019 году метод опорных векторов использо-
вался для краткосрочного прогнозирования потре-
бления газа и превзошел по качеству нейронную 
сеть [15].

В 2020 году, при прогнозе спроса на электроэ-
нергию с помощью различных методов машинно-
го обучения [16], наименьшая средняя абсолютная 
процентная ошибка была достигнута при исполь-
зовании модели долгой краткосрочной памяти и 
автоэнкодера – 3,04%, которая опередила SVM, 
имеющего ошибку MAPE 7,12%.

Наконец, в 2021 году для прогнозирования роз-
ничных продаж была использована двухканаль-
ная сверточная нейронная сеть [17], обученная по-
верх прогнозов линейных и нелинейных моделей 
машинного обучения. Двухканальная сверточная 
нейронная сеть превзошла метод опорных векто-
ров, который был одним из базовых прогнозистов.

По итогам систематизации индекс ACR вышеу-
казанных работ был сведен в таблице 1 в отноше-
нии каждого из упомянутых методов.

Таблица 1.
Индекс ACR работ 

 по прогнозированию выручки,  
сгруппированный по методам  

машинного обучения.

№ п/п Метод машинного обучения ACR

1 Метод опорных векторов 100

2 Нейронная сеть прямого распространения 87

3 Деревья решений 68

4 Авторегрессионная модель ARIMA 57

5 Линейная регрессия 28

6 Байесовская сеть доверия 21

7 Сеть долгой краткосрочной памяти 7

На основании вышеприведенного обзора мето-
дов прогнозирования выручки можно сделать вы-
вод, что зависимость выручки от определяющих ее 
признаков имеет нелинейный характер. Для анали-
за выручки успешно применяются различного вида 
нейронные сети, в узлах которых расположены не-
линейные активационные функции, метод опор-
ных векторов с нелинейным ядром и нелинейные 
алгоритмы классификации. Качество результата 
применяемых нелинейных методов может быть су-
щественно улучшено посредством предваритель-
ной обработки данных ансамблевой эмпирической 
или вейвлет декомпозицией. Тем не менее, качество 
прогнозирования выручки нелинейными методами, 
такими как – метод опорных векторов, нейронная 
сеть прямого распространения, деревья решений, 
сеть долгой краткосрочной памяти – колеблется во-
круг близких друг другу значений ошибок, что мо-
жет говорить о схожей природе вышеуказанных не-
линейных методов.

Действительно, как показано в работе [18], задача 
выявления нелинейной зависимости для нестаци-
онарного нелинейного процесса может быть реше-
на в Гильбертовом пространстве, воспроизводящем 
функцию ядра, RKHS, в котором определены нели-
нейные ядерные функции SV(M)R метода. Для обоб-
щения пространства RKHS на нейронную сеть, в 
каждом слое которой находится уникальная актива-
ционная функция, может быть использовано бозон-
ное пространство Фока квантовой теории поля [19]. 
Так, в бозонном пространстве Фока, изоморфном 
Гильбертову пространству, каждое квантовое состо-
яние бозона является уникальным Гильбертовым 
пространством с присущим ему воспроизводящим 
ядром [20]. Действие основных теорем пространства 
RKHS доказывается в пространстве Сигала–Барг-
манна [21], изоморфном пространству Фока.

В конечном итоге, для обобщения нелинейных ме-
тодов машинного обучения может быть использовано 
пространство Сигала–Баргманна, изоморфное про-
странству Фока и пространству RKHS. В простран-
стве Сигала–Баргманна функция ядра принимает 
вид, уникальный для каждого количества ядер k:

                       .	 (2)

Частным случаем ядерной функции пространства 
Сигала–Баргманна, полного на множестве ком-
плексных чисел, , для SVR является функция ядра 
при k = 1 на множестве вещественных чисел, :
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                                      .	 (3)

Таким образом, с учетом вышепоказанной изо-
морфности SVR нелинейным методам машинно-
го обучения, таким как байесовская сеть доверия 
[22], сеть прямого распространения [23], сверточ-
ная нейронная сеть [24], сеть долгой краткосроч-
ной памяти [25], деревья решений [26], что под-
тверждается недавними работами, для выявления 
нелинейной зависимости при прогнозировании 
выручки достаточно использовать регрессию опор-
ных векторов при удовлетворительном уровне ме-
трик качества.

2. Постановка SVR и HSVR проблем 
 выявления нелинейной зависимости

Метод опорных векторов (SVM), изначально 
изобретенный для распознавания образов в 1963 
году [27], был доработан для решения нелинейных 
задач SVM в 1992 году [28]. Интересующая нас вер-
сия SVM для решения проблемы восстановления 
зависимости была предложена в 1997 году [29] и 
получила название «регрессия опорных векторов» 
(SVR).

Известно, что проблема восстановления нели-
нейной зависимости решается посредством мини-
мизации функционала [30]:

              ,	 (4)

в котором yt – рост выручки в периоде t относитель-
но периода (t – 1) при подаче в модель векторных 
представлений новостей размерности d в периоде t. 

Согласно [30] задача восстановления плотно-
сти распределения вероятности  сводится 
к некорректно поставленной задаче численного 
дифференцирования функции распределения ве-
роятности. Поэтому, с учетом недостаточности ин-
формации об искомой плотности распределения 
вероятности, лучшая аппроксимация регрессии 
обеспечивается минимизацией ε-нечувствитель-
ной функцией потерь:

        ,	 (5)

или, как показано в [31], максимизацией функции 
Лагранжа с нелинейным ядром :

       ,	 (6)

при условии:

                             .	 (7)

Однако, согласно [30], в случае наличия боль-
шого количества априорной информации об ис-
комой плотности распределения вероятности, 
задача ее поиска перестает быть некорректно по-
ставленной. К такому случаю как раз относится 
возможность вычисления спектра Гильберта век-
торного представления новостей. Идея исполь-
зования спектра Гильберта в качестве плотности 
распределения основана на работах [8, 9], в ко-
торых метрики качества гибридных моделей на 
основе SVM с применением эмпирической мо-
довой (Empirical Mode Decomposition, EMD) и 
вейвлет (Wavelet Decomposition) декомпозиции 
превзошли оценки оригинального SVM. С учетом 
того, что, как показано в [31], спектр Гильберта  

(x(t)) векторного представления новостей отве-
чает свойствам плотности вероятности распреде-
ления новостных векторов, в формуле (4) можно 
произвести следующую замену:

                 .	 (8)

Тогда, с учетом отбрасывания комплексной 
части в целях упрощения вычислений, ε-нечув-
ствительная функция примет вид:

  .	 (9)

Подлежащая максимизации формула Лагранжа 
будет преобразована:

.  (10)

Условия (7) останутся без изменений.

Таким образом, применение спектра Гильбер-
та в качестве плотности распределения признаков 
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в HSVR методе [32], может существенно улучшить 
метрики качества по сравнению с оригинальным 
SVR методом.

3. Вычисление спектра Гильберта  
векторного представления новостей

Для получения векторных представлений при-
знаков – новостных векторов, использовался API 
интерфейс Yandex GPT [33]. В качестве призна-
ков использовались векторные представления но-
востей, среди которых были еженедельные данные 
Министерства труда США по заявкам на пособие 
по безработице (далее – Payrolls, xt ). После векто-
ризации данные по пособиям по безработице при-
обрели вид 256-мерных векторов. Внимательный 
читатель может задаться вопросом, насколько це-
лесообразно инвесторам в российские акции ори-
ентироваться на данные зарубежных экономик. 
Мы, в свою очередь, не будем обращать внимание 
читателя на то, какое значение данные по безра-
ботице имеют в крупнейшей экономике мира для 
рынка сырьевых товаров [34], а лишь акцентируем 
его внимание на технические условия применения 
векторных представлений в HSVR и SVR и инте-
ресные результаты прогнозирования выручки на 
основе Payrolls, описанные ниже.

Множество значений i-ой координаты новост-
ного вектора образуют нестационарный случайный 
процесс (далее – сигнал). На рисунке 1 представлен 
сигнал Xt, образованный множеством значений ну-
левой координаты 256-мерного новостного векто-
ра Payrolls, xt .

Рис. 1. Сигнал, образованный множеством значений  
нулевой координаты новостного вектора Payrolls.

Рис. 2. Пятая осцилляционная IMF компонента  
сигнала, образованного множеством значений  

нулевой координаты новостного вектора Payrolls.

Каждый из 256 сигналов, образованных но-
востными векторами, подвергался EMD (empiri-
cal mode decomposition) декомпозиции [35], мето-
ду, предложенному Норденом Хуангом в 1995 году. 
Метод EMD – неотъемлемая часть преобразования 
Гильберта–Хуанга (Hilbert–Huang transform, HHT) 
[36]. Преобразование производится в два этапа: 
сначала с помощью алгоритма EMD находятся 
IMF (intrinsic mode function), на втором этапе при 
помощи преобразования Гильберта определяют-
ся спектры Гильберта полученных IMF. В нашем 
случае – определяется 256 спектров Гильберта для 
256-ти координат векторных представлений ново-
стей. Наконец, совершается суммирование спек-
тров Гильберта для получения плотности распреде-
ления исходных данных.

На рисунке  2 изображена одна из IMF (intrinsic 
mode function) – пятая осцилляционная IMF ком-
понента сигнала нулевой координаты 256-мерного 
новостного вектора Payrolls. Пятая осцилляцион-
ная IMF компонента сигнала нулевой координа-
ты имеет вид нестационарного процесса и является 
более сглаженной, чем исходный сигнал нулевой 
координаты (рис. 1).

Таким образом, сигналы координат новостно-
го вектора Payrolls были разложены на 6 IMF (Cj(t)) 
функций и остаток rn(t) – монотонную функцию (11):

                          .	 (11)

Для нахождения спектра Гильберта (x(t)), к 
нормализованным на отрезке [0, 1] значениям IMF 
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функций применяется преобразование Гильбер-
та–Хуанга [36,  37], в результате чего вычисляется 
спектр Гильберта для каждой j-ой IMF (12, 13):

                                                Cj = xj,	 (12)

                .	 (13)

Таким образом, полученный спектр Гильберта, 
с одной стороны, является сверткой по 1/πt [38], 
IMF, которая представлена нестационарным про-
цессом, как показано на рисунке 2; с другой сторо-
ны, может быть использован в качестве плотности 
распределения в методе SVR, дополняя последний 
до метода HSVR [31, 32].

4. Условия применения SVR и HSVR  
для прогнозирования выручки

Условия применения метода HSVR аналогичны 
условиям применения метода SVR для выявления 
нелинейной зависимости. В частности, необхо-
димо выполнение основных теорем пространства 
RKHS.

Теорема Мура–Аронштайна об уникальности. Для 
положительно определенного K над полем X  су-
ществует уникальное Гильбертово пространство   
функций, для которых K является воспроизводя-
щей функцией [39].

Теорема Мерсера. Пусть положительно опреде-
ленное ядро K   над полем  огра-
ничено:

                                     ,	 (14)

тогда ядро может быть записано как бесконечная 
сходящаяся сумма произведений собственных чи-
сел и собственных функций ядра, непрерывных на 

 [40]:

                           .	 (15)

Воспроизводящая теорема. Любая оптимизаци-
онная проблема, в которой  – регуляризационный 
параметр штрафа :

       ,        (16)

может быть решена с помощью ядра K   над по-
лем X  [41].

Вследствие необходимости минимизации опти-
мизационной проблемы Воспроизводящей теоре-
мы, а также, явно из теоремы Мерсера следует тре-
бование о непрерывности векторных представлений 
новостей . С учетом положительно определенного 
ядра в теореме Мура–Аронштайна и теореме Мер-
сера, необходимо, чтобы векторные представления 
новостей  и целевая переменная yt принимали 
строго положительные значения.

5. Метрики качества  
HSVR и SVR

Для мониторинга качества обучения моделей на 
тестовой выборке рассчитывались следующие кри-
терии [42, 43], (  – прогнозное значение,  – сред-
нее значение, y – фактическое, t – номер периода): 
коэффициент детерминации:

                              ,	 (17)

квадратный корень из средней квадратичной 
ошибки:

                          ,	 (18)

средняя абсолютная процентная ошибка:

                          .	 (19)

Обучение SVR и HSVR моделей и их тестирова-
ние проводились на непересекающихся временных 
отрезках по данным за период с 2004 по 2019 год в 
отношении 35 компаний, акции которых обраща-
ются на Московской бирже.

6. Результаты  
прогнозирования выручки

Обучение и тестирование SVR и HSVR моде-
лей проводились на векторных представлениях 
новостей с 2004 по 2019 годы. Из новостного да-
тасета были отобраны восемь датасетов, удовлет-
воряющие условиям применения SVR и HSVR. 
Поскольку, как было показано выше, векторные 
представления новостей являются нелинейными и 
нестационарными процессами, отражающими из-
менения составляющих их координат, и при этом 
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сами новости описывают некий социально эконо-
мический процесс, будем называть отобранные да-
тасеты индексами.

Два индекса были подготовлены с использова-
нием модуля «re» для фильтрации текстовых дан-
ных – вышеупомянутый Payrolls, и данные по за-
пасам нефти и нефтепродуктов Международного 
энергетического агентства (далее – Reserves).

Шесть датасетов были сгенерированы в четыре 
этапа. На первом этапе с помощью TF-IDF анали-
за [44], были выявлены ключевые фразы, наибо-
лее часто встречающиеся в новостях с 2004 по 2019 
годы. На втором – выявленные ключевые фразы 
были векторизованы с помощью Yandex GPT. На 
третьем этапе между векторным представлением 
каждой новости в исходном датасете и векторным 
представлением ключевой фразы вычислялось ко-
синусное расстояние [45]. Новости, косинусное 
расстояние которых до ключевой фразы превыша-
ло пороговое значение, равное 0,6, добавлялись в 
индекс ключевой фразы.

Для того, чтобы соблюсти требования Воспро-
изводящей теоремы и теоремы Мерсера к индек-
сам была применена HDBSCAN кластеризация 
[46]. Таким образом, были получены индексы 
ключевых фраз. В численном названии индекса 
отражено количество значений соответствующего 
индекса:

	♦ 9446 – ключевая фраза «аукцион размещение 
летний государственный облигация»;

	♦ 7342 – ключевая фраза «индекс деловой актив-
ность производственный сектор»;

	♦ 6505 – ключевая фраза «баррель итог торги 
вырастать баррель»;

	♦ 5451 – ключевая фраза «баррель напоминать 
цена фьючерс итог»;

	♦ 3867 – ключевая фраза «markit индекс деловой 
активность производственный»;

	♦ 3150 – ключевая фраза «итог торги вырастать 
баррель итог».

В целях выполнения условий теоремы Мура– 
Аронштайна и теоремы Мерсера значения коор-
динат индексов были нормализованы на отрезке 
[0,  1], а в качестве целевой переменной были ис-
пользованы отношения квартальной выручки про-
гнозного года к выручке квартала публикации но-
вости.

Итак, после обучения моделей методами SVR и 
HSVR по вышеуказанным индексам и их тестиро-
вания на отложенной выборке были получены зна-
чения ошибок (17, 18, 19), сведенные в таблицы 
А.1–А.8 Приложения А. В этих таблицах использо-
ваны следующие обозначения:

	♦ столбец «name» содержит торговые тикеры ком-
паний, торгующихся на Московской бирже;

	♦ столбец «y_mean» показывает распределение 
относительного изменения квартальной выручки 
компаний, торгующихся на Московской бирже;

	♦ в столбцах, обозначенных как «rmse», «mape», «r2» 
и «h_rmse», «h_mape», «h_r2», рассчитаны, соот-
ветственно, ошибки на тестовой выборке моде-
лей SVR и HSVR;

	♦ в столбце «r2 growth» вычисляется разность между 
коэффициентом детерминации модели HSVR и 
коэффициентом детерминации модели SVR.

Анализируя результаты проведенной работы 
важно сделать несколько оговорок. Во-первых, по-
скольку мы имеем дело с нестационарными и не-
линейными данными, то использовать R2 следует 
с осторожностью, так как он существенно подвер-
жен влиянию выбросов [43] и шума в данных [47]. 
Во-вторых, при работе с нестационарными и не-
линейными данными имеет смысл использовать 
RMSE и MAE, так как эти ошибки менее чув-
ствительны к искажению данных [43]. В результа-
те очистки данных обычными методами (вычита-
ние инфляции [47], исключение выбросов [43]) R2, 
RMSE и MAE снижаются до более низких значе-
ний, показывая неадекватность использования R2. 
Напротив, применение вероятностного подхода к 
очистке нелинейных данных, как было показано в 
работе [48] с помощью Metropolis–Hastings Markov 
Chain Monte Carlo [49], приводит к существенному 
росту R2 – c 0,62 до 0,956 на многомерных данных 
синтетического датасета и на реальных данных по-
требления воды с 0,185 до 0,90. Кроме того, в рабо-
те [50] отмечено, что R2 имеет смысл дополнить ве-
роятностными метриками AIC, AICc, и BIC.

Коэффициент детерминации, рассчитывае-
мый по формуле (17), определяется как отноше-
ние дисперсии целевой переменной, объясняемой 
моделью, к общей дисперсии целевой переменной 
[42]. Таким образом, если допустить, что с помо-
щью плотности распределения признаков в моде-
ли HSVR, нам удастся исключить выбросы, а зна-
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чит обученная модель будет учитывать дисперсию 
признаков без шума, то коэффициент детермина-
ции может быть определен как частота, с которой 
обученная модель дает приемлемый ответ. При-
емлемость ответа может быть оценена с помощью 
ошибок RMSE и MAPE, линейно зависимой от 
MAE. Иными словами, по своему смыслу коэф-
фициент детерминации приближается к вероят-
ности использования данной модели для предска-
зания целевой переменной в пространстве RKHS.

Модель HSVR, обученная по индексу Payrolls, 
показала наибольшее среди остальных индексов 
среднее значение R2, равное 0,94, в то время как 
модель SVR показала R2 равный 0,55. Важно, что 
при переходе от модели SVR к HSVR средняя абсо-
лютная ошибка, MAPE, снизилась в три раза с 0,09 
до 0,03, RMSE снизилась с 0,14 до 0,05.

Еще более драматичный результат был достиг-
нут при тестировании модели, обученной по ин-
дексу Reserves. Так, вследствие перехода к ис-
пользованию HSVR от SVR, существенно более 
низкий, чем в случае с Payrolls, средний R2 моде-
ли SVR, равный 0,31, достиг 0,81, при почти двух-
кратном снижении RMSE и MAPE.

Модели, обученные на сгенерированных TF-
IDF индексах, подтверждают превосходство HSVR 
по сравнению с SVR и подчеркивают устойчивость 
предложенного метода. Для того, чтобы оценить 
MAPE моделей HSVR позволим себе привести крат-
кий обзор данной метрики самых современных мо-
делей машинного обучения, применяемых для обра-
ботки нелинейных нестационарных данных.

При выборе модели для использования в про-
изводстве одним из важнейших критериев являет-
ся ее автономность и интерпретируемость [59, 60]. 
Поэтому, для сравнения HSVR с современными 
моделями будем рассматривать HSVR, обученные 
на автоматически сгенерированных индексах. Сре-
ди TF-IDF индексных HSVR моделей наиболь-
шую среднюю MAPE, равную 0,08, имеют моде-
ли, обученные на индексе 9446, сформированном 
ключевыми словами «аукцион размещение летний 
государственный облигация». Наименьшую сред-
нюю MAPE, равную 0,06, имеют модели HSVR, 
обученные на индексе 7342, образованном ключе-
выми словами «индекс деловой активность про-
изводственный сектор» и индексе 5451 – «бар-
рель напоминать цена фьючерс итог». Согласно 
таблице 2 MAPE, равную 0,06 и ниже, имеют:

Таблица 2.
Современные модели  

для прогнозирования выручки

№  
п/п

Метод  
машинного обучения MAPE Год,  

источник

1 Сверточная нейронная сеть,  
СNN 0,02 2025, [51]

2 Байесовская сеть, BN 0,01 2021, [52]

3 Сеть долгой краткосрочной  
памяти, LSTM 0,11, 0,07 2025, [53], 

2024, [54]

4 Байесовская сеть прямого 
распространен, BRNN 0,16 2021, [55]

5 Регрессия опорных  
векторов, SVR 0,16 2021, [55]

6 Гибрид CNN+LSTM 0,04 2025, [56]

7 Гибрид СNN+TCN 0,02 2025, [51]

8 Гибрид EEMD+BRNN 0,08 2021, [55]

9 Большая языковая модель  
GPT-4, LLM GPT-4 0,03 2024, [57]

10 Квантильная регрессия  
эмбеддингов LLM Mistral 7-B 0,06 2025, [58]

	♦ сверточная нейронная сеть (MAPE 0,02) [51] и ее 
различные гибриды [56];

	♦ байесовская сеть (MAPE 0,01) [52];

	♦ большая языковая модель GPT-4 (MAPE 0,03) 
[57];

	♦ квантильная регрессия эмбеддингов большой 
языковой модели Mistral 7-B (MAPE 0,06) [58].

Таким образом, можно сделать вывод о работе 
HSVR на уровне качества лучших мировых моде-
лей по выявлению нелинейной зависимости. Не-
превзойденным преимуществом HSVR остается 
интерпретируемость, автономность и фундамен-
тальная обоснованность основополагающего мето-
да SVR [30].

Возвращаясь к вопросу о допустимости приме-
нения Payrolls, MAPE которой составила 0,03, на 
уровне современных языковых моделей, и которая 
кратно ниже MAPE относительно «российского» 
индекса 9446 («аукцион размещение летний госу-
дарственный облигация»), 0,08, для прогнозирова-
ния выручки российских компаний, можно лишь 
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констатировать незыблемость законов природы, 
согласно которым в гильбертовом пространстве 
для нелинейных нестационарных процессов суще-
ствуют лишь вышеуказанные технические ограни-
чения применения HSVR [31, 32] и SVR.

7. Место HSVR в бизнес-процессах 
инвестиционного бизнеса 

Практическим сценарием применения HSVR в 
инвестиционном бизнесе может быть применение 
прогнозов выручки обученных моделей в программ-
ной реализации DCF тензора на языке Python. В 
отличие от обычной DCF модели в MS Excel, DCF 
тензор рассчитывается по мере обновления индек-
са векторных представлений, то есть на каждую но-
вость строится уникальный прогнозный период с 
предсказанным ростом его первого года. Поскольку 
нелинейные нестационарные векторные представ-
ления новостей, то есть индексы, предположитель-
но имеют квантовую природу – волновая функция 
компании находится в суперпозиции относительно 
ряда их DCF тензоров, итог вычисления которых –  
целевые цены, взвешиваются по квадрату спек-
тра Гильберта соответствующего векторного пред-
ставления индекса. Коллапс полученной волновой 
функции происходит при публикации квартальной 
отчетности компании. Таким образом, с помощью 
волновой функции разработанное программное 
обеспечение генерирует целевую цену компании 
при обновлении индексов, изменение которой явля-
ется, в свою очередь, торговым сигналом на покупку 
или на продажу акций компании, или поводом для 
внесения изменений в обычную DCF модель ком-
пании, построенную финансовым аналитиком в MS 
Excel. Разработка исходного кода, обучение моде-
лей, их тестирование и, самое главное, доказатель-
ство квантовой природы используемых в обучении 
нелинейных нестационарных процессов заслужива-
ет отдельного исследования.

Заключение

Мы рассмотрели применение на практике разра-
ботанного на основе регрессии опорных векторов 
(SVR) метода регрессии опорных векторов спектра 
Гильберта (HSVR) [31,  32]. Отличительной чертой 
метода является его вероятностная природа благода-
ря использованию выявленной с помощью эмпири-
ческой модовой декомпозиции (EEMD) плотности 
распределения признаков. В теоретической части ра-
боты, на основе анализа научного опыта, обосновано 
использование SVR как эффективного и интерпре-
тируемого метода выявления нелинейной зависи-
мости, сформулирована гипотеза об изоморфности 
нелинейных методов машинного обучения, приве-
дены ограничения на применение метода. В практи-
ческой части работы приведены метрики качества, 
которые, с одной стороны, свидетельствуют о пре-
восходстве HSVR над оригинальным SVR, с другой –  
ставят HSVR в один ряд со сверточными нейронны-
ми, байесовской сетью и большими языковыми мо-
делями.

Ни один из вышеуказанных методов не может 
превзойти HSVR в интерпретируемости, напро-
тив, эмбеддинги (векторные представления) плот-
ности распределения признаков позволяют легко 
улучшить качество метода за счет добавления к 
ним эмбеддингов, генерируемых современными 
большими языковыми моделями, без усложнения 
метода. Поэтому вопрос обобщения нелинейных 
методов машинного обучения, в частности – свер-
точной нейронной сети, на основе их изоморфно-
сти пространству RKHS с целью совершенствова-
ния качества и обоснованности HSVR, остается 
открытым.

Тем не менее, с учетом вышеизложенного, мож-
но рекомендовать применение HSVR в производ-
стве для прогнозирования выручки и спроса. 
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Таблица А.1. 
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу Payrolls

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,31 0,20 0,05 0,10 0,03 0,50 0,96 0,46

ALRS 1,12 0,21 0,07 0,15 0,04 0,36 0,94 0,58

VTBR 1,15 0,14 0,05 0,08 0,03 0,55 0,95 0,40

BSPB 1,09 0,12 0,04 0,08 0,03 0,58 0,95 0,37

AFKS 1,03 0,15 0,06 0,12 0,04 0,72 0,95 0,23

GAZP 1,11 0,09 0,03 0,06 0,02 0,47 0,94 0,47

MAGN 1,04 0,16 0,04 0,12 0,03 0,63 0,98 0,35

MTLR 1,11 0,12 0,04 0,07 0,03 0,85 0,98 0,13

MTSS 1,04 0,06 0,03 0,04 0,02 0,53 0,90 0,37

MOEX 1,11 0,16 0,07 0,11 0,05 0,44 0,90 0,46

LKOH 1,13 0,12 0,04 0,08 0,02 0,39 0,94 0,55

NLMK 1,15 0,13 0,05 0,09 0,03 0,56 0,94 0,38

RTKM 1,07 0,12 0,04 0,07 0,02 0,54 0,95 0,41

SBER 1,14 0,09 0,03 0,06 0,02 0,65 0,95 0,30

CHMF 0,99 0,21 0,06 0,14 0,04 0,48 0,96 0,48

FLOT 1,07 0,12 0,07 0,09 0,06 0,43 0,79 0,36

TGKA 1,08 0,07 0,03 0,05 0,02 0,50 0,91 0,41

TRNFP 1,13 0,08 0,03 0,04 0,02 0,74 0,96 0,22

HYDR 1,03 0,06 0,02 0,04 0,02 0,21 0,86 0,65

PHOR 1,13 0,17 0,06 0,11 0,05 0,34 0,91 0,57

ELFV 1,04 0,06 0,03 0,05 0,02 0,66 0,93 0,27

MSNG 1,07 0,07 0,03 0,05 0,02 0,62 0,92 0,30

Приложение

В таблицах использованы следующие обозначения:

	♦ столбец «name» содержит торговые тикеры компаний, торгующихся на Московской бирже;

	♦ столбец «y_mean» показывает распределение относительного изменения квартальной выручки компа-
ний, торгующихся на Московской бирже;

	♦ в столбцах, обозначенных как «rmse», «mape», «r2» и «h_rmse», «h_mape», «h_r2», рассчитаны, соответ-
ственно, ошибки на тестовой выборке моделей SVR и HSVR;

	♦ в столбце «r2 growth» вычисляется разность между коэффициентом детерминации модели HSVR и 
коэффициентом детерминации модели SVR.
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

NVTK 1,28 0,14 0,06 0,08 0,03 0,40 0,90 0,50

ROSN 1,22 0,16 0,05 0,11 0,03 0,60 0,97 0,37

TATN 1,10 0,12 0,05 0,08 0,03 0,68 0,94 0,26

AKRN 1,14 0,14 0,05 0,09 0,03 0,54 0,95 0,41

OGKB 1,15 0,17 0,09 0,12 0,07 0,79 0,95 0,16

MRKZ 1,05 0,17 0,04 0,12 0,03 0,39 0,97 0,58

TRMK 0,99 0,10 0,03 0,07 0,02 0,27 0,93 0,66

BANE 1,19 0,33 0,17 0,19 0,08 0,68 0,91 0,23

SIBN 1,12 0,10 0,03 0,07 0,02 0,54 0,96 0,42

GCHE 1,13 0,08 0,03 0,05 0,02 0,46 0,93 0,47

KOGK 1,24 0,33 0,10 0,23 0,06 0,44 0,95 0,51

MGNT 1,25 0,05 0,02 0,03 0,01 0,86 0,98 0,12

NMTP 1,09 0,15 0,06 0,09 0,03 0,78 0,97 0,19

Среднее 1,12 0,14 0,05 0,09 0,03 0,55 0,94 0,39

Таблица А.2.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу Reserves

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,29 0,18 0,06 0,08 0,03 0,57 0,96 0,39

ALRS 1,08 0,23 0,19 0,19 0,17 0,20 0,47 0,27

VTBR 1,14 0,15 0,07 0,08 0,05 0,42 0,86 0,44

BSPB 1,10 0,13 0,07 0,09 0,06 0,45 0,82 0,37

AFKS 0,97 0,20 0,09 0,19 0,09 –0,04 0,78 0,82

GAZP 1,07 0,10 0,03 0,07 0,03 0,26 0,92 0,66

MAGN 0,99 0,15 0,04 0,12 0,03 0,51 0,96 0,45

MTLR 0,96 0,13 0,08 0,11 0,07 0,40 0,79 0,39

MTSS 1,04 0,05 0,02 0,03 0,02 0,41 0,84 0,43

MOEX 1,13 0,14 0,07 0,09 0,05 0,54 0,89 0,35

LKOH 1,11 0,13 0,04 0,08 0,03 0,37 0,94 0,57

NLMK 1,10 0,17 0,12 0,13 0,10 0,06 0,53 0,47

RTKM 1,07 0,11 0,04 0,08 0,02 0,59 0,96 0,37

SBER 1,15 0,08 0,03 0,05 0,02 0,69 0,94 0,25

CHMF 0,95 0,15 0,05 0,11 0,04 0,58 0,95 0,37

FLOT 1,09 0,12 0,05 0,07 0,03 0,52 0,91 0,39

TGKA 1,06 0,08 0,06 0,07 0,06 0,12 0,50 0,38

TRNFP 1,07 0,06 0,03 0,04 0,02 0,37 0,87 0,50

HYDR 1,04 0,06 0,03 0,04 0,02 0,28 0,82 0,54

PHOR 1,16 0,21 0,09 0,14 0,07 0,18 0,84 0,66

ELFV 1,02 0,07 0,03 0,06 0,02 0,27 0,89 0,62

MSNG 1,02 0,06 0,03 0,04 0,03 0,36 0,80 0,44

NVTK 1,24 0,16 0,07 0,10 0,05 0,22 0,85 0,63

ROSN 1,18 0,25 0,19 0,18 0,16 0,11 0,46 0,35
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

TATN 1,00 0,16 0,09 0,13 0,08 0,26 0,79 0,53

AKRN 1,08 0,15 0,07 0,10 0,06 0,19 0,82 0,63

OGKB 1,01 0,15 0,08 0,13 0,07 0,14 0,74 0,60

MRKZ 1,03 0,15 0,06 0,11 0,04 0,52 0,93 0,41

TRMK 1,01 0,10 0,06 0,07 0,06 0,25 0,70 0,45

BANE 1,12 0,49 0,17 0,28 0,11 0,00 0,88 0,88

SIBN 1,10 0,10 0,03 0,07 0,03 0,47 0,94 0,47

GCHE 1,13 0,10 0,03 0,06 0,02 –0,04 0,88 0,92

KOGK 1,18 0,36 0,25 0,33 0,24 0,39 0,69 0,30

MGNT 1,21 0,04 0,03 0,03 0,02 0,85 0,94 0,09

NMTP 0,98 0,11 0,09 0,07 0,03 0,14 0,47 0,33

Среднее 1,08 0,15 0,07 0,10 0,06 0,33 0,81 0,48

Таблица А.3.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 9446

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,38 0,17 0,11 0,09 0,06 0,26 0,68 0,42

ALRS 1,17 0,22 0,14 0,17 0,10 0,05 0,65 0,60

VTBR 1,22 0,20 0,12 0,11 0,07 0,22 0,71 0,49

BSPB 1,11 0,14 0,09 0,10 0,06 0,29 0,74 0,45

AFKS 1,10 0,21 0,13 0,16 0,10 0,34 0,75 0,41

GAZP 1,12 0,10 0,07 0,07 0,05 0,28 0,66 0,38

MAGN 1,07 0,19 0,11 0,13 0,07 0,52 0,85 0,33

MTLR 1,06 0,19 0,11 0,13 0,09 0,59 0,86 0,27

MTSS 1,06 0,07 0,05 0,04 0,03 0,26 0,66 0,40

MOEX 1,21 0,20 0,13 0,13 0,09 0,37 0,74 0,37

LKOH 1,15 0,11 0,06 0,07 0,04 0,26 0,75 0,49

NLMK 1,16 0,17 0,12 0,13 0,09 0,28 0,64 0,36

RTKM 1,01 0,13 0,08 0,09 0,07 0,06 0,61 0,55

SBER 1,19 0,12 0,07 0,08 0,05 0,40 0,77 0,37

CHMF 0,99 0,28 0,15 0,20 0,11 0,30 0,78 0,48

FLOT 1,11 0,15 0,11 0,10 0,07 0,24 0,64 0,40

TGKA 1,07 0,10 0,06 0,07 0,04 0,14 0,73 0,59

TRNFP 1,14 0,15 0,08 0,09 0,05 0,36 0,83 0,47

HYDR 1,04 0,06 0,05 0,05 0,04 0,09 0,41 0,32

PHOR 1,13 0,20 0,13 0,14 0,10 0,18 0,65 0,47

ELFV 1,07 0,08 0,04 0,05 0,03 0,25 0,76 0,51

MSNG 1,07 0,09 0,05 0,07 0,04 0,37 0,77 0,40

NVTK 1,30 0,16 0,11 0,11 0,08 0,17 0,56 0,39

ROSN 1,28 0,25 0,15 0,16 0,10 0,17 0,67 0,50

TATN 1,07 0,18 0,10 0,15 0,08 0,25 0,76 0,51

AKRN 1,15 0,19 0,10 0,13 0,07 0,25 0,78 0,53
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

OGKB 1,14 0,30 0,15 0,19 0,10 0,36 0,85 0,49

MRKZ 1,04 0,11 0,06 0,08 0,04 0,44 0,84 0,40

TRMK 1,04 0,12 0,08 0,08 0,06 0,16 0,62 0,46

BANE 1,19 0,64 0,63 0,30 0,47 0,01 0,05 0,04

SIBN 1,13 0,11 0,06 0,08 0,04 0,48 0,85 0,37

GCHE 1,17 0,10 0,07 0,07 0,05 0,18 0,60 0,42

KOGK 1,15 0,37 0,26 0,32 0,23 0,34 0,66 0,32

MGNT 1,31 0,07 0,04 0,04 0,03 0,56 0,83 0,27

NMTP 1,07 0,24 0,12 0,15 0,08 0,36 0,85 0,49

Среднее 1,13 0,18 0,11 0,12 0,08 0,28 0,70 0,42

Таблица А.4.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 7342

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,29 0,16 0,09 0,09 0,05 0,56 0,88 0,32

ALRS 1,12 0,22 0,14 0,17 0,11 0,19 0,69 0,50

VTBR 1,16 0,17 0,09 0,09 0,05 0,41 0,82 0,41

BSPB 1,08 0,13 0,06 0,08 0,04 0,42 0,86 0,44

AFKS 1,07 0,17 0,09 0,13 0,06 0,53 0,87 0,34

GAZP 1,11 0,11 0,07 0,08 0,05 0,21 0,69 0,48

MAGN 1,08 0,19 0,09 0,13 0,06 0,54 0,90 0,36

MTLR 1,08 0,17 0,09 0,11 0,06 0,65 0,90 0,25

MTSS 1,05 0,07 0,04 0,04 0,03 0,28 0,72 0,44

MOEX 1,12 0,18 0,08 0,11 0,05 0,43 0,88 0,45

LKOH 1,14 0,14 0,08 0,09 0,06 0,17 0,70 0,53

NLMK 1,15 0,17 0,10 0,12 0,07 0,30 0,77 0,47

RTKM 1,06 0,14 0,06 0,09 0,05 0,37 0,86 0,49

SBER 1,14 0,11 0,05 0,07 0,04 0,52 0,88 0,36

CHMF 1,02 0,26 0,13 0,17 0,08 0,29 0,82 0,53

FLOT 1,06 0,14 0,08 0,10 0,06 0,24 0,75 0,51

TGKA 1,08 0,10 0,08 0,08 0,06 0,20 0,55 0,35

TRNFP 1,14 0,12 0,07 0,07 0,04 0,50 0,85 0,35

HYDR 1,03 0,06 0,03 0,04 0,03 0,07 0,72 0,65

PHOR 1,15 0,20 0,12 0,14 0,09 0,19 0,70 0,51

ELFV 1,05 0,08 0,05 0,06 0,03 0,37 0,80 0,43

MSNG 1,07 0,08 0,05 0,06 0,03 0,44 0,81 0,37

NVTK 1,29 0,16 0,10 0,10 0,06 0,22 0,73 0,51

ROSN 1,24 0,21 0,13 0,14 0,09 0,31 0,72 0,41

TATN 1,07 0,16 0,07 0,12 0,06 0,44 0,88 0,44

AKRN 1,14 0,17 0,12 0,13 0,09 0,30 0,68 0,38

OGKB 1,17 0,28 0,14 0,15 0,08 0,50 0,87 0,37

MRKZ 1,04 0,20 0,10 0,15 0,08 –0,04 0,72 0,76



БИЗНЕС-ИНФОРМАТИКА            Т. 20            № 2         2026110

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

TRMK 1,01 0,12 0,06 0,08 0,04 0,17 0,80 0,63

BANE 1,17 0,49 0,23 0,16 0,12 0,14 0,81 0,67

SIBN 1,14 0,12 0,06 0,08 0,04 0,41 0,87 0,46

GCHE 1,14 0,08 0,05 0,05 0,03 0,16 0,74 0,58

KOGK 1,24 0,45 0,29 0,38 0,23 0,21 0,68 0,47

MGNT 1,27 0,07 0,04 0,04 0,02 0,71 0,92 0,21

NMTP 1,09 0,23 0,10 0,13 0,06 0,46 0,89 0,43

Среднее 1,12 0,17 0,09 0,11 0,06 0,34 0,79 0,45

Таблица А.5.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 6505

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,29 0,17 0,11 0,10 0,07 0,51 0,79 0,28

ALRS 1,11 0,24 0,15 0,18 0,12 0,23 0,69 0,46

VTBR 1,16 0,17 0,11 0,10 0,07 0,34 0,74 0,40

BSPB 1,07 0,12 0,07 0,09 0,05 0,45 0,83 0,38

AFKS 1,12 0,20 0,12 0,14 0,07 0,52 0,84 0,32

GAZP 1,11 0,10 0,06 0,07 0,04 0,34 0,79 0,45

MAGN 1,12 0,20 0,11 0,14 0,07 0,58 0,88 0,30

MTLR 1,15 0,19 0,11 0,14 0,07 0,62 0,89 0,27

MTSS 1,06 0,09 0,07 0,05 0,05 0,28 0,49 0,21

MOEX 1,12 0,16 0,09 0,10 0,05 0,57 0,88 0,31

LKOH 1,15 0,13 0,07 0,08 0,04 0,26 0,79 0,53

NLMK 1,16 0,16 0,10 0,12 0,07 0,33 0,74 0,41

RTKM 1,07 0,14 0,07 0,10 0,05 0,44 0,86 0,42

SBER 1,13 0,10 0,06 0,07 0,04 0,53 0,85 0,32

CHMF 1,04 0,27 0,16 0,20 0,11 0,31 0,77 0,46

FLOT 1,05 0,12 0,09 0,09 0,07 0,33 0,67 0,34

TGKA 1,08 0,10 0,08 0,07 0,05 0,17 0,48 0,31

TRNFP 1,14 0,12 0,08 0,07 0,05 0,50 0,73 0,23

HYDR 1,03 0,06 0,05 0,05 0,03 0,06 0,54 0,48

PHOR 1,12 0,19 0,12 0,14 0,09 0,16 0,66 0,50

ELFV 1,04 0,09 0,06 0,06 0,05 0,31 0,65 0,34

MSNG 1,08 0,09 0,06 0,07 0,04 0,46 0,79 0,33

NVTK 1,28 0,17 0,11 0,11 0,07 0,25 0,71 0,46

ROSN 1,26 0,21 0,14 0,14 0,09 0,31 0,67 0,36

TATN 1,11 0,17 0,09 0,13 0,06 0,33 0,82 0,49

AKRN 1,14 0,17 0,10 0,12 0,07 0,30 0,73 0,43

OGKB 1,15 0,26 0,16 0,18 0,10 0,52 0,82 0,30

MRKZ 1,04 0,17 0,07 0,13 0,05 0,31 0,88 0,57

TRMK 1,02 0,11 0,09 0,08 0,06 0,25 0,57 0,32

BANE 1,18 0,51 0,30 0,20 0,13 0,15 0,69 0,54
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

SIBN 1,15 0,12 0,07 0,08 0,04 0,49 0,85 0,36

GCHE 1,15 0,09 0,06 0,06 0,04 0,32 0,73 0,41

KOGK 1,28 0,39 0,27 0,32 0,21 0,33 0,69 0,36

MGNT 1,27 0,07 0,04 0,04 0,03 0,72 0,90 0,18

NMTP 1,09 0,25 0,12 0,16 0,08 0,36 0,84 0,48

Среднее 1,13 0,17 0,10 0,11 0,07 0,37 0,75 0,38

Таблица А.6.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 5451

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,29 0,17 0,10 0,10 0,06 0,49 0,84 0,35

ALRS 1,13 0,24 0,15 0,19 0,12 0,14 0,67 0,53

VTBR 1,17 0,18 0,11 0,10 0,07 0,35 0,73 0,38

BSPB 1,06 0,13 0,07 0,10 0,05 0,34 0,81 0,47

AFKS 1,11 0,19 0,10 0,14 0,07 0,43 0,85 0,42

GAZP 1,13 0,11 0,06 0,08 0,04 0,31 0,81 0,50

MAGN 1,12 0,19 0,10 0,14 0,06 0,51 0,86 0,35

MTLR 1,13 0,19 0,11 0,13 0,07 0,57 0,87 0,30

MTSS 1,05 0,08 0,06 0,05 0,03 0,19 0,62 0,43

MOEX 1,10 0,17 0,09 0,11 0,05 0,49 0,87 0,38

LKOH 1,16 0,14 0,07 0,09 0,04 0,17 0,77 0,60

NLMK 1,17 0,17 0,09 0,12 0,06 0,29 0,78 0,49

RTKM 1,05 0,13 0,07 0,09 0,04 0,41 0,85 0,44

SBER 1,13 0,11 0,06 0,07 0,04 0,50 0,86 0,36

CHMF 1,04 0,27 0,17 0,19 0,12 0,29 0,73 0,44

FLOT 1,04 0,12 0,09 0,09 0,07 0,33 0,65 0,32

TGKA 1,08 0,10 0,08 0,08 0,06 0,16 0,54 0,38

TRNFP 1,16 0,14 0,08 0,08 0,04 0,51 0,85 0,34

HYDR 1,03 0,06 0,04 0,04 0,03 0,19 0,66 0,47

PHOR 1,12 0,19 0,12 0,14 0,09 0,12 0,64 0,52

ELFV 1,06 0,08 0,05 0,06 0,03 0,33 0,77 0,44

MSNG 1,08 0,09 0,05 0,07 0,04 0,37 0,79 0,42

NVTK 1,30 0,18 0,11 0,11 0,07 0,21 0,70 0,49

ROSN 1,26 0,22 0,11 0,14 0,06 0,20 0,80 0,60

TATN 1,10 0,18 0,09 0,14 0,06 0,36 0,85 0,49

AKRN 1,15 0,17 0,10 0,11 0,06 0,34 0,79 0,45

OGKB 1,18 0,31 0,15 0,22 0,10 0,44 0,87 0,43

MRKZ 1,04 0,17 0,06 0,13 0,04 0,19 0,89 0,70

TRMK 1,04 0,12 0,09 0,08 0,06 0,33 0,68 0,35

BANE 1,21 0,57 0,32 0,23 0,17 0,13 0,72 0,59

SIBN 1,16 0,13 0,06 0,09 0,04 0,43 0,85 0,42
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

GCHE 1,15 0,09 0,05 0,06 0,04 0,29 0,75 0,46

KOGK 1,23 0,40 0,23 0,31 0,17 0,30 0,76 0,46

MGNT 1,28 0,07 0,04 0,04 0,02 0,72 0,91 0,19

NMTP 1,15 0,26 0,12 0,16 0,07 0,42 0,87 0,45

Среднее 1,13 0,17 0,10 0,12 0,06 0,34 0,78 0,44

Таблица А.7.
Результаты тестирования моделей SVR и HSVR,  

обученных по индексу 3867

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,26 0,15 0,10 0,10 0,06 0,59 0,84 0,25

ALRS 1,09 0,21 0,13 0,17 0,11 0,26 0,72 0,46

VTBR 1,13 0,17 0,09 0,09 0,05 0,35 0,83 0,48

BSPB 1,08 0,13 0,08 0,09 0,06 0,38 0,78 0,40

AFKS 0,99 0,16 0,08 0,13 0,06 0,47 0,86 0,39

GAZP 1,10 0,11 0,05 0,08 0,04 0,09 0,79 0,70

MAGN 1,04 0,22 0,12 0,16 0,09 0,37 0,82 0,45

MTLR 1,01 0,14 0,08 0,10 0,06 0,62 0,87 0,25

MTSS 1,05 0,06 0,04 0,03 0,02 0,07 0,63 0,56

MOEX 1,09 0,19 0,08 0,11 0,06 0,34 0,87 0,53

LKOH 1,13 0,17 0,10 0,12 0,07 0,11 0,67 0,56

NLMK 1,14 0,18 0,09 0,13 0,06 0,20 0,80 0,60

RTKM 1,09 0,14 0,06 0,09 0,04 0,38 0,90 0,52

SBER 1,12 0,10 0,05 0,07 0,03 0,50 0,89 0,39

CHMF 1,01 0,23 0,13 0,16 0,08 0,34 0,80 0,46

FLOT 1,04 0,13 0,09 0,09 0,07 0,22 0,63 0,41

TGKA 1,08 0,09 0,05 0,07 0,04 0,11 0,69 0,58

TRNFP 1,10 0,08 0,05 0,05 0,03 0,56 0,86 0,30

HYDR 1,03 0,06 0,04 0,04 0,02 0,13 0,64 0,51

PHOR 1,16 0,19 0,10 0,14 0,07 0,28 0,78 0,50

ELFV 1,03 0,08 0,06 0,06 0,05 0,38 0,58 0,20

MSNG 1,05 0,07 0,05 0,05 0,04 0,19 0,68 0,49

NVTK 1,26 0,17 0,10 0,10 0,07 0,14 0,67 0,53

ROSN 1,19 0,22 0,13 0,15 0,09 0,26 0,73 0,47

TATN 1,04 0,15 0,07 0,11 0,05 0,40 0,88 0,48

AKRN 1,11 0,18 0,11 0,12 0,09 0,21 0,68 0,47

OGKB 1,11 0,21 0,12 0,11 0,06 0,47 0,84 0,37

MRKZ 1,05 0,20 0,09 0,16 0,07 0,00 0,79 0,79
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

TRMK 1,02 0,15 0,08 0,09 0,06 0,15 0,78 0,63

BANE 1,12 0,39 0,28 0,22 0,16 –0,09 0,45 0,54

SIBN 1,13 0,13 0,08 0,09 0,06 0,29 0,71 0,42

GCHE 1,14 0,10 0,07 0,07 0,05 0,17 0,62 0,45

KOGK 1,20 0,50 0,29 0,45 0,26 0,15 0,71 0,56

MGNT 1,22 0,07 0,04 0,04 0,02 0,70 0,92 0,22

NMTP 1,04 0,15 0,09 0,09 0,05 0,58 0,86 0,28

Среднее 1,10 0,16 0,09 0,11 0,07 0,30 0,76 0,46

Таблица А.8.
Результаты тестирования моделей SVR и HSVR, обученных по индексу 3150

name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

CBOM 1,33 0,20 0,11 0,10 0,05 0,35 0,80 0,45

ALRS 1,12 0,26 0,17 0,21 0,14 0,14 0,60 0,46

VTBR 1,17 0,19 0,12 0,10 0,08 0,32 0,72 0,40

BSPB 1,07 0,13 0,08 0,09 0,05 0,38 0,76 0,38

AFKS 1,13 0,23 0,13 0,16 0,08 0,44 0,81 0,37

GAZP 1,13 0,11 0,06 0,08 0,04 0,26 0,78 0,52

MAGN 1,13 0,20 0,12 0,14 0,07 0,57 0,86 0,29

MTLR 1,11 0,18 0,10 0,13 0,06 0,69 0,90 0,21

MTSS 1,07 0,09 0,06 0,06 0,04 0,20 0,63 0,43

MOEX 1,13 0,18 0,09 0,11 0,05 0,44 0,85 0,41

LKOH 1,15 0,13 0,07 0,08 0,04 0,23 0,80 0,57

NLMK 1,15 0,16 0,11 0,12 0,08 0,40 0,73 0,33

RTKM 1,05 0,14 0,08 0,10 0,05 0,35 0,79 0,44

SBER 1,15 0,11 0,06 0,07 0,04 0,54 0,84 0,30

CHMF 1,04 0,28 0,18 0,21 0,13 0,26 0,70 0,44

FLOT 1,08 0,13 0,09 0,09 0,07 0,36 0,65 0,29

TGKA 1,08 0,10 0,08 0,08 0,06 0,13 0,46 0,33

TRNFP 1,15 0,13 0,09 0,07 0,05 0,48 0,78 0,30

HYDR 1,03 0,06 0,05 0,05 0,03 0,13 0,53 0,40

PHOR 1,10 0,18 0,12 0,13 0,09 0,15 0,63 0,48

ELFV 1,05 0,09 0,06 0,06 0,04 0,32 0,71 0,39

MSNG 1,08 0,10 0,06 0,07 0,04 0,42 0,77 0,35

NVTK 1,30 0,19 0,12 0,12 0,08 0,21 0,69 0,48

ROSN 1,28 0,22 0,14 0,15 0,09 0,28 0,71 0,43

TATN 1,09 0,17 0,08 0,14 0,06 0,40 0,86 0,46

AKRN 1,14 0,16 0,11 0,11 0,08 0,36 0,69 0,33

OGKB 1,13 0,28 0,16 0,22 0,11 0,48 0,83 0,35

MRKZ 1,03 0,19 0,07 0,14 0,05 0,25 0,90 0,65

TRMK 1,03 0,10 0,07 0,07 0,05 0,26 0,63 0,37

BANE 1,23 0,71 0,46 0,31 0,23 0,13 0,63 0,50
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name y_mean rmse h_rmse mape h_mape r2 h_r2 r2 growth

SIBN 1,16 0,13 0,07 0,09 0,04 0,45 0,85 0,40

GCHE 1,15 0,09 0,07 0,06 0,05 0,23 0,57 0,34

KOGK 1,30 0,39 0,25 0,27 0,16 0,30 0,70 0,40

MGNT 1,29 0,08 0,05 0,05 0,03 0,66 0,86 0,20

NMTP 1,08 0,26 0,11 0,16 0,06 0,30 0,87 0,57

Среднее 1,13 0,18 0,11 0,12 0,07 0,34 0,74 0,40
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Abstract

Accurate and timely revenue forecasting is of critical importance to investors in public companies, 
who base their investment decisions on the Discounted Cash Flow (DCF) model. Market practice dictates 
that financial analysts develop financial models by focusing on revenue growth projections for the first 
year of the forecast horizon, which holds the highest weighting in discounted cash flow calculations. 
These projections are typically derived through expert assessment of publicly available quarterly 
reporting. However, the potential of contemporary data science tools, particularly machine learning 
approaches that employ linear approximation techniques to model nonlinear patterns to enhance current 
quarter revenue analysis is largely underutilized. The present study focused on developing source code 
to apply the Hilbert Spectrum Support Vector Regression (Hilbert spectrum SVR, HSVR) method for 
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sales prediction. Testing HSVR on data of companies listed on the Moscow Exchange and comparing 
its performance metrics with those of classical Support Vector Regression (SVR), led to the conclusion 
that HSVR can be deployed in industrial settings for revenue forecasting of public companies using news 
vectors – vector representations (embeddings) of news articles.

Keywords: embeddings, support vector regression, Hilbert spectrum support vector regression, nonlinearity, non-
stationarity, Hilbert spectrum, features density distribution, revenue forecast
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